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POVZETEK  

 

Namen: Namen doktorske disertacije je raziskati, ali je možna izdelava modela za urejanje 

in popisovanje nestrukturiranih besedil z uporabo strojnega učenja. Pri izdelavi modela je 

bila raziskava razdeljena na tri ključne segmente in povezana raziskovalna vprašanja, in 

sicer, ali je izdelava modela za samostojno klasifikacijo nestrukturiranih vsebin, samostojno 

prepoznavo imenskih entitet in samostojno izdelavo naslova popisne enote izvedljiva in 

uporabna. 

 

Metodologija: V raziskavi sta uporabljeni metoda analize vsebine in metoda eksperimenta. 

Raziskani so bili različni pristopi za izdelavo izvedbenega modela za urejanje in popisovanje 

nestrukturiranih besedil, ravno tako je bilo raziskana uporabnost izdelanega modela in 

učinkovitost izdelave popisne enote z uporabo izdelanega modela. 

 

Rezultati: Ugotovljeni rezultati raziskav kažejo, da je izdelava modela za urejanje in 

popisovanje nestrukturiranih besedil z uporabo strojnega učenja za vse tri segmente 

izvedljiva in uporabna, izdelani model pa predstavlja celoten formalni in aplikativni okvir 

za obdelavo nestrukturiranih besedil, ki se ga lahko neposredno uporabi za obdelavo 

nestrukturiranih podatkov. 

 

Izvirnost/uporabnost: Raziskava omogoča natančen vpogled v izdelavo modela za urejanje 

in popisovanje nestrukturiranih besedil ter izpostavlja prednosti in obliko uporabe 

izdelanega modela. Hkrati izdelani model in spremna dokumentiranost izdelave modela 

predstavljata podlago za uporabo modela v praksi in potencialno podlago za nadaljnje 

raziskave.  

 

Ključne besede: urejanje in popisovanje, strojno učenje, imenske entitete, 

nestrukturirano besedilo, klasifikacija. 

 

 

  



 

ABSTRACT  

 

Purpose: The purpose of the doctoral dissertation is to investigate whether it is possible to 

create a model for arrangement and archival description of unstructured texts using machine 

learning. When creating the model, the research was divided into three key segments and 

related research questions, namely whether the creation of a model for the standalone 

classification of unstructured texts, the standalone recognition of name entities and the 

standalone creation of the title of the unit of description is feasible and useful. 

 

Methodology: Methods content analysis and experiment are used in the research. Different 

approaches for creating an implementation model for arrangement and archival description 

of unstructured texts were investigated, as well as the usability of the developed model and 

the efficiency of creating a unit of description using the developed model. 

 

Results: The results of the research indicate that the creation of a model for arrangement and 

archival description of unstructured texts using machine learning is feasible and useful for 

all three segments, and the created model represents the entire formal and application 

framework for the processing of unstructured texts, which can be directly used for processing 

unstructured data.  

 

Originality/Usability: The research provides a detailed insight into the creation of a model 

for arrangement and archival description of unstructured texts and highlights the advantages 

and use cases of the created model. At the same time, the created model and the 

accompanying documentation of the model creation represent the basis for the use of the 

model in practice and a potential basis for further research.  

 

Keywords: Arrangement and description, machine learning, named entities, 

unstructured text, classification. 
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 1 

1 UVOD 

 

Temeljni problem z velikimi količinami gradiva v digitalni obliki, ki ima neznano vsebino 

in nestrukturirano obliko, je v tem, da je lahko pri izjemno velikih količinah takšnega gradiva 

težko zagotoviti hitro, učinkovito in ustrezno vsebinsko obravnavo za namen klasificiranja 

gradiva oziroma za namen urejanja in popisovanja gradiva v digitalni obliki.  

 

Glede na to, da se v primeru nestrukturiranega in vsebinsko neznanega gradiva lahko nahaja 

veliko zapisov, ki jih potencialno ne želimo hraniti oziroma ne predstavljajo takšne 

vrednosti, da bi bila potrebna ohranitev zapisov, je treba razviti pristop identifikacije 

gradiva. Ta bo gradivo ločil na tisto, ki ga želimo ohraniti, in tisto, ki ga ne želimo hraniti 

(vsebinska klasifikacija in vrednotenje), ter omogočil ustrezno dostopnost in uporabnost 

gradiva, ki ga želimo ohraniti. 

 

V raziskavi za samostojno klasifikacijo elektronske pošte z uporabo strojnega učenja 

(Milovanović 2020) so bile pridobljene dodatne informacije, ki ravno tako osnovno 

izkazujejo, da lahko pri vsebinski interpretaciji tovrstnega dokumentarnega gradiva prihaja 

do različne interpretacije (npr. v primeru spletnih strani oziroma spletnega gradiva ali npr. 

pri obravnavi elektronske pošte) glede na vsebino ali njegovo pojavno obliko. Slednje lahko 

povzroči tudi različno obravnavo enakih vrst gradiva. 

 

Iz problema, opredeljenega v prvem odstavku tega poglavja, izhaja, da je v praksi treba najti 

način, kako preseči omejitve, ki izhajajo iz predstavljenega problema. Okvirno bi pri 

urejanju in popisovanju gradiva z uporabo strojnega učenja lahko opredelili, da gre za tri 

temeljne izzive oziroma podprobleme: 

• izziv št. 1 – vsebinska klasifikacija individualnega zapisa, 

• izziv št. 2 – zajem ključnih informacij (imenskih entitet) iz individualnega zapisa, 

• izziv št. 3 – zajem informacij za izdelavo naslova popisne enote individualnega 

zapisa. 

 

Namen izziva št. 1 je predvsem ugotoviti, kako pri velikih količinah nestrukturiranih zapisov 

v digitalni obliki pridobiti informacijo o osnovni vsebinski opredelitvi oziroma temi vsebine, 

ki bi lahko predstavljala podlago za klasificiranje takšnih zapisov, posledično tudi podlago 

za morebitno vrednotenje gradiva.  

 

Pri izzivu št. 2 je namen uporabiti postopek in vzpostaviti način, kako pri vsakem 

individualnem zapisu v digitalni obliki pridobiti osnovne informacije, tj. identifikacija 

imenskih entitet, na podlagi katerih bi naknadno lažje uporabljali ohranjeno gradivo (točke 

dostopa, angl. Access points) (ISAD(G) 2000), kjer bi takšne informacije lahko predstavljale 

tudi podlago za kontekstualizacijo vsebine. 
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Namen izziva št. 3 pa je v vsebini nestrukturiranega zapisa pridobiti informacije in najti 

način, na osnovi katerega bi bilo možno izdelati naslov popisne enote (individualnega 

zapisa). 

 

Za čim boljše razumevanje izvajanja postopkov masovnega urejanja in popisovanja gradiva, 

ki ima nestrukturirano obliko oziroma neznano vsebino, s pomočjo strojnega učenja je bilo 

treba izvesti vzorčno analizo takšnih zapisov in potrditi možnosti za uporabo strojnega 

učenja pri: 

• zagotavljanju samostojne klasifikacije nestrukturiranega gradiva na podlagi 

vsebinske analize, 

• identifikaciji in ekstrakciji imenskih entitet za potrebe popisovanja gradiva ter 

• identifikacijo in povzemanje ključnih informacij za izdelavo naslova popisne enote 

(individualnega zapisa). 

 

Za izvedbo raziskave sta bili uporabljeni kvalitativni metodi vsebinska analiza in 

eksperiment.  

Strukturirani podatki so informacije, organizirane na način, ki je vnaprej določen. Primer 

strukturiranih podatkov so npr. podatki, ki so urejeni v tabelah z vrsticami in stolpci. Takšni 

podatki podatkov se običajno nahajajo v relacijski bazi podatkov, ki ima vnaprej predvideno 

strukturo in potencialne relacije med različnimi entitetami, zato je do strukturiranih podatkov 

pogosto lažje dostopati, jih upravljati ali analizirati. Nestrukturirani podatki nimajo vnaprej 

določene oblike, podatkovnega modela ali strukture. Tako v praksi predstavljajo katerokoli 

obliko zapisa, ki lahko vključuje kakršnokoli informacijo. Ker ta vrsta podatkov ni 

organizirana na vnaprej določen način, jih je težje obdelati in analizirati s tradicionalnimi 

metodami (Nestrukturirani podatki 2024).  

Glede na to, da je nestrukturiranih podatkov vse več – po določenih projekcijah naj bi jih 

bilo do leta 2025 okoli 80 % (Burgener 2021), in glede na to, da količina teh podatkov 

izjemno hitro narašča (Burgener 2021), je urejanje in popisovanje nestrukturiranih besedil 

velik problem, s katerim se arhivisti soočajo vsakodnevno. Da bi lahko na področju 

arhivistike v navezavi z identificiranim temeljnim problemom učinkovito izvajali arhivska 

opravila, je treba pristopiti k integraciji tehnoloških konceptov in metod, ki bi takšno 

učinkovitost lahko zagotovile. Razvoj modela za urejanje in popisovanje nestrukturiranih 

besedil z uporabo strojnega učenja je eden od takšnih pristopov, ki bi omogočil učinkovito 

urejanje in popisovanje gradiva, s tem pa tudi postavil temelje za razvoj arhivske znanosti z 

uporabo umetne inteligence in strojnega učenja. 

Nestrukturirane podatke lahko kategoriziramo kot besedila, slike, videoposnetke, zvok, 

spletne strani, spletne bloge in številne druge oblike. Med raznolikostjo podatkov se 

praktično povsod najde tudi nestrukturirano besedilo, ki lahko z vidika arhiviranja gradiva 

vsebuje pomembne informacije. Pri osnovnem konceptu razumevanja in obdelave 

nestrukturiranih besedila tako ne gre le za analizo uporabljenega jezika, temveč tudi za 

vključitev različnih kriterijev, kot sta kontekst in pomen vsebin, zato takšna obdelava 
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nestrukturiranih besedil predstavlja ključni izziv na področju dolgoročne hrambe in 

uporabnosti gradiva (Adnan idr. 2021). 

 

Obdelava nestrukturiranih podatkov z neznano vsebino predstavlja izziv tudi za različna 

strokovna, etična ali pravna področja, predvsem v smeri ustrezne identifikacije vsebine, na 

podlagi katere je možno izvajati nadaljnje obdelave, kot so npr. identifikacija osebnih 

podatkov, avtorskih vsebin, intelektualne lastnine, sovražnega govora, nezakonitih vsebin 

itd. Z uporabo strojnega učenja tako lahko pristopimo k izdelavi različnih izvedbenih 

modelov za obdelavo podatkov, ki nam omogočajo lažje doseganje omenjenih obdelav 

podatkov.  

 

Nekateri najpogostejši izzivi pri obdelavi nestrukturiranih podatkov so (Baig 2023; 

Nestrukturirani podatki 2024): 

• pravočasna obdelava velikih količin podatkov. količine nestrukturiranih podatkov 

izjemno hitro rastejo, kar izpostavlja izziv, kako pravočasno zajeti in obdelati 

podatke, preden pride do kakršnihkoli potencialnih izgub; 

• varnostna tveganja. V primeru obdelave zaupnih podatkov je zaščita nestrukturiranih 

podatkov lahko zapletena, saj se lahko te informacije hitro razširijo v različnih 

oblikah zapisov in na lokacijah za shranjevanje, vključno s potencialnimi težavami 

pri identifikaciji zaupnih vsebin; 

• razpoložljivost in uporabnost nestrukturiranih podatkov. Ob hitrem razvoju 

informacijskih tehnologij in potencialno zaklenjenih oblik formatov ter oblik zapisa 

se lahko pokaže izziv berljivosti podatkov v meri, da so še uporabni za nadaljnjo 

obdelavo; 

• zahteven postopek indeksiranja, tj. klasificiranja. Zaradi raznolikih oblik zapisov in 

neznanih vsebin sta indeksiranje in klasifikacija običajno zahtevna postopka, pri 

katerih se lahko pojavljajo napake, ki ključno vplivajo na kakovost pridobljenih 

rezultatov; 

• potreba po specializiranih resursih in specializiranem znanju. Nestrukturirani podatki 

danes predstavljajo večino ustvarjenega gradiva, zato je predmet obdelave velika 

količina podatkov, za katere je treba z vidika računske zmogljivosti zagotoviti 

ustrezno zmogljivo strojno opremo, ki bo tolikšno količino podatkov lahko obdelala. 

Vzporedno z zagotavljanjem ustrezne strojne opreme pa je treba zagotoviti tudi 

ustrezno znanje oziroma kadrovske resurse, ki bodo lahko izdelali ustrezne rešitve 

za obdelavo nestrukturiranih podatkov, t. i. strokovnjake za obdelavo podatkov 

(angl. Data Scientists); 

• visoki stroški za vzpostavitev sistema za obdelavo nestrukturiranih podatkov. Poleg 

zmogljive strojne opreme in zagotavljanja ustreznih človeških virov je treba 

upoštevati še strošek ostalih gradnikov sistema za obdelavo nestrukturiranih 

podatkov, kot so specializirana programska oprema, oprema za shranjevanje 

podatkov, ukrepi za zagotavljanje informacijske varnosti itd.; 
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• podpora obdelavi različnih oblik zapisov. Nestrukturirani podatki nimajo vnaprej 

določenih standardnih oblik zapisov oziroma posebnih formatov, kar lahko otežuje 

obdelavo podatkov za zagotavljanje možnosti obdelave različnih vrst formatov. 

 

Iz identificiranih izzivov za obdelavo nestrukturiranih podatkov je tako razvidno, da je treba 

pristopiti k razvoju celovitega modela (teoretičnega kot tudi aplikativnega), ki bo omogočal 

lažjo obdelavo nestrukturiranih podatkov. Z vidika arhivistike je pomembna obdelava 

nestrukturiranih podatkov v vseh njihovih pojavnih oblikah, posebno pozornost pa glede na 

količino podatkov zahteva obdelava nestrukturiranih besedil.  

 

V okviru predmetne raziskave so predstavljeni osnovni koncepti in tehnologije za izdelavo 

modela urejanja in popisovanja nestrukturiranih besedil z uporabo strojnega učenja ter 

gradniki, ki so bili uporabljeni pri izdelavi modela. Poleg konceptov so predstavljene tudi 

predhodne raziskave, še zlasti o delu rešitev, ki so bile uporabljene pri izdelavi modela 

urejanja in popisovanja nestrukturiranih besedil z uporabo strojnega učenja. 

 

Izdelana raziskovalna naloga je vsebinsko in izvedbeno razdeljena na naslednja področja: 

• uvodna opredelitev problema in opredelitev nestrukturiranih podatkov, ki vključuje 

tudi terminologijo izrazov, uporabljenih v raziskavi; 

• predstavitev področij vrednotenja, urejanja in popisovanja gradiva kot elementarnih 

postopkov, ki so bili zasledovani pri izdelavi modela urejanja in popisovanja 

nestrukturiranih besedil z uporabo strojnega učenja; 

• predstavitev standardov in dobrih praks pri popisovanju gradiva z namenom prikaza 

uporabljene standardizirane izhodne oblike popisne enote, ki je rezultat obdelave 

nestrukturiranih podatkov z uporabo modela urejanja in popisovanja nestrukturiranih 

besedil z uporabo strojnega učenja; 

• predstavitev področja umetne inteligence in razlogov za uporabo ter ključnih vplivov 

uporabe umetne inteligence, na katere je treba biti pozoren pri obdelavi podatkov; 

• predstavitev področja strojnega učenja kot del umetne inteligence in pristop, ki je bil 

uporabljen za izdelavo modela urejanja in popisovanja nestrukturiranih besedil z 

uporabo strojnega učenja; 

• predstavitev predhodnih raziskav specifično v delu o tehnologijah in postopkih, ki so 

bili uporabljeni pri izdelavi modela urejanja in popisovanja nestrukturiranih besedil 

z uporabo strojnega učenja; 

• predstavitev namena in ciljev raziskave ter raziskovalnih hipotez in raziskovalnih 

vprašanj; 

• predstavitev metod in tehnik zbiranja podatkov, vključno z opisom vzorcev 

podatkov, ki so bili uporabljeni za izdelavo modela urejanja in popisovanja 

nestrukturiranih besedil z uporabo strojnega učenja;  

• natančen opis obdelave podatkov ter vseh korakov, aktivnosti, delotokov in 

procesov, ki so bili uporabljeni za izdelavo modela urejanja in popisovanja 

nestrukturiranih besedil z uporabo strojnega učenja; 
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• predstavitev pridobljenih rezultatov uporabe izdelanega modela urejanja in 

popisovanja nestrukturiranih besedil z uporabo strojnega učenja; 

• pregled in interpretacija pridobljenih rezultatov v kontekstu izpostavljene 

problematike, ki je bila podlaga za izvedbo raziskave, in predstavitev odgovorov na 

postavljene znanstvene hipoteze; 

• predstavitev zaključkov in odgovorov na postavljena raziskovalna vprašanja. 

 

Terminologija  

 

»Arhiv je ustanova, ki opravlja javno službo pridobivanja, hrambe in posredovanja 

arhivskega gradiva« (Arhivski slovarček 2024). 

»Arhivski fond je celota arhivskega gradiva enega ustvarjalca, ki je bilo zbrano oziroma je 

nastalo v času njegovega delovanja« (Arhivski slovarček 2024). 

»Arhivsko gradivo je dokumentarno gradivo, ki ima trajen pomen za zgodovino, druge 

znanosti in kulturo ali trajen pomen za pravni interes pravnih in fizičnih oseb; arhivsko 

gradivo je kulturni spomenik« (Zakon o varstvu dokumentarnega in arhivskega 

gradiva ter arhivih 2006, 2. čl.; v nadaljevanju ZVDAGA, 2. čl.). 

»Dokumentarno gradivo so vse vrste in oblike zapisov, ki so nastali ali bili prejeti pri 

poslovanju pravnih in fizičnih oseb« (ZVDAGA, 2. čl.).  

»Dolgoročna hramba gradiva je hramba gradiva v digitalni obliki za daljše časovno 

obdobje in se nanaša na gradivo, katerega rok hrambe je več kot pet let« (ZVDAGA, 

2. čl.). 

»Hramba gradiva je tista hramba izvirnega ali zajetega dokumentarnega gradiva, ki 

izpolnjuje pogoje po tem zakonu in zagotavlja uporabnost ter avtentičnost vsebine 

hranjenega gradiva« (ZVDAGA, 2. čl.). 

»Izvedbeni aplikativni model, izvedbeni model oziroma ekspertni sistem je namenska 

programska oprema – računalniški program, ki uporablja umetno inteligenco« (Balič 

2004, 184).  

»Klasifikacija je razvrstitev, razporeditev česa glede na enake ali podobne lastnosti« 

(Klasifikacija 2020).  

»Naslov je beseda ali skupina znakov, ki določajo individualno popisno enoto« (ISAD(G) 

2000). 

»Oblika zapisa je vrsta zapisa, ki ga povezujejo določene fizične ali intelektualne skupne 

lastnosti« (ISAD(G) 2000). 

»Popisna enota je vsebinsko zaključena enota ureditve arhivskega gradiva, ki je bila 

oblikovana pri ustvarjalcu arhivskega gradiva ali pozneje v arhivu v kontekstu 

popisovanja« (Uredba o varstvu dokumentarnega in arhivskega gradiva 2017). 

»Pripomoček za uporabo (arhivski pripomoček) v najširšem pomenu obsega vse vrste 

popisov in pripomočkov, nastalih pri urejanju in popisovanju v arhivu (arhivski popis, 

inventar, vodnik), ali prvotnih pripomočkov, nastalih zaradi preverjanja gradiva in 

pregleda nad njim« (Arhivski slovarček 2024).  

»Zajem je vsak uvoz metapodatkov o gradivu ali gradiva samega v strojno berljivi obliki v 

informacijski sistem za upravljanje z dokumenti ali v informacijski sistem za hrambo« 

(ZVDAGA, 2. čl.). 
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»Zapis. Skupek informacij v katerikoli obliki ali mediju, ustvarjen ali prejet in vzdrževan s 

strani določene organizacije« (ISAD(G) 2000). 
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2 UREJANJE IN POPISOVANJE GRADIVA Z UPORABO 

STROJNEGA UČENJA 

 

2.1 Urejanje in vrednotenje gradiva 

 

Urejanje kot tudi vrednotenje gradiva sodita med temeljne procese, ki se izvajajo v okviru 

arhivske službe oziroma na področju zagotavljanja varovanja dokumentarnega in arhivskega 

gradiva. Pri obdelavi večjih količin gradiva v elektronski obliki, kot je to v primeru obdelave 

besedil v nestrukturirani obliki, proces urejanja in vrednotenja predstavlja poseben izziv, ki 

terja posebne rešitve. Danes vse več gradiva nastaja izvirno v digitalni obliki ali pa je del 

procesa digitalizacije, skupna lastnost v obeh primerih pa je, da je treba zagotoviti ustrezno 

okolje za dolgoročno hrambo in uporabnost gradiva (Stančić 2018).  

 

2.1.1 Urejanje gradiva 

 

Kot navaja Uredba o varstvu dokumentarnega in arhivskega gradiva (2017) je 

»dokumentarno gradivo urejeno, če so posamezni ali združeni dokumenti (spis, zadeva, 

dosje) razvrščeni v skladu z načinom upravljanja dokumentov oziroma pisarniškega 

poslovanja ustvarjalca«. Uredba o varstvu dokumentarnega in arhivskega gradiva (2017) 

nadalje opredeljuje, da je »pri hrambi, urejanju in uporabi treba z dokumentarnim in 

arhivskim gradivom ravnati previdno, da se ne poškoduje ali uniči in se ohrani njegova 

izvirna pričevalnost«. Urejanje gradiva tako predstavlja pomemben del celotnega procesa 

ohranjanja gradiva tako v fizični kot elektronski obliki. Zgolj pojavna oblika gradiva ne 

vpliva na obveznosti, ki izhajajo iz zakonodaje, standardov in etičnih načel glede hrambe 

samega gradiva in dolgoročne uporabe hranjenega gradiva. 

 

Pri urejanju arhivskega gradiva je treba slediti načelom urejanja arhivskega gradiva, ki v 

osnovi postavljajo nekaj jasnih pravil kako pristopiti k urejanju gradiva v primeru, ko ima 

lastnosti arhivskega gradiva. Uredba o varstvu dokumentarnega in arhivskega gradiva 

(2017) opredeljuje, da je treba: 

• arhivsko gradivo urejati po strokovnih načelih provenience, tj. skladno z načelom 

izvora in prvotne ureditve; 

• arhivsko gradivo obravnavati kot celoto glede na načelo provenience, če je nastalo 

med delovanjem enega ustvarjalca; 

• arhivsko gradivo ohraniti po enakem sistemu ureditve, kot ga je imel ustvarjalec, 

skladno z načelom prvotne ureditve; 

• arhivsko gradivo urediti »vsebinsko, geografsko, številčno, kronološko, abecedno, 

po vrstah gradiva oziroma na podlagi kombinacije navedenih načinov«, če prvotna 

ureditev ni ohranjena oziroma je ni mogoče obnoviti. 

 

V praksi se velikokrat srečujemo z odločitvami o izvedbi postopka urejanja gradiva šele v 

točki, ko se skuša rešiti probleme, ki nastajajo zaradi kopičenja velikih količin gradiva 

oziroma zaradi regulatornih zahtev za zagotavljanje ustrezne hrambe. Omenjeno je redni 
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pokazatelj, da bi moral biti proces urejanja gradiv integralni proces, s katerim je treba 

upravljati že pred nastankom gradiva, med njim pa vse do njegove končne destinacije in 

hrambe. S sistematičnim pristopom k urejanju gradiva bi lahko prihranili veliko časa za 

izvedbo postopka urejanja gradiva, predvsem pa bi bila zgotovljena transparentnost pri 

obdelavi, s katero bi lahko dosegli lažjo izvedbo postopkov, ki sledijo urejanju gradiva. 

 

2.1.2 Vrednotenje gradiva 

 

Vrednotenje kot eden od temeljnih procesov za zagotavljanje dolgoročne uporabnosti in 

varnosti arhivskega gradiva predstavlja vhodno točko za ugotavljanje, katero gradivo je treba 

hraniti kot »dokumentarno gradivo, ki ima trajen pomen za zgodovino, druge znanosti in 

kulturo ali trajen pomen za pravni interes pravnih in fizičnih oseb« (Zakon o varstvu 

dokumentarnega in arhivskega gradiva ter arhivih 2006). Hajtnik in Babić (2018) 

izpostavljata, da vrednotenje gradiva že leta predstavlja eno od najpomembnejših nalog 

javnih arhivov po svetu, ki temelji na uporabi različnih meril glede na njihovo pravno, 

kulturno, upravno, znanstveno in zgodovinsko vrednost. 

 

Pri vrednotenju besedil, ki so v elektronski nestrukturirani obliki, ostaja enak problem kot v 

primeru vrednotenja kateregakoli gradiva, katerega vsebina ni znana. Da bi lahko učinkovito 

izvedli postopek vrednotenja, je treba v prvi vrsti razumeti vsebino in oceniti njeno vrednost 

skozi postavljena merila za vrednotenje. Pojavna oblika na vrednotenje nima vpliva, zato 

tudi rešitve za vrednotenje v elektronski obliki, kjer vsebina ni znana, težko sledijo 

standardnim postopkom, kot bi to veljalo za vrednotenje gradiva v npr. fizični/papirni obliki. 

 

Vrednotenje je v osnovi posledica predhodno določene selektivne politike »kaj hraniti«, da 

bi se izognili potencialni prekomerni hrambi oziroma t. i. kopičenju gradiva, ki ne izpolnjuje 

zadanih meril za trajno hrambo. Pri tem je vedno treba upoštevati, kaj bo skozi čas 

predstavljalo vrednost oziroma katero gradivo ima trajen pomen za zgodovino, druge 

znanosti in kulturo ali trajen pomen za pravni interes pravnih in fizičnih oseb (Zakon o 

varstvu dokumentarnega in arhivskega gradiva ter arhivih 2006). S tega vidika vrednotenje 

predstavlja precejšen izziv za osebe, ki izvajajo omenjeni proces, v primeru vrednotenja 

izjemno velikih količin nestrukturiranih besedil pa je izziv še toliko večji, saj količina 

nastalega gradiva in njegov prirast predstavljata izjemno veliko časovno obremenitev za 

katerokoli arhivsko službo v primeru, da niso na voljo sodobna informacijska orodja, ki bi 

takšno vrednotenje optimizirala.  

 

V okviru slovenske nacionalne zakonodaje Zakon o varstvu dokumentarnega in arhivskega 

gradiva ter arhivih (2006) navaja naslednja merila za izvedbo vrednotenja: 

• potrebe zgodovinopisja, drugih znanosti in kulture, 

• potrebe za trajno pravno veljavo za doseganje pravic oseb, 

• pomembnost vsebine gradiva, 

• specifičnost dogodkov in pojavov v določenem času, 

• specifičnost kraja ali območja, 
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• pomen javnopravne osebe, 

• pomen avtorja, 

• pomen gradiva z vidika kulturne raznolikosti, 

• izvirnost dokumentov, 

• izvirnost podatkov in informacij, 

• reprezentativni izbor, 

• notranje in zunanje značilnost gradiva in 

• druga merila, ki jih določi pristojni arhiv. 

 

Couture (2005) je podobna merila opisovala tudi v svoji raziskave, kjer je prišla do 

zaključka, da bi morali arhivisti zasledovati pet temeljnih principov pri izvajanju vrednotenja 

gradiva, in sicer: 

• da zapisi predstavljajo pomembne informacije o delovanju družbe kot celote, 

• da je vrednotenje izvedeno na način, da odraža ocenjeno vrednost zapisa v času 

izvajanja vrednotenja, 

• da je zagotovljena in upoštevana povezava med vrednotenjem in ostalimi arhivskimi 

procesi, 

• da je vzpostavljeno ravnovesje med administrativnimi cilji in cilji dediščine, 

• da je vzpostavljeno ravnovesje med kontekstom ustvarjenih zapisov in uporabo 

zapisov.  

 

Vrednotenje kot proces se lahko izvaja na različne načine. Z upoštevanjem načel varstva 

dokumentarnega in arhivskega gradiva in uporabo meril za izvedbo vrednotenja 

nestrukturiranih besedil v velikih količinah pa se pojavlja vprašanje, kje in na kakšen način 

naj bi se takšno vrednotenje izvedlo. Ali je ustvarjalec tisti, ki je odgovoren za vrednotenje 

takšnega gradiva, ali sta odgovornost in izvedba na strani javnih arhivov? S tem povezano 

se odpirajo dodatna vprašanja, in sicer, ali naj tisti, ki izvaja vrednotenje, poleg meril 

uporablja še prej določene okvire, standarde, smernice, modele idr., kako naj se izvede 

nadzor nad ustreznostjo izvedenega vrednotenja, katera oprema naj se uporabi in kateri 

modeli itd. Operativno je vsekakor smotrno, da bi bil pristop k vrednotenju nestrukturiranih 

besedil v elektronski obliki poenoten. Iz tega bi sledilo, da bi bila tudi nadzor in izvedba 

postopkov lažja ter bolj pregledna. 

 

Problem pri obdelavi besedil v nestrukturiranih obliki je tudi njihov izvor oziroma izvirna 

oblika, saj v praksi lahko tovrstni nestrukturirani zapisi spreminjajo obliko zapisa, v 

določenih primerih tudi obseg, kar predstavlja svojevrsten izziv v primeru zagotavljanja 

verodostojnosti gradiva, ko izvirna oblika ni več na voljo (Novak 2015). 

 

2.2 Popisovanje gradiva 

 

»Popisovanje arhivskega gradiva sodi med temeljne naloge arhivskega strokovnega dela, saj 

je popisovalec posrednik med ustvarjalcem arhivskega gradiva in njegovim uporabnikom« 

(Čargo 2018). Da bi končni uporabniki arhivskega gradiva lažje uporabljali gradivo 
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predvsem v kontekstu iskanja, je proces popisovanja izjemno pomemben, saj se lahko zaradi 

neustrezno izvedenega postopka popisovanja potencialno izgubi tudi uporabna vrednost 

hranjenega gradiva, če uporabnik ne bo na učinkovit način mogel najti tistega, kar išče. 

 

Metod in oblik popisovanja gradiv je več, vse od ročnega popisovanja, uporabe sistemov za 

upravljanje z zapisi (Popovici 2021) do uporabe namenskih arhivskih sistemov za 

popisovanje gradiva. Pri obdelavi velikih količin podatkov, zlasti pri obdelavi besedil v 

nestrukturirani obliki, je izhodiščno stališče, da je gradivo lahko razpršeno skozi uporabo 

množice različnih informacijskih sistemov in oblik hrambe velikokrat brez kakršnihkoli 

informacij, ki bi nam bile v pomoč pri izvajanju popisovanja gradiva. Določeno 

problematiko za popisovanje v elektronski obliki lahko predstavlja tudi gnezdenje vsebin ali 

veriženje vsebin v obliki niti ali zaključenih sklopov, ki lahko združujejo več individualno 

ločenih zapisov, ki bi morali biti ločeni in popisani glede na njihovo izvirno obliko, pri čemer 

je zaradi velikih količin gradiva zelo težko uporabiti standardne metode ročnega 

pregledovanja hranjenih zapisov in potencialno ločevanje na izvirne zapise, ki bi morali biti 

individualno popisani (Zajšek in Novak 2021). 

 

2.2.1 Nivoji popisa 

 

Uredba o varstvu dokumentarnega in arhivskega gradiva (2017) navaja, da se arhivsko 

gradivo popisuje »po nivojih, ki odražajo položaj popisne enote v strukturi fonda ali zbirke«. 

Nivoji popisa so (Uredba o varstvu dokumentarnega in arhivskega gradiva 2017): 

• fond ali zbirka, 

• podfond, 

• serija, 

• podserija, 

• združeni dokument (na primer spis, zadeva, dosje) in 

• dokument. 

 

Uredba o varstvu dokumentarnega in arhivskega gradiva (2017) nadalje navaja, da mora 

vsaka popisna enota ne glede na nivo popisovanja »vsebovati naslednje obvezne elemente 

popisovanja: signaturo, naslov, čas nastanka popisne enote, nivo popisa, popisne enote na 

nivoju fonda ali zbirke, podfonda, pa tudi količino in obseg gradiva popisne enote«. 

 

Iz slike 1 je razvidna hierarhična struktura nivojev popisovanja skladno s smernicami v 

standardu ISAD(G) (2000). 
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Slika 1: Nivoji popisa v hierarhični razdelitvi 

 
Vir: ISAD(G) 2000. 

 

2.2.2 Elementi popisa 

 

»Elementi popisovanja arhivskega gradiva so podatki, ki identificirajo popisno enoto, 

navajajo njen izvor, vsebino in ureditev popisne enote, pogoje dostopnosti in uporabe ter 

povezave popisne enote« (Uredba o varstvu dokumentarnega in arhivskega gradiva 2017). 

 

Težava pri obdelavi velikih količin nestrukturiranih besedil, kjer vsebina ni znana, je, da 

večina elementov za izvedbo celovitega popisovanja ni na voljo, zato je izjemno težko 

izvesti natančno ali celovito popisovanje posameznega izvirnega zapisa brez predhodne 

natančne analize celotne vsebine gradiva. Za določitev nivojev popisa gradiva je pomembno 

poznavanje vira besedil oziroma izvirnih zapisov, ki so v nestrukturirani obliki, ter hierarhije 

in povezljivosti zadnje samostojne popisne enote glede na predhodne nivoje v isti hierarhični 

strukturi.  

 

Uredba o varstvu dokumentarnega in arhivskega gradiva (2017) navaja naslednji okvir 

elementov za izvedbo popisovanja: 

• elementi identifikacije so: 

o signatura popisne enote, 

o prejšnje signature popisne enote, 

o klasifikacijska oznaka popisne enote, 

o številka tehnične enote, 

o naslov popisne enote, 
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o čas nastanka arhivskega gradiva popisne enote, 

o zvrst arhivskega gradiva, 

o obseg popisne enote v tekočih metrih oziroma za digitalno gradivo v bajtih, 

o količina arhivskega gradiva popisne enote, 

o zunanje značilnosti arhivskega gradiva, 

o nivo popisa, 

• elementi izvora so: 

o ime ustvarjalca, 

o obdobje obstoja ustvarjalca, 

o historiat ustvarjalca, 

o historiat fonda, 

o ime izročitelja arhivskega gradiva, 

o datum in številka prevzema arhivskega gradiva, 

• elementi vsebine in ureditve so: 

o vsebina popisne enote arhivskega gradiva, 

o sistem ureditve arhivskega gradiva, 

o merila vrednotenja, odbiranja in izločanja, 

• elementi dostopnosti in uporabe so: 

o pravni status arhivskega gradiva, 

o omejitve dostopnosti, 

o pravice intelektualne lastnine, 

o jezik in pisava arhivskega gradiva, 

o stanje ohranjenosti, 

o pripomočki za uporabo, 

• elementi povezav so: 

o drugi imetniki delov arhivskega gradiva popisne enote, 

o kopije arhivskega gradiva ne glede na tehnologijo kopiranja, 

o vsebinsko sorodno arhivsko gradivo, 

o objave arhivskega gradiva. 

 

2.2.3 Standardi na področju popisovanja gradiva 

 

Standardov in smernic na področju popisovanja gradiv je več, odvisno od zastavljenih 

pristopov in namenov uporabe. Za dva poglavitna pristopa za popisovanje bi tako lahko šteli 

standard ISAD(G) – General International Standard Archival Description (ISAD(G) 2000) 

ter konceptualni model RIC – Records in Context – Conceptual model (RIC 2023). 

 

ISAD(G) (2000) predstavlja temeljne smernice za izvedbo popisa arhivskega gradiva. Pri 

tem je treba opozoriti, da standard ne nadomešča potencialne nacionalne zakonodaje, ki ureja 

področje popisovanja arhivskega gradiva, ampak ga je treba uporabiti skupaj z nacionalnimi 

okviri. Standard poleg okvira za izvedbo popisa izpostavlja tudi določena pravila kako 

pristopiti k izvedbi popisovanja arhivskega gradiva. Vzpostavlja okvir za izvedbo popisa 26 

elementov, ki predstavljajo celoto popisa za individualno popisno enoto. Standard tudi sledi 

temeljnim načelom s področja arhivistike. Poleg temeljnega standarda ISAD(G) so bili 
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pripravljeni tudi komplementarni standardi, ki pokrivajo specifična področja, in sicer ISDF 

– International standard for Describing Functions« (ISDF 2007), ISAAR (CPF) – 

International Standard Archival Authority Record for Corporate Bodies, Persons and 

Families (ISAR CPF 2004) in ISDIAH – International Standard for Describing Institutions 

with Archival Holdings (ISDIAH 2008). 

 

Pravila ISAD(G) (2000) so organizirana v sedem področij za izvedbo popisa, in sicer: 

• področje identifikacije, ki vključuje ključne informacije za identifikacijo enote opisa, 

• področje konteksta, ki vključuje informacije o izvoru in ohranjenosti enote opisa, 

• področje vsebine in strukture, ki vključuje informacije o predmetu in urejenosti enote 

opisa, 

• področje pogojev dostopnosti in uporabe, ki vključuje informacije o dostopnosti 

enote popisa, 

• področje povezanih virov, ki vključuje informacije o gradivu, ki je pomembno 

povezani z enoto opisa, 

• področje opomb, ki vključuje posebne ali ostale informacije o enoti popisa, ki jih ni 

mogoče umestiti v nobeno drugo področje, 

• področje kontrole opisa, ki vključuje informacije na kakšen način, kdaj in kdo je 

izvedel popis.  

 

Podobno kot Uredba o varstvu dokumentarnega in arhivskega gradiva (2017) tudi standard 

ISAD(G) (2000) predvideva minimalen obvezen okvir elementov, ki bi moral biti 

zagotovljen pri izvedbi popisa individualne popisne enote. Ti elementi so: 

• identifikacijska oznaka, 

• naslov, 

• ustvarjalec gradiva, 

• čas nastanka gradiva, 

• količina enot opisa, 

• nivo opisa.  

 

RIC – Records in Context – Conceptual model (v nadaljevanju RIC 2023) je konceptualni 

model visoke ravni, ki se osredotoča na intelektualno prepoznavanje in opisovanje zapisov 

in ljudi, ki so jih ustvarili in jih uporabljajo, ter dejavnosti, ki jih izvajajo ljudje, ki jih zapisi 

opredeljujejo in dokumentirajo. Ker gre za model visoke ravni, predstavlja širok izvedbeni 

okvir, ki pa ne vključuje smernic za vse aktivnosti, ki so potrebne za upravljanje z zapisi. 

 

RIC (2023) pokriva celoten obseg ključnih vsebin standarda ISAD(G) (2000) in 

komplementarnih standardov ter s tem predstavlja enovito obliko oziroma enovit standard 

za popisovanje gradiva. Za razliko od ISAD(G) (2000), ki temelji na izdelavi pripomočkov, 

RIC (RIC 2023) gradi pristop na modeliranju entitet in relacij med njimi kot podlagi za 

dokumentiranje in popisovanje popisnih enot in je primarno namenjen arhivistom. 

Posledično se RIC (2023) opira na intelektualni opis zapisa, vključno z določenimi 
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standardnimi pristopi k popisovanju, tj. z zajemanjem potrebnih informacij v obliki, kot jih 

predvideva ISAD(G) (2000). 

 

RIC (2023) kot konceptualni model služi kot osnova za popisovanje zapisov z namenom 

zagotavljanja kratkoročne in dolgoročne hrambe ter uporabnosti gradiva. Zagotavlja 

konceptualni okvir, ki temelji na arhivskih načelih za načrtovanje in implementacijo 

standardiziranih sistemov za intelektualni nadzor in opis analognih in digitalnih zapisov 

(RIC 2023). 

 

Na sliki 2 je prikazan primer konceptualnega modela relacije entitet, ki pojasnjuje 

identificirane entitete in povezave med njimi. 

 

Slika 2: Primer konceptualnega modela relacije entitet 

 
Vir: RIC 2023. 

 

Ključna razlika med ISAD(G) (2000) in RIC (2023) se kaže v razumevanju, kako izvesti 

popis popisne enote predvsem z vidika linearnega oziroma nelinearnega pristopa. Z uporabo 

RIC (2023) je bil namen preseči linearni večnivojski pristop k popisovanju zapisov, ki so 

bili pridobljeni s strani enega ustvarjalca gradiva, ter se funkcionalno osrediniti bolj v smeri 

večdimenzijskega popisovanja s predominantnim pristopom, v okviru katerega izstopajo 

dokumentirane relacije in odvisnosti med posameznimi zapisi. 

 

Slika 3 prikazuje pregled konceptualnega modela RIC, vključno z relacijami in odvisnostmi. 
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Slika 3: Konceptualni model RIC 

 
Vir: RIC 2023. 

 

Poleg omenjenih standardov in konceptualnih modelov se v praksi uporabljajo tudi drugi 

standardi, odvisno od področja uporabe in namenov, zaradi katerih so bili razviti. V 

Združenih državah Amerike tako poleg že omenjenih mednarodnih standardov uporabljajo 

tudi svoj standard Encoded archival description (EAD 2019), vendar je namenjen 

mednarodni uporabi. 

 

Kot je opredeljeno v standardu je Encoded archival description (EAD 2019) mednarodni 

standard za izdelavo hierarhičnih opisov arhivskega gradiva. Razvoj standarda je omogočil 

ustvarjanje elektronskih pripomočkov za iskanje v okviru arhivskih podatkovnih struktur, ki 

so skladne z zahtevami splošnega mednarodnega standarda ISAD(G) (2000), predvsem 

zaradi hitrega prehoda hrambe in dostopnosti opisov arhivskega gradiva na internet. 

 

2.4 Umetna inteligenca in strojno učenje 

 

2.4.1 Kaj je umetna inteligenca  

 

»Umetna inteligenca je obsežno in raznoliko področje računalništva. Lahko jo opišemo kot 

študij inteligentnih agentov, ki zaznavajo in sprejemajo podatke iz okolice in s pomočjo 
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implementirane funkcije izvršujejo akcije. Tako so inteligentni agenti postali glavna 

unifikacijska tema, ki povezuje zelo različna področja umetne inteligence. Z agenti lahko 

predstavimo algoritme z različnih področij, kot so reševanje problemov z iskanjem, igranjem 

iger, avtomatsko sklepanje, planiranje, verjetnostno sklepanje, klasifikacija, razpoznavanje 

itd.« (Guid in Strnad 2007, 1). 

 

Razumevanje delovanja umetne inteligence je predpogoj za njeno uporabo. Danes bolj kot 

kadarkoli je s približevanjem konceptov umetne inteligence in strojnega učenja 

povprečnemu uporabniku, ki je osnovno informacijsko ozaveščen, močno dvignilo 

zavedanje o vplivu na družbo in delovanje posameznikov ter zmožnosti, ki jih prinašajo 

umetna inteligenca in rešitve, ki temeljijo na uporabi konceptov umetne inteligence. Umetna 

inteligenca za večino posameznikov tako ne predstavlja več abstraktnega pojma, ki je 

povezan z uporabo kompliciranih informacijskih sistemov, saj so jim bile sodobne rešitve, 

ki uporabljajo umetno inteligenco oziroma strojno učenje, ponujene na prijazen in uporaben 

način. 

 

Russell in Norvig (2010, 3) sta raziskovala področje umetne inteligence z vidika pristopa k 

razumevanju človeškega razmišljanja, ki je podlaga za delovanje oziroma primerjavo 

delovanja umetne inteligence. Določila sta tri kategorije, na osnovi katerih je možno 

spremljati oziroma razumeti človeško razmišljanje, in sicer psihološke eksperimente,  

introspekcijo in opazovanje delovanja možganov. Uporaba umetne inteligence na področju 

arhivistike praviloma ne odstopa od uporabe umetne inteligence na ostalih znanstvenih 

področjih. V osnovi je cilj uporabe umetne inteligence enak, tj. olajšanje, optimiziranje in 

učinkovitejše izvajanje arhivskih del. 

 

Obstaja več področij uporabe umetne inteligence. Hlede (2009, 13) izpostavlja, da »obstajajo 

vsaj štiri glavna področja umetne inteligence, to so vizualna inteligenca, ki se ukvarja s 

prepoznavanjem oblik, obrazov, prstnih odtisov ipd., govorna inteligenca, ki preučuje 

prepoznavanje govora ter njegovo sintezo, manipulativna inteligenca, ki se ukvarja z 

nadzorom gibanja robotske roke ter nadzorom nožnih mehanizmov, ter racionalna 

inteligenca, ki se ukvarja z ekspertnimi sistemi, podatkovnimi bazami ipd.« Nadalje navaja, 

da je »poleg glavnih področij še kup podpodročij, kot so strojno učenje (stroji s sposobnostjo 

učenja), nevronske mreže (najbolj znani stroji, ki se lahko učijo in so izdelani po vzoru naših 

možganov), ekspertni sistemi (pomoč pri odločanju), računalniški vid (sistemi, ki 

računalnikom omogočajo videti objekte) itd.« (13).  

 

V strokovni literaturi je izpostavljenih več različnih opredelitev koncepta umetne Na splošno 

ne obstaja prednostna ali skupna opredelitev, ki bi se jo masovno uporabljalo za temeljno 

razlago. Balič (2004, 183) jo je opredelil kot »znanost, katere cilj je narediti stroj, ki bo delal 

takšne stvari, pri katerih je potrebna inteligenca človeka«, Barredo Arrieta idr. (2020) so 

definirali umetno inteligenco kot sistem, ki lahko snuje ali se izvaja samostojno brez posegov 

človeka, Cath (2018), Vollmer idr. (2020) in Padilla (2020) so umetno inteligenco opredelili 

kot sisteme, katerih delovanje je tako kompleksno, da jih je zelo težko obrazložiti, vendar je 

treba zagotoviti jasne omejitve pri njihovi uporabi skozi uvajanje ustreznih regulativnih 
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ukrepov in kontrol, ki bi omogočali večjo informiranost o delovanju takšnega sistema. 

Cordell (2020) primerja umetno inteligenco s skupkom metod in raziskovalnih ciljev, ki 

omogočajo samostojno delovanje. Duan idr. (2019) so umetno inteligenco opredelili kot 

sposobnost stroja, da se uči iz izkušenj, prilagaja glede na vhodne informacije in izvaja 

človeška opravila. Podobne zaključke je sprejelo tudi več raziskovalcev, ki so ugotavljali 

potencialne meje umetne inteligence (Lake idr. 2017; Miller 2019; Hagendorff 2021). 

 

Kot je izpostavljeno, za termin in koncept umetne inteligence obstaja več različnih definicij, 

ne glede na to pa imajo vse skupni imenovalec, in sicer, da naj bi pod pojmom umetna 

inteligenca na splošno iskali predvsem ravnanje in delovanje, ki je enako človeškemu 

razmišljanju, ravnanju in delovanju.  

 

2.4.2 Zgodovina umetne inteligence  

 

Umetna inteligenca ni nov ali sodoben koncept. Njeni začetki segajo nekaj desetletij nazaj, 

splošna uporaba predvsem v praksi pa se kaže šele v zadnjem času. Skozi čas se je umetni 

inteligenci velikokrat pripisovalo tudi negativne, kar apokaliptične posledice, če bi dosegla 

nivo samostojnega razmišljanja in ustvarjanja, predvsem pa samostojnega delovanja. 

 

Na sliki 4 je prikazan pregled razvoja umetne inteligence skozi različna časovna obdobja od 

prvih omemb do danes. 
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Slika 4: Razvoj umetne inteligence skozi čas  

 
Vir: Genuine Impact 2023. 

 

Prevladuje splošno mnenje, da se je današnja pot umetne inteligence začela v sredini 20. 

stoletja. Razvoj umetne inteligence bi zato lahko razdelili na več smiselno zaokroženih 

obdobij (Dey 2021): 

• obdobje v štiridesetih in petdesetih letih 20. stoletja, ko je bila izoblikovana osnovna 

definicija umetne inteligence ter opredelitev možnih testiranj za merjenje strojnih 

(inteligentnih) zmogljivosti; 
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• obdobje v šestdesetih in sedemdesetih letih 20. stoletja, ko so bili razviti prvi sistemi 

za obdelavo naravnega jezika; 

• obdobje v sedemdesetih in osemdesetih letih 20. stoletja, ko so bili razviti prvi 

ekspertni sistemi, tj. učeči pristopi za izvajanje ekspertnih opravil; 

• obdobje v osemdesetih in devetdesetih letih 20. stoletja, ko je prišlo do ekspanzije 

uporabe nevronskih mrež in vedenjsko usmerjene robotike; 

• obdobje v devetdesetih letih 20. stoletja in prvem desetletju 21. stoletja, ko sta se 

močno uveljavila strojno učenje in razvoj odločitvenih modelov; 

• obdobje v prvem in drugem desetletju 21. stoletja, ko je razvoj umetne inteligence 

prinesel praktične rešitve enostavnim uporabnikom, kot so npr. virtualni asistenti, 

avtonomno delovanje strojev, optična prepoznava slik itd.; 

• obdobje od leta 2020 naprej, ko je razvoj umetne inteligence dosegel točko 

vključenosti v različne družbene in poslovne vidike, npr. uporaba umetne inteligence 

v zdravstvu, kvantno preračunavanje, robotika, razvoj praktičnih rešitev z uporabo 

strojnega učenja, učinkoviti konverzacijski modeli idr. 

 

Obdobje od petdesetih do sedemdesetih let se pri dokumentiranju zgodovine umetne 

inteligence zaradi izjemnega optimizma, hitrega razvoja in doseženih napredkov velikokrat 

omenja kot t. i. zlato obdobje umetne inteligence (Wooldridge 2021). V sredini 

sedemdesetih se je napredek na področju umetne inteligence počasi začel ustavljati, vzroke 

pa se je večinoma pripisovalo pomanjkanju zanimanja za težko dosegljive praktične rešitve, 

ki so bile še vedno zelo okorne glede na strojne zmogljivosti tistega časa, zaradi česar se je 

tudi financiranje razvoja v precejšnji meri ustavilo. Razvoj umetne inteligence se je nato 

konec sedemdesetih nadaljeval z uvedbo ekspertnih sistemov, ki so začeli uporabljati 

izkušnje ljudi za reševanje specifičnih problemov, kar je predstavljalo gonilno silo razvoja 

umetne inteligence za naslednje desetletje (Wooldridge 2021).  

 

Razvoj umetne inteligence od konca sedemdesetih let naprej ni več doživel večjih zastojev 

in je do danes približal koncept in uporabo rešitev umetne inteligence tako večjim 

uporabnikom (organizacijam) kot posameznikom, kar je spodbudilo večje zanimanje in 

pritisk za zagotavljanje večje podpore nadaljnjemu razvoju umetne inteligence.  

 

2.4.3 Področja uporabe umetne inteligence 

 

Danes se koncepti in rešitve, ki uporabljajo umetno inteligenco, pojavljajo v vseh družbenih 

segmentih in različnih izvedbenih oblikah. Rešitve, ki uporabljajo umetno inteligenco, lahko 

zasledimo na poslovnih področjih, v zdravstvu, izobraževanju, kulturi, arhivistiki in drugod. 

Praktičnih omejitev za uporabo umetne inteligence ni, zato se rešitve lahko uporabljajo v 

različnih primerih uporabe ne glede na področje, kjer je namen takšne rešitve uporabiti. 

 

Davenport in Ronanki (2018) sta z vidika poslovne uporabnosti opredelila tri pristope, s 

pomočjo katerih lahko umetna inteligenca izboljša poslovanje posamezne organizacije: 

• avtomatizacija poslovnih procesov, 
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• razumevanje poslovnega okolja skozi analizo podatkov ter 

• delo s strankami in zaposlenimi. 

 

Danes so prednosti uporabe umetne inteligence opazne na različnih področjih. V primeru 

avtomatizacije poslovnih procesov so lahko doseženi cilji, ki so bili predhodno težko ali celo 

nemogoče dosegljivi. V primeru arhivistike je eden od takšnih problemov tudi temeljni 

problem, ki je zajet v tej raziskavi, in sicer, kako izvesti urejanje in popisovanje 

nestrukturiranih besedil v velikih količinah. Brez uporabe rešitev, ki jih ponuja umetna 

inteligenca, bi bile takšne aktivnosti praktično neizvedljive oziroma v najboljšem primeru 

neracionalne in neoptimalne. Reševanje takšnega problema z uporabo umetne inteligence 

sodi med t. i. optimizacijo oziroma avtomatizacijo poslovnega procesa na področju 

arhivistike.  

 

Do podobnih ugotovitev je prišel tudi Dilmegani (2024), ki je uporabo umetne inteligence v 

poslovnem segmentu razdelil na dve osnovni področji: (1) splošne rešitve s področja umetne 

inteligence, kot so analiza podatkov za zaposlene, analiza trga in avtomatizacija procesov z 

uporabo strojnega učenja, in (2) specializirane rešitve, kot so npr. konverzacijska analiza, 

analiza e-poslovanja, geoanaliza, prepoznava slik in analiza v resničnem času. Dilmegani 

(2024) in Kreutzer in Sirrenberg (2020) so nadalje še podrobneje razdelili uporabo 

specializiranih rešitev v poslovnem segmentu glede na različne poslovne potrebe, kot so 

rešitve, ki so usmerjene v podporo: 

• strankam (analiza klicev, klasifikacija dogodkov, konverzacijski roboti itd.),  

• pri upravljanju s podatki (zagotavljanje kakovosti podatkov, validacija, 

transformacija, vizualizacija, NLP, itd.),  

• finančnim in računovodskim službam (avtomatizacija, analitika),  

• pri upravljanju s kadri (zaposlovanje, merjenje učinkovitosti),  

• marketingu (analiza trga, personalizacija, kontekstualni marketing), 

• produkciji (kognitivna in inteligentna avtomatizacija, robotizacija, rudarjenje 

podatkov in analize, izdelava prediktivnih modelov, izdelava odločitvenih modelov, 

optimizacija itd.), 

• prodaji (izdelava prediktivnih modelov prodaje, avtomatizacija opravil, merjenje 

učinkovitosti, treniranje in izobraževanje, personalizacija prodaje, chatboti itd.), 

• na področju tehnologije (avtomatiziran in samostojen razvoj programske opreme, 

varnostne analize in prediktivni modeli na področju informacijske varnosti, 

upravljanje z znanjem, obdelava naravnega jezika, varnost komunikacij, pametni 

varnostni nadzori, varovanje osebnih podatkov itd.). 

 

V industriji bi umetno inteligenco lahko izpostavili za (Chan 2022; Dilmegani 2024): 

• uporabo na področju prevoza in avtonomije (asistenti za vožnjo, kibernetska varnost, 

vizualni sistemi, samovozeča vozila), 

• uporabo na področju izobraževanja (samodejna izdelava izobraževalnih programov 

in vsebin za izobraževanje, samodejno ocenjevanje, tutoring, personalizacija, 

varovanje podatkov, restavriranje starih izobraževalnih vsebin), 
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• uporabo na področju oblikovanja in mode (kreativno ustvarjanje, virtualizacija, 

analiza trendov, samodejno ustvarjanje slik), 

• uporabo na področju finančnih sistemov (samodejna detekcija prevar, 

avtomatizacija, finančna analiza, upravljanje s stroški, kreditiranje in izračun 

tveganj, izterjave, zagotavljanje skladnosti, pridobivanje podatkov, konverzacijski 

roboti), 

• uporabo na področju medicine (analiza zdravstvenih podatkov, personalizacija pri 

negi in določanju zdravljenja, razvoj novih zdravil, analiza in optimizacija triaže in 

prioretizacijskih pristopov, hitrejše in učinkovitejše določanje diagnoz, 

avtomatizacija pri izdaji receptov, upravljanje z zdravljenjem, obdelava slik, genska 

analiza itd.). 

 

Na področju razvoja informacijskih rešitev (programov) razvoj umetne inteligence danes 

praviloma predstavlja matematično vsebino, ki se prevaja v izvorno kodo. Kar v precejšnji 

meri povzroča težave tradicionalnim razvijalcem (programske opreme), ki sledijo drugačni 

paradigmi razvoja programske opreme. Večji tehnološki velikani se zato usmerjajo v 

uporabo oblačnih rešitev, ki bodo v prihodnosti potrebovale čim manj tovrstnih inženirjev 

(Rothman 2018, 8). 

 

2.4.4 Vplivi umetne inteligence  

 

Umetna inteligenca ima svoje prednosti in slabosti. Okvirno bi lahko delovanje umetne 

inteligence razdelili na močno in šibko umetno inteligenco (Collins idr. 2021). Za močno 

umetno inteligenco je značilno, da v svoje delovanje ne vključuje potencialnih omejitev, ki 

bi jih postavili ljudje, in razpolaga s sposobnostjo, da samostojno interpretira in obdeluje 

informacije. Treba je ločiti med odločanjem umetne inteligence na osnovi pravil, ki jih 

umetna inteligenca strogo spoštuje in so jih postavili razvijalci sistema, in odločanjem na 

osnovi pravil, ki ji niso bila strogo določena. Odločanje na podlagi pravil, ki so jih postavili 

razvijalci sistema, se pripisuje šibki umetni inteligenci, medtem ko se odločanje po pravilih 

poskusa nagiba k močni umetni inteligenci. Primer odločanja po prej določenih pravilih so 

nevronske mreže, ki algoritmom omogočajo, da se učijo sami. Močno umetno inteligenco bi 

tako predstavljali sistemi, ki bi ustvarjali lastna pravila, ki bi jim nato sledili, kar v tem 

trenutku še ni mogoče in izvedljivo (Collins idr. 2021). 

 

Khanzode in Sarode (2020) ter Bhbosale idr. (2020) so predstavili nekaj prednosti in slabosti 

umetne inteligence: 

• prednosti umetne inteligence: 

o hitrejše izvajanje nalog od ljudi pri enaki količini, načinu obdelave in enakem 

pristopu dela (avtomatizacija opravil), 

o ni stresa in preobremenitev, 

o ni utrujenosti, ni potrebnih premorov, 

o lokacijska neodvisnost, 

o težka opravila se lahko opravijo učinkoviteje in v krajšem času, 

o izvajanje več nalog hkrati, 
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o doseganje dobrih rezultatov glede na masovno obdelavo in zagotavljanje 

informacij za optimizacijo procesov, 

o standardizirano neodstopajoče ponavljanje nalog, 

o manj napak pri obdelavi podatkov, 

o večja učinkovitost pri večopravilnosti, 

o majhni stroški glede na opravljeno delo in dosežene rezultate, 

o uporaba z namenom zmanjševanja tveganj za ljudi (npr. uporaba robotov v 

nevarnih okoljih), 

o odkrivanje relacij, povezav, vzorcev pri predhodno neznani vsebini; 

• slabosti umetne inteligence: 

o v primeru napak potenciranje morebitne škode, 

o vpliv na potrebe po človeških virih (zaposlitvah),  

o kreativnost opravil in pravil je odvisna od snovalcev sistema, 

o spodbujanje lenobe, 

o potencialni visoki stroški razvoja in postavitve, 

o odvisnost od tehnologije, 

o potencialna zloraba in neetična uporaba. 

 

V zadnjem času se pojavlja skrb zaradi uporabe umetne inteligence, in sicer predvsem glede 

njenega vpliva na trg dela, saj se vse več opravil, ki so jih izvajali ljudje, izvaja v sistemih, 

s katerimi upravlja umetna inteligenca. Spet drug vidik, ki vzbuja veliko skrbi, je etična 

uporaba umetne inteligence. Za izvajanje opravil umetna inteligenca potrebuje vhodne 

informacije, pri čemer lahko pride do zlorab, zato se sproža vse več iniciativ za uvedbo 

regulacij, ki bi opredeljevale meje izdelave in uporabe sistemov, ki uporabljajo umetno 

inteligenco. 

 

Z razvojem strojnih zmogljivosti in zmožnosti obdelave podatkov oziroma izvedbe računsko 

intenzivnih opravil se je umetna inteligenca izkazala za uporabno v različnih panogah, kar 

je ustvarilo dodatno povpraševanje po rešitvah, ki so bile v preteklosti večini nedosegljive. 

 

2.4.5 Regulacija uporabe umetne inteligence 

 

Ker je večina sistemov, ki uporabljajo umetno inteligenco, omejenih s pravili, ki jih določajo 

snovalci tovrstnih sistemov, ki za svoje delovanje niso imeli jasnih regulatornih okvirov, je 

bilo zgolj vprašanje časa, kdaj in na kakšen način se bo sprožil mehanizem za regulacijo 

izdelave in uporabe sistemov umetne inteligence. 

 

Ključni premiki na omenjenem področju se dogajajo ravno v Evropski uniji, ki je v fazi 

sprejema regulatornega okvira, ki bo urejal področje uporabe umetne inteligence. Evropska 

komisija je že leta 2021 pripravila prvi regulatorni okvir za uporabo umetne inteligence, 

predvsem v pogledu bolj jasnega pristopa k njenemu razvoju kot tudi uporabi. Regulatorni 

okvir, ki bo veljal v Evropski uniji, naj bi tako zajemal upravljanje s tveganji na štirih nivojih 
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(Uredba evropskega parlamenta in sveta o določitvi harmoniziranih pravil o umetni 

inteligenci – predlog 2022): 

• nesprejemljiva tveganja, 

• visoka tveganja, 

• splošna in generativna uporaba (omejeno tveganje), 

• nizko tveganje. 

 

Nesprejemljiva tveganja in z njimi prepoved uporabe umetne inteligence tako vključujejo 

delovanje in uporabo umetne inteligence tam, kjer bi lahko prišlo do kognitivne manipulacije 

z ljudmi ali ranljivimi skupinami, uporabe sistemov vrednotenja, kjer bi se klasificiralo ljudi 

glede na njihovo obnašanje, ekonomski status ali osebne lastnosti, uporabe biometričnih 

podatkov za namen identifikacije ali izdelave kategorizacij ljudi, ter identifikacije oseb v 

resničnem času, kot je npr. prepoznava obrazov, prepoznava čustev idr. Pri tem so 

predvidene določene izjeme za omenjeno uporabo s strani organov pregona, vendar le na 

osnovi sodne odločitve in le v ozko opredeljenih primerih uporabe (Uredba Evropskega 

parlamenta in Sveta o določitvi harmoniziranih pravil o umetni inteligenci – predlog 2022). 

 

Visoka tveganja vključujejo izdelavo in uporabo sistemov umetne inteligence, pri katerih bo 

za zmanjševanje tveganj potrebno izvajanje določenih obveznosti. Med omenjena tveganja 

se uvršča uporaba umetne inteligence, kjer bi se lahko pojavile potencialno večje negativne 

posledice na področju zdravja, splošne varnosti, temeljnih pravic, varovanja okolja in 

varovanja demokratičnih načel ter pravne države. Predvidene so unificirane kontrole, kot je 

npr. izdelava ocene učinka za temeljne pravice, ki bodo veljale tudi za zavarovalniški in 

bančni sektor. Uporaba umetne inteligence z namenom vplivanja na izid volitev se ravno 

tako uvršča med visoko tvegano uporabo. S tem je povezan in predviden tudi inštrument 

pritožb s strani posameznikov, ki bo omogočal, da lahko posamezniki prejmejo jasna 

pojasnila o odločitvah, temelječih na uporabi umetne inteligence, ki sodijo med visoko 

tvegano uporabo (Uredba Evropskega parlamenta in Sveta o določitvi harmoniziranih pravil 

o umetni inteligenci – predlog 2022). 

 

Pri splošni in generativni uporabi sistemov umetne inteligence je bilo predvideno, da se pri 

upoštevanju širokega spektra nalog, ki jih lahko sistemi umetne inteligence opravijo, in hitri 

širitvi njihovih zmogljivosti zagotovi, da bodo sistemi umetne inteligence za splošne namene 

in modeli, na katerih temeljijo, morali upoštevati zahteve glede preglednosti. Ti vključujejo 

predvsem pripravo tehnične dokumentacije, zagotavljanje skladnosti z evropsko zakonodajo 

o avtorskih pravicah in razširjanje podrobnih povzetkov o vsebini, ki se uporablja za 

usposabljanje. Pri splošni in generativni uporabi, ki ima velik vpliv in zato pomeni sistemsko 

tveganje, so predvidene strožje obveznosti. Če bodo ti modeli izpolnjevali določena merila, 

bodo upravljavci morali izvesti ocene modelov, oceniti in ublažiti sistemska tveganja, izvesti 

ustrezno testiranje, poročati pristojnim organom o resnih incidentih, zagotoviti ustrezno 

kibernetsko varnost in poročati o njihovi energetski učinkovitosti (Uredba Evropskega 

parlamenta in Sveta o določitvi harmoniziranih pravil o umetni inteligenci – predlog 2022). 
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Pri nizkih tveganjih je pripravljeno osnovno izhodišče, da bi uporabljeni sistemi umetne 

inteligence morali izpolnjevati minimalne zahteve glede preglednosti, kar bi uporabnikom 

omogočilo sprejemanje premišljenih odločitev. Kot primer se tako lahko izpostavi 

nadzorovano interakcijo z aplikacijami, ki uporabljajo umetno inteligenco, kjer se lahko 

uporabnik v kateremkoli delu procesa uporabe sam odloči, ali jo želi še naprej uporabljati. 

Uporabniki morajo biti jasno obveščeni, da komunicirajo s sistemom umetne inteligence. To 

vključuje npr. sisteme umetne inteligence, ki ustvarjajo ali manipulirajo s slikovno, zvočno 

ali video vsebino (Uredba Evropskega parlamenta in Sveta o določitvi harmoniziranih pravil 

o umetni inteligenci – predlog 2022). 

 

Na sliki 5 je prikazana struktura predvidenih tveganj in obveznosti, ki sledijo identificiranim 

tveganjem v primeru uporabe umetne inteligence.  

 

Slika 5: Struktura tveganj in povezanih obveznosti  

 

 
Vir: Telefonica 2024. 

 

Druge države (izven Evropske unije) so trenutno še v fazi izdelave lastnih regulatornih 

okvirov, skupni konsenz večine pa je, da se področje umetne inteligence v zadnjem času 

hitro razvija in da je treba zagotoviti ustrezne ukrepe za nadzor uporabe umetne inteligence. 

V Združenih državah Amerike (v nadaljevanju ZDA) podobno kot v Evropski uniji (v 

nadaljevanju EU) poteka postopek za sprejem regulatornega okvira, ki bi zagotavljal varno 

uporabo umetne inteligence. Določeni regulatorni okviri so bili v delih ZDA začasno sprejeti 

za specifično uporabo umetne inteligence. Tak je npr. kalifornijski zakonodajni akt, ki ureja 

področje globokih ponaredkov. Pričakovani regulatorni okvir bo osredotočen predvsem na 

zahtevanje odgovornosti podjetij vseh velikosti, zlasti na področju generativnih rešitev 

umetne inteligence z visokim tveganjem, kot so zdravje in varnost potrošnikov, zasebnost 

občutljivih informacij (zdravje, finance, preverjanje pristnosti identitete, biometrija idr.) ter 

preverjanje prijav za zaposlitev (Foley 2024).   
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2.4.6 Umetna inteligenca in etika 

 

Umetna inteligenca lahko močno vpliva na način, kako ljudje razmišljamo (npr. vpliv na 

volitve), zato se vzporedno z razvojem umetne inteligence vedno znova pojavljajo vprašanja, 

kako zagotoviti njeno etično izdelavo in uporabo. Z vidika etike se bo vedno postavljalo 

vprašanje, kako umetna inteligenca deluje in pod kakšnimi pogoji se razvija. Zaradi vse lažje 

dostopnosti do sistemov umetne inteligence se pojavljajo skrbi, kako bo umetna inteligenca 

globalno vplivala na družbo in posameznike in kakšen nadzor na izdelavo in uporabo takšnih 

sistemov je možno zagotoviti.  

 

Etika na področju umetne inteligence tako pomeni predvsem pogled na vpliv in potencialne 

posledice, ki ga predstavljata razvoj in uporaba umetne inteligence (Boddington 2023). Ena 

od ključnih potencialnih posledic je tudi, kako bo razvoj umetne inteligence vplival na 

potrebo po uporabi ljudi za opravljanje dela (Kumar idr. 2021, 10). 

 

Zaradi vplivov zabavne industrije je umetna inteligenca prepoznana kot ena največjih 

groženj, s katerimi se sooča človeštvo. Iz občutka nezaupanja nastajajo scenariji, v katerih 

se pri uvajanju kakršnekoli nove tehnologije stvari potencirajo do nečesa, kar se na koncu 

zdi neobvladljivo, in sicer vse od strahu pred izgubo delovnih mest zaradi avtomatizacije 

človeških dejavnosti do zatekanja k uporabi umetne inteligence za opravljanje temeljnih 

človeških nalog, kot je odločanje. Pomisleki glede varovanja zasebnosti, socialne neenakosti 

in potencialne diskriminacije lahko prav tako povečajo omenjene skrbi (Benedetti del Rio 

2023, 179). 

 

Schmidpeter in Funk (2023, 11) izpostavljata, da nam temeljni optimizem pri uporabi 

umetne inteligence lahko pomaga pri ustvarjanju družbene in podjetniške dodane vrednosti. 

Računalniški algoritmi zagotovo lahko pomagajo pri boljšem in hitrejšem reševanju 

kompleksnih izzivov, vendar pa ne morejo v celoti kopirati človeške inteligence, predvsem 

pa ne morejo nadomestiti »razuma« in sposobnosti ravnati etično (ena najbolj kritičnih 

človeških edinstvenih točk ravnanja). Umetna inteligenca bi zato morala služiti ljudem in 

prepoznati človekovo dostojanstvo in človekove pravice v vseh okoliščinah. Pomemben 

izziv pri tej preobrazbi je vprašanje ustvarjanja. Razvoj umetne inteligence je že prišel do 

točke, ko je sposobna samostojno pisati ali optimizirati programsko kodo. Največji izziv pri 

tem je uporabljati takšne možnosti ter jih povezati z etičnim delovanjem in razumom. 

 

Boddington (2023) pri uporabi umetne inteligence v povezavi z etiko izpostavlja naslednje 

teme, ki so aktualne na trenutni stopnji razvoja in uporabe umetne inteligence: 

• svoboda in avtonomija pri sprejemanju odločitev, 

• transparentnost in razložljivost, 

• pravičnost in nediskriminatoren odnos, 

• dobronamernost in neškodljivost, 

• odgovornost, 

• zasebnost, 
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• zaupanje, 

• trajnost in vzdržnost, 

• dostojanstvo in 

• solidarnost. 

 

Svoboda in avtonomija pri sprejemanju odločitev sistemov umetne inteligence je ena od 

ključnih točk, zaradi katere se pojavljajo pozivi k regulaciji in etičnemu ravnanju. Ko je 

namen prepustiti sprejemanje odločitev določenemu sistemu umetne inteligence, se vedno 

pojavi tudi vprašanje, v kolikšnem obsegu naj se tovrstno delovanje omogoči. Sprejemanje 

odločitev pri enakih situacijah se lahko pri ljudeh spreminja, odvisno od subjektivnih 

kriterijev, ki so del odločitve, zato bo vedno tudi vprašanje, ali so splošne rešitve/odločitve, 

ki bi jih praviloma sprejemala umetna inteligenca, tudi vedno najboljša rešitev za vse 

posameznike, na katere bi takšne rešitve vplivale. Določanje omenjenega obsega oziroma 

zmogljivosti in sposobnosti avtonomije samostojnega sprejemanja odločitev bi tako moralo 

sprožiti širšo diskusijo in raziskavo, še posebej glede potencialnih posledic. 

 

Transparentnost in razložljivost sta pomembni zato, da so posamezniki in končni uporabniki 

jasno seznanjeni z uporabo in delovanjem sistemov umetne inteligence. Predhodno je bilo 

omenjeno, da je danes veliko sistemov izdelanih na način, da je razložljivost delovanja 

takšnega sistema izjemno zahtevna ali pa v določenih delih tudi neizvedljiva, kar ne vliva 

zaupanja v podlago za sprejem odločitev, saj ni jasno razvidno, zakaj so bile določene 

odločitve ali delovanje izvedeni na način, kot so bili izvedeni. Da bi lahko zagotovili 

transparentno in razložljivo obliko, bi bilo treba vzpostaviti jasne referenčne in po potrebi 

regulatorne okvire, ki bi standardizirali način zagotavljanja transparentnosti za aktualne 

oblike kot tudi pričakovane oblike izdelave in uporabe umetne inteligence. Zaradi 

potencialnega masovnega vpliva na posameznike in potencialno ključnega vpliva na 

delovanje družbe je to eno od vprašanj in področij, ki bi se moralo obravnavati prioritetno, 

saj je veliko takšnih sistemov umetne inteligence danes že v uporabi in že vplivajo na 

posameznike in družbo. Z ustrezno transparentnostjo bi lažje dosegli cilj višje ozaveščenosti 

posameznikov, ki bi imeli možnost izbire, kako in če sploh uporabljati določen sistem 

umetne inteligence. Posledice izdelave in uporabe umetne inteligence vplivajo na 

posameznike v celotnem spektru družbe. Način doseganja ustrezne transparentnosti in 

razložljivosti bi moral zaradi tega zasledovati pristop, kjer bi bila obrazložitev podana na 

čim bolj preprost način, ki bi bil razumljiv širši množici in ne zgolj določeni skupini ljudi, 

npr. razvijalcem ali raziskovalcem sistemov umetne inteligence (Boddington 2023). 

 

Pravičen in nediskriminatoren odnos v osnovi pomeni prenos etičnih in moralnih načel 

družbe v izdelavo, delovanje in uporabo sistemov umetne inteligence. Med takšna načela bi 

lahko všteli politična, socialna in zakonodajna pravila (Mazzi idr. 2023), kar lahko 

predstavlja tudi določeno omejitev v primeru, da se pravila razlikujejo glede na različno 

družbeno sredino ali družbene nazore. Kar v določeni družbi predstavlja pravično in 

nediskriminatorno delovanje, lahko pomeni ravno nasprotno v drugi ločeni družbi, zato je 

treba pristopiti k urejanju omenjenega področja na način, da se upošteva tako splošno 

sprejeta pravila kot potencialna specifična pravila, ki veljajo v družbi, kjer naj bi se izvedla 
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regulacija sistemov umetne inteligence, pri tem pa je treba upoštevati zgodovinski in socialni 

razvoj takšnega okolja. 

 

Dobronamernost in neškodljivost naj bi zasledovala pristop za izdelavo in uporabo sistemov 

umetne inteligence z namenom, da ne povzroča škode oziroma da ne deluje zlonamerno, kar 

je ponovno precej odvisno od družbene sredine ter etičnih in moralnih načel in povezanih 

pravil, ki veljajo v določenem okolju. Ker sta izdelava in uporaba sistemov umetne 

inteligence danes postali široko dostopni, so se pojavili tudi apetiti po uporabi takšnih 

sistemov za doseganje lastnih individualnih ciljev, ki nujno ne predstavljajo primarne ali 

nameravane uporabe izdelanih sistemov. Kot primer se lahko izpostavi uporabo 

konverzacijskih sistemov umetne inteligence, ki so zmožni ustvarjati koncipirano besedilo 

z veliko količino podatkov, ki so jih predhodno obdelali. Na področju izobraževanja se je 

zato hitro začelo izkoriščati omenjene sisteme za pripravo raznoraznih besedil in nalog ter s 

tem zasledovati individualne cilje posameznikov. Na področju arhivistike je eno od osnovnih 

etičnih načel, da je treba zagotoviti ustrezno varnost gradiva in se izogniti morebitnim 

poškodbam ali malomarnostim, ki bi povzročile poškodovanje gradiva (Giménez-Chornet 

2017).  

 

Odgovornost je tesno povezana z vzpostavitvijo regulatornih okvirov za izdelavo in uporabo 

umetne inteligence. Izhodiščno je treba določiti okvir za pripisovanje odgovornosti, v 

katerega bi morali biti vključeni jasne ločnice, sodila in kriteriji, ki so potrebni za 

ocenjevanje ustreznosti sistemov umetne inteligence. Predvideni okvir bi moral vključevati 

odgovore na večino vprašanj, ki so predstavljena v tem poglavju. Zaradi kompleksnosti 

področja in marsikaterih neodgovorjenih vprašanj in nedodelanih stališč glede posameznih 

področij je tudi v praksi razvidno, da je sprejem takšnih regulatornih okvirov dolgotrajen 

proces, ki terja veliko usklajevanj, vključno s potencialnimi omejitvami pri uporabi ali 

dostopu do vsebin, ki so predmet obdelav z uporabo sistemov umetne inteligence (Holterhoff 

2017). 

 

Zasebnost je eden od ključnih elementov z vidika etike pri obravnavi ustreznosti izdelave in 

uporabe sistemov umetne inteligence. Danes so informacije in v določenem obsegu osebni 

podatki ključna dobrina delovanja organizacij. Da bi lahko zaščitili posameznike pred 

nezakonito in nedovoljeno obdelavo osebnih podatkov, je treba predvideti ustrezne kontrole, 

ki bi preprečevale zlorabo osebnih podatkov in potencialni vdor v zasebnost. Pri tem je 

zasledovanje varovanja zasebnosti in osebnih podatkov tesno povezano s transparentnostjo 

in morebitno odgovornostjo, saj se zaradi pomanjkanja transparentnosti lahko posamezniki 

prostovoljno odrečejo določenim pravicam glede varovanja zasebnosti ali osebnih podatkov 

zaradi želje po uporabi sistemov umetene inteligence. Ob zagotavljanju ustrezne 

transparentnosti bi bila takšna odločitev vsaj v delu uporabe na strani posameznika (Siau in 

Wang 2020). V določenem delu bodo vedno obstajale tudi izjeme glede varovanja 

zasebnosti, posebej v primerih, ko bi takšna obdelava z družbenega ali individualnega 

stališča predstavljala upravičen poseg v pravice posameznikov (npr. uporaba s strani 

organov pregona ali v zdravstvene namene). Uporaba umetne inteligence na področju 
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varovanja zasebnosti tako predstavlja oboje, potencialne grožnje kot tudi priložnosti za 

zagotavljanje ustrezne zasebnosti (Liu idr. 2022). 

 

Ko je namen prenesti sprejemanje odločitev od človeka na sistem umetne inteligence, je 

zaupanje prva stvar poleg svobode pri odločanju in avtonomiji, kateri bo posvečena posebna 

pozornost. Glede na posledice, ki jih lahko imajo neustrezen razvoj, delovanje in uporaba 

sistemov umetne inteligence, je zaupanje v ustreznost uporabe takšnega sistema na prvem 

mestu z vidika zagotavljanja dolgoročne uporabnosti. Na področju razvoja sistemov umetne 

inteligence tako kot na drugih področjih vlada konkurenčen odnos razvijalcev, ki vsak na 

svoj način skušajo prepričati končne uporabnike o tem, katera rešitev je za njih najboljša. 

Pri tem se zaupanje gradi predvsem na konceptih transparentnosti in stabilnosti delovanja, 

odprtosti tehnologij, neodvisnosti uporabe idr. Pri tem je treba izpostaviti, da se velik del 

razvoja sistemov umetne inteligence izvaja v okviru komercialnih rešitev, kjer so določeni 

koncepti zaupanja okrnjeni. Zaupanje je tako lahko zaradi nepopolne odprtosti in nezadostne 

transparentnosti omajano, pričakovanja pa v veliki meri usmerjena v razvijalce sistemov, saj 

so oni tisti, ki v osnovi določajo delovanje sistema (Morley idr. 2020). 

 

Trajnost in vzdržnost se z razvojem strojne opreme in zmogljivosti sistemov umetne 

inteligence kažeta predvsem v načinu izrabe potrebnih resursov za delovanje takšnih 

sistemov. V osnovi gre pri večini opravil, ki jih izvajajo sistemi umetne inteligence, za 

računsko intenzivne operacije, kar povzroča vpliv na porabo resursov za izvedbo takšnih 

operacij. Vplivi tako vključujejo porabo energije, ustrezno distribucijo porabe in pridobljene 

koristi glede na družbene sredine in geografska področja, potrebno infrastrukturo in 

vzpostavljanje odvisnosti od uporabe sistemov umetne inteligence. Marsikatera odločitev o 

razvoju in uporabi sistemov umetne inteligence bo tako odvisna od zmožnosti vzdrževanja 

takšnih sistemov in trajnosti njihove uporabe. Področje umetne inteligence se razvija hitro, 

zato je tudi dinamika izrabe resursov visoka in lahko za marsikoga ali marsikatero družbo 

predstavlja pomembno oviro za trajno uporabo takšnih rešitev. Ob tem se pojavlja vprašanje, 

kako doseči pravično distribucijo bremen, ki sledijo iz razvoja in uporabe sistemov umetne 

inteligence. Na področju arhivistike je tako treba zagotoviti ustrezna sredstva, da bo uporaba 

takšnih sistemov izvedljiva kot podpora dolgoročni hrambi gradiva v digitalni obliki, da se 

lahko zagotovi pravočasno obdelavo in prepreči izgubo gradiva (Runardotter idr. 2011). 

 

Dostojanstvo je koncept, povezan z etično obravnavo predvsem zaradi vrednotenja dela ali 

opravil, ki jih izvajajo sistemi umetne inteligence, ki so jih predhodno izvajali ljudje. Ena od 

temeljnih skrbi in potencialnih negativnih učinkov uporabe sistemov umetne inteligence je 

zamenjava ljudi na določenih delovnih področjih in s tem vzpostavljanje stališča, ali so 

njihove izkušnje, znanje in sposobnosti sploh še zaželeni in uporabni. Za posameznike, ki 

so lahko porabili veliko časa za pridobivanje izkušenj za opravljanje dela, ki bi ga po novem 

opravljali sistemi umetne inteligence, lahko to predstavlja poseben pritisk na dostojanstvo 

in razvrednotenje njihovega truda. Ker se funkcionalni vidiki delovanja sistemov umetne 

inteligence razvijajo na način, da določena rešitev predstavlja rešitev za celoten istovrstni 

sklop opravil, se lahko cele generacije ljudi, ki so opravljali istovrstno delo in ga lahko opravi 

sistem umetne inteligence, znajdejo v enaki stiski. Enako je možno sklepati o delovanju v 
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prihodnosti in povezanih tveganjih pri izbiri profesionalne ali študijske usmeritve, ne vedoč, 

kaj bo razvoj umetne inteligence prinesel in katera delovna področja in delovna mesta bodo 

lahko v prihodnosti ogrožena. Spet druga skrb je vpliv na posameznike v primeru uporabe 

umetene inteligence, ki bi lahko vplivala na njihovo dostojanstvo, npr. distribucija lažnih 

novic, uporaba in distribucija globokih ponaredkov itd. (Zannettou idr. 2019). 

 

Solidarnost je tesno povezana s pravičnostjo in regulacijo v smislu, da naj razvoj umetne 

inteligence koristi vsem in ne zgolj ožjemu krogu interesentov. Na tej podlagi in v navezavi 

s koncepti, povezanimi s trajnostjo in vzdržnostjo, je treba zagotoviti solidaren razvoj rešitev 

in solidarno uporabo rešitev na področju umetne inteligence. Uporaba nečesa, kar bi lahko 

koristilo družbi kot celoti in posameznikom, naj praviloma ne bi bilo omejena, ampak bi se 

moralo takšen razvoj spodbujati v dobro vseh. Ker so v določenih družbenih sredinah ali na 

geografskih področjih resursi lahko omejeni do te mere, da razvoj rešitev umetne inteligence 

ni možen ali izvedljiv, bi morala biti odgovornost na strani tistih, kjer takšnih omejitev ni, 

da zagotovijo solidarno udejstvovanje pri razvoju in uporabi sistemov umetne inteligence 

ter pridobljenih rezultatov (Jaillant 2022).  

 

Slika 6 prikazuje etične koncepte za etično izdelavo, delovanje in uporabo sistemov umetne 

inteligence. 

 

Slika 6: Etika in umetna inteligenca  

 
Vir: Siau in Wang 2020. 

 

2.4.7 Strojno učenje 

 

Strojno učenje je v osnovi ena od oblik sistema oziroma uporabe umetne inteligence. Murty 

in Avinash (2023) strojno učenje opredeljujeta kot zrelo in aktivno ter pomembno področje, 

razvoj katerega traja že več kot šest desetletij. Med drugim je mogoče pripisati hitro rast 

strojnega učenja tudi temu, da je šele v zadnjem času prišlo do večje razpoložljivosti 

podatkov, ki jih je možno strojno obdelati, ter izboljšanja in dostopnosti strojne opreme, ki 

omogoča obdelavo tako velikih količin podatkov.  
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Podobno kot v primeru več različnih opredelitev umetne inteligence velja v primeru 

opredelitve strojnega učenja, za katerega obstaja več razlag. Gupta idr. (2024) opredeljujejo 

strojno učenje hierarhično kot vmesno točko med umetno inteligenco, ki predstavlja krovni 

okvir oziroma nadokvir za izvajanje, in globokim učenjem, ki predstavlja podokvir strojnega 

učenja. Nichols idr. (2019) so opredelili strojno učenje kot krovni izraz, ki se nanaša na 

široko paleto algoritmov za izvajanje inteligentne napovedi na podlagi obdelanih podatkov, 

ki so pogosto obsežni, morda sestavljeni iz milijonov edinstvenih zapisov. Jordan in Mitchell 

(2015) in Sarker (2021) navajajo, da je strojno učenje pristop, ki se ukvarja z vprašanjem, 

kako zgraditi sistem oziroma računalnik, ki se bo samodejno izboljševal skozi izkušnje. 

Lahko bi rekli, da je strojno učenje pristop, s katerim želimo doseči sistem, ki bi imel 

sposobnost samostojnega učenja in izboljševanja na osnovi izkušenj. 

 

Strojno učenje primarno temelji na obdelavi podatkov, ki omogočajo učenje, zato je 

pomembno, v kakšni obliki se podatki nahajajo. V osnovi bi lahko podatke razdelili na  

strukturirane, nestrukturirane, delno strukturirane podatke in opisne ali metapodatke. Poleg 

tega je pomembna tudi kakovost oziroma ustreznost vhodnih podatkov. Od te je odvisen tudi 

pristop in pričakovani rezultati, ki se lahko močno razlikujejo, če podatki niso ustrezni 

oziroma zajemajo veliko nepotrebnih informacij (Caliskan idr. 2017). 

 

Algoritmi strojnega učenja so v glavnem razdeljeni na štiri kategorije oziroma pristope 

(Sarker 2021):  

• nadzorovano učenje, ki predstavlja obdelavo podatkov na podlagi povezljivosti 

vhodnih in izhodnih podatkov, kjer so na voljo predobdelani podatki, ki so 

pripravljeni za učenje/trening. Tipičen primer nadzorovanega učenja predstavlja 

klasifikacija vsebin; 

• nenadzorovano učenje predstavlja obdelavo podatkov brez predhodne obdelave 

podatkov oziroma brez posegov človeka. Pogosto se uporablja za ekstrakcijo 

generativnih lastnosti, prepoznavanje trendov in struktur, zmanjševanje 

dimenzionalnosti, iskanje asociacijskih pravil, odkrivanje nepravilnosti itd.; 

• delno nadzorovano učenje je kombinacija nadzorovanega in nenadzorovanega 

pristopa, kar v praksi pomeni, da se pri obdelavi uporablja tako predobdelane podatke 

kot tudi podatke, ki niso bili predhodno obdelani. Namen je izvajati dodatno kontrolo 

in učenje ter pridobiti boljše rezultate od tistih, ki so pridobljeni izključno z 

nadzorovanim pristopom. Delno nadzorovani pristop se uporablja na področju 

strojnega prevajanja, detekcije goljufij, samodejnega označevanja in klasifikacije 

vsebin; 

• učenje s krepitvijo je pristop strojnega učenja, ki omogoča samodejno vrednotenje 

optimalnega ravnanja v določenem kontekstu ali okolju z namenom izboljšati 

učinkovitost. Tovrstno učenje temelji na nagrajevanju oziroma kaznovanju, končni 

cilj pa je uporaba pridobljenih povratnih informacij, na podlagi katerih se sprejmejo 

ukrepi za povečanje nagrade ali zmanjšanje tveganj. Je močno orodje za 

usposabljanje modelov umetne inteligence, ki lahko pomagajo povečati 

avtomatizacijo ali optimizirati operativno učinkovitost sofisticiranih sistemov, kot so 

robotika, izvajanje avtonomne vožnje, optimizacija proizvodnje in logistike itd. 



 

 31 

Na sliki 7 so prikazani glavni pristopi strojnega učenja z algoritmi. 

 

Slika 7: Pristopi strojnega učenja 

 
Vir: Sarker 2021. 

 

Eno od področij, kjer se veliko uporablja strojno učenje in je tudi predmet te raziskave, je 

t. i. obdelava naravnega jezika (angl. Natural language processing – NLP). Eisenstein (2018) 

obdelavo naravnega jezika neposredno primerja z izrazom računalniško jezikoslovje, vendar 

izpostavlja, da ne glede na to, da se v precejšnji meri prekrivata, je med njima vseeno 

določena razlika. V primeru računalniškega jezikoslovja je v središču zanimanja 

jezikoslovje, kakršnakoli računalniška obdelava pa predstavlja podporno vlogo. V primeru 

obdelave naravnega jezika je poudarek na načrtovanju in analizi računalniških algoritmov 

in pristopov za obdelavo naravnega človeškega jezika. Cilj obdelave naravnega jezika je 

zagotoviti nove računalniške zmožnosti v zvezi s človeškim jezikom: na primer pridobivanje 

informacij iz besedil, prevajanje med jeziki, odgovarjanje na vprašanja, vodenje pogovora. 

Khurana idr. (2022) so obdelavo naravnega jezika opredelili kot vejo umetne inteligence in 

jezikoslovja, namenjeno temu, da bi računalniki razumeli izjave ali besede, zapisane v 

človeških jezikih. Obdelava naravnega jezika je nastala, da bi uporabniku olajšala delo in 

zadovoljila želijo z računalnikom komunicirati v naravnem jeziku. Nadalje avtorji delijo 

področje obdelave naravnega jezika na razumevanje naravnega jezika in ustvarjanje 

naravnega jezika. 

 

Slika 8 prikazuje osnovno razdelitev obdelave naravnega jezika.  
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Slika 8: Klasifikacija obdelave naravnega jezika 

 
Vir: Khurana idr. 2022. 

 

Primeri uporabe obdelave naravnega jezika z uporabo strojnega učenja so različni. 

McMullen (2023) je navedel nekaj najbolj tipičnih primerov obdelave naravnega jezika z 

uporabo strojnega učenja: 

• avtomatizirane klepetalnice, 

• klasifikacijo besedil, 

• strojno prevajanje, 

• prepoznavanje imenskih entitet, 

• ustvarjanje naravnega jezika, 

• odgovarjanje na vprašanja, 

• razločevanje pomena besed, 

• povzemanje besedila, 

• analizo razpoloženja, 

• prepoznavanje govora in 

• povezovanje entitet. 

 

Na sliki 9 so predstavljeni tipični primeri uporabe strojnega učenja v primeru obdelave 

naravnega jezika. 
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Slika 9: Klasifikacija obdelave naravnega jezika 

 
Vir: McMullen 2023. 

 

Predmet raziskave je ugotoviti, ali je možna izdelava izvedbenih modelov za obdelavo 

nestrukturiranih besedil za nekatere od predvidenih primerov obdelave naravnega jezika. 

Primeri, ki bodo neposredno zajeti v raziskavo, so klasifikacija besedila, prepoznava 

imenskih entitet in povzemanje besedila. 

 

Klasifikacija besedil 

 

Kowsari idr. (2019) izpostavljajo, da so bile težave s klasifikacijo besedil v zadnjem času 

obsežno raziskane in tudi obravnavane v številnih resničnih scenarijih in primerih uporabe. 

Zaradi napredka v obdelavi naravnega jezika in analizi besedil je pozornost zdaj primarno 

usmerjena v razvoj aplikativnih sistemov, ki izkoriščajo metode klasifikacije besedil. Večino 

sistemov za razvrščanje in kategorizacijo besedil je mogoče razdeliti na naslednje štiri faze: 

ekstrakcija funkcij, zmanjšanje dimenzij, izbira klasifikatorja in ocenjevanje učinkovitosti. 

Obseg ustvarjanja nestrukturiranih besedil izjemno narašča zlasti v spletnem okolju (Liu idr. 

2017) in predstavlja večino vseh besedil, ki se danes ustvarijo. Zaradi velikih količin gradiva 

se pojavljajo velike težave, kako omenjeno gradivo vsebinsko obdelati oziroma klasificirati 

za potrebe arhivistike, vključno z morebitno detekcijo, obdelavo in klasifikacijo besedil in 

objektov iz slik (Tian idr. 2016). Klasifikacija besedil z uporabo strojnega učenja (Luo 2021) 

tako predstavlja eno od učinkovitih možnih rešitev za reševanje omenjenega problema. 

 

Metod za klasifikacijo besedila je več, od standardnih pristopov, kot je npr. uporaba metode 

odločitvenih dreves do pristopov z uporabo globokega učenja (Wu idr. 2020) ali z uporabo 

predizdelanih modelov, ki lahko učinkovito izvajajo klasifikacijo besedil brez dodatnega 

učenja (Trajanov idr. 2023). Zadnje čase se v praksi za izvedbo klasifikacije vsebine vse več 

uporabljajo modeli, ki so bili izdelani na podlagi predizdelanih modelov. Ti imajo v osnovi 

specifično prednost pred izdelavo lastnega samostojnega modela, in sicer, da so bili izdelani 

iz velikih količin podatkov in z računskimi resursi, ki so v večini primerov za povprečnega 

uporabnika še vedno nedosegljivi. Omenjeni pristop tako omogoča izdelavo specializiranih 

ali dodelanih modelov (angl. Fine tuned), ki lahko močno izboljšajo pridobljene rezultate 

izhodiščnih modelov. Pri tem še vedno gre izdelavo odločitvenega modela na podlagi učenja. 
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Prepoznava imenskih entitet 

 

Aparna in Srinivasa (2023) prepoznavo imenskih entitet umeščata med pomembnejša 

področja obdelave naravnega jezika, ki je v zadnjih letih postalo tudi zelo aktivno 

raziskovalno področje. Naloga prepoznave imenskih entitet je, da samodejno prepozna in 

razvrsti imenske entitete v besedilu, ki je predmet obdelave. Imenske entitete tako lahko 

predstavljajo lastna imena, lokacije, organizacije oziroma karkoli, čemur lahko dodelimo 

neko ključno skupno lastnost. Pri tem se uporablja določanje tipov entitet, velikokrat pa se 

uporablja tudi izraz razred entitete. Izraze ali količine, kot so valuta, telefonske številke, 

datum, čas, naslov se ravno tako lahko obravnava kot tipe oziroma razrede imenskih entitet, 

čeprav ne sodijo neposredno pod opredelitev lastnih imen. Tipe ali razrede je mogoče 

določiti tudi glede na določeno vsebinsko področje, kot je npr. medicina, kemija itd. Pri 

identifikaciji imenskih entitet tako obstajata dve ključni nalogi: prepoznava entitete v 

podanem besedilu v okviru obdelave naravnega jezika in razvrstitev entitete v vnaprej 

določene tipe oziroma razrede entitet (Anthony idr. 2013). 

 

Ena od pomembnih lastnosti, ki jo je treba upoštevati pri prepoznavi imenskih entitet, je, v 

katerem jeziku je besedilo, ki je predmet obdelave. Določeni pristopi za izdelavo izvedbenih 

modelov za prepoznavo imenskih entitet morajo tako upoštevati tudi vhodne podatke in jezik 

besedila kot ključni vidik učinkovite prepoznave imenskih entitet. Ob tem se pri določenih 

jezikih lahko pojavijo težave zaradi pomanjkljivih podatkov, ki bi lahko bili uporabljeni za 

izdelavo modela. V osnovi se za reševanje omenjenega problema, kjer ni na voljo ustreznega 

obsežnega korpusa za izvedbo učenja oziroma za izdelavo korpusa za učenje, uporabljata 

dva pristopa, ki lahko olajšata izdelavo modela. Prvi pristop je usmerjen v ustvarjanje 

indeksiranih podatkov za izvedbo učenja v predvidenem jeziku. Eden od načinov za 

ustvarjanje indeksiranih podatkov je lahko izvedba prevoda korpusov med izvornim in 

predvidenim jezikom, spet drug način se lahko izvede s podatkovnim rudarjenjem znotraj 

javno dostopnih indeksiranih vsebin. Drugi pristop temelji na neposrednem prenosu že 

izdelanega modela. Pristop sledi ideji, da se izdela le en model, ki je narejen na način, da je 

neodvisen od lastnosti specifičnega jezika. Tako je možno takšen izdelani model uporabiti 

za obdelavo besedila, ki je v različnih jezikih (Ni idr. 2017). 

 

Povzemanje besedila 

 

Povzemanje besedil z uporabo strojnega učenja je tako kot klasifikacija besedil in 

prepoznava imenskih entitet del obdelav naravnega jezika. Karjule idr. (2023) navajajo, da 

je v današnji digitalni dobi vidna eksponentna rast besedil na internetu in v različnih 

repozitorijih, kot so novičarski članki, knjige, pravni dokumenti in znanstveni članki. Obseg 

teh besedil raste vsak dan. Osebno (ročno) branje in povzemanje vsega tega je preprosto 

prepočasno in nepraktično. Povzemanje besedila kot del obdelave naravnega jezika se je 

pokazalo kot zmogljiva rešitev za reševanje tega izziva. Z uporabo strojnega učenja je tako 

možna izdelava modela za povzemanje besedila, ki lahko učinkovito ustvarja kratke 

povzetke, ki zajamejo bistvo vsebine in hkrati zmanjšajo obseg podatkov za morebitno 

kasnejšo obdelavo. 
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Danes se večinoma uporablja abstraktno in ekstrakcijsko povzemanje (Rajendran idr. 2023). 

Ekstrakcijski in abstraktni pristop tako predstavljata dve osnovni obliki povzemanja 

informacij. Ekstrakcijsko povzemanje izdvaja podmnožico stavkov iz izvirnega besedila z 

namenom izdelave povzetka, medtem ko gre pri abstraktnem povzemanju za ustvarjanje 

kratkega in jedrnatega povzetka, ki zajame bistvene ideje izvornega besedila. Ustvarjeni 

povzetki abstraktnega povzemanja lahko potencialno vsebujejo nove besedne zveze in 

stavke, ki morda niso vsebovani v izvirnem besedilu. 

 

Podobno kot v primeru klasifikacije vsebin se v praksi za izvedbo povzemanja lahko 

neposredno uporabijo predizdelani modeli, ki so bili izdelani na velikih količinah podatkov. 

Ker je lahko izdelava lastnih modelov na osnovi lastnih podatkov za učenje izjemno 

problematična predvsem zaradi zagotavljanja ustreznega obsega podatkov in potrebnih 

resursov za izdelavo takšnega modela, predstavlja uporaba predizdelanih modelov odlično 

izhodišče za izvedbo povzemanja (Abdel-Salam in Rafea 2022). Pri tem lahko večjezičnost 

vsebine tako kot v primeru prepoznave imenskih entitet vpliva na uspešnost izvedenega 

povzemanja, zato je priporočljivo, da se uporabi predizdelane modele, ki podpirajo 

večjezično vsebino oziroma so bili izdelani na podlagi vsebine, ki je v jeziku, v katerem se 

nahaja besedilo, ki je predvideno za izvedbo povzemanja. 

 

Izdelava odločitvenih modelov z uporabo strojnega učenja  

 

Izdelava tipičnega celotnega izvedbenega in/ali odločitvenega modela na podlagi učenja 

lahko vključuje naslednje ključne korake (Murty in Avinash 2023; Luo idr. 2016; 

Medvedeva idr. 2020; Vinyals idr. 2015):  

• pridobivanje podatkov. V večji meri je korak pomemben predvsem zaradi 

poznavanja vhodnih vrednosti in povezane problematike, ki jo želimo rešiti z 

izdelavo modela, kar je ključnega pomena za nadaljnje korake. Pri tem je pomembno, 

da se upošteva potencialna kakovost podatkov; 

• razvoj in določanje značilnosti modela. Ta korak vključuje kombinacijo predhodnih 

obdelav podatkov, kot so določanje reprezentativnega obsega ali npr. zmanjšanje 

dimenzij ali predhodno urejanje podatkov z namenom zagotavljanja višje kakovosti 

podatkov. Pri tem se lahko pojavijo tri različne težave: manjkajoči podatki, velika 

razdrobljenost in različnost podatkov ter potencialno izstopajoči podatki, npr. 

nepotrebni podatki (šum ali hrup med podatki, ki jih dejansko želimo); 

• izbira metode. Izbira metode je v prvi vrsti odvisna od metodologije, ki jo želimo 

uporabiti za izdelavo modela. Na primer če želimo obdelati izključno numerične 

podatke, so določene metode primernejše kot tiste, ki so specializirane le za obdelavo 

teksta; 

• izdelava modela. Ta korak se v praksi velikokrat imenuje tudi učenje modela. Ker 

gre večinoma za računsko intenzivne operacije, ta korak z vidika resursov predstavlja 

enega od najbolj obremenjujočih korakov v celotnem procesu izdelave modela. Čas 

in izvedljivost izdelave modela sta tako precej odvisna od razpoložljivih resursov 

(strojna oprema) in obsega ter vrste podatkov, ki so uporabljeni za izdelavo modela. 

V tem koraku se praviloma izvaja preverjanje učinkovitosti izdelanega modela z 
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razdvojitvijo podatkov na del, ki se nanaša na izdelavo modela, in del, ki se nanaša 

na preverjanje učinkovitosti delovanja izdelanega modela; 

• ocenjevanje učinkovitosti modela. Ta korak se imenuje tudi validacija modela. Zanj 

je za razliko od prejšnjega koraka potrebno ločeno preverjanje delovanja izdelanega 

modela na ločenih podatkih, ki so bili predhodno že obdelani z namenom potrjevanja 

uspešnosti uporabe izdelanega modela; 

• razlaga modela. Korak je pomemben predvsem za pridobivanje povratnih informacij 

od oseb, katerim je uporaba takšnega modela namenjena. Oni so tisti, ki bodo najlaže 

in najstrokovneje ocenili pridobljene rezultate. V primeru pozitivnih povratnih 

informacij se izvede potrditev ustreznosti izdelanega modela. 

 

Na sliki 10 so prikazani ključni koraki za izdelavo modela za obdelavo podatkov na podlagi 

strojnega učenja.  

 

Slika 10: Ključni koraki za izdelavo modela za obdelavo podatkov na podlagi strojnega 

učenja 

 
Vir: Murty in Avinash 2023. 

 

2.4.8 Kakovost informacij 

 

Kakovost informacij je na področju strojnega učenja eno od pomembnih področij, ki se 

velikokrat spregleda, lahko pa, odvisno od izbranega pristopa in metode, ključno vpliva na 

izdelavo odločitvenih modelov in rezultate, ki so pridobljeni z uporabo takšnega modela. Pri 

uporabi definicije informacij se teh ne sme mešati z definicijo podatkov.  

 

Rožanec (2017, 12) je podatek opredelila z naslednjo definicijo: 

 

• »Podatek je poljubna predstavitev s pomočjo simbolov ali analognih veličin, ki ji je pripisan 

ali se ji lahko pripiše pomen. 
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• Podatek je predstavitev dejstva, koncepta ali instrukcije na formaliziran način, ki je primeren 

za komunikacijo, interpretacijo ali obdelavo s strani človeka ali stroja. 

• Podatki so dejstva, predstavljena z vrednostmi (številke, znaki, simboli), ki imajo pomen v 

določenem kontekstu.«  

 

»Vsem trem definicijam pa je skupno, da se podatku lahko pripiše nek pomen na osnovi 

predpisa oziroma znotraj nekega konteksta. Podatek je tako le nosilec informacije oziroma 

njegova fizična predstavitev« (12). 

 

Težave s kakovostjo podatkov in informacij se praviloma pojavijo že v fazi pridobivanja 

podatkov, kjer zgolj razpoložljivost podatkov še ne pomeni tudi ustrezne kakovosti podatkov 

in informacij (v nadaljevanju poenotena opredelitev »podatki«). Omenjene težave z vidika 

kakovosti podatkov se pojavijo zlasti pri delu z odprtimi podatki, s podatki, ki jih ustvarijo 

uporabniki, ali podatki, ki prihajajo iz več različnih virov. Posledično se lahko pojavi potreba 

po predhodni obdelavi oziroma. urejanju podatkov, pri čemer se izvede proces zagotavljanja 

kakovosti podatkov, kot so urejanje manjkajočih podatkov, urejanje podvojenih podatkov, 

upravljanje z mejnimi vrednostmi, normalizacija, standardizacija, odstranjevanje 

nepotrebnih podatkov itd. (Diericx idr. 2023). 

 

Na področju umetne inteligence se uporablja velike količine t. i. velikih podatkov (angl. Big 

data), ki jih je praktično nemogoče urejati ročno. Taleb idr. (2021) velike podatke 

opredeljujejo kot univerzalne podatke, sestavljene iz velikih količin podatkov z 

nekonvencionalnimi vrstami. Te vrste podatki so lahko strukturirani, nestrukturirani ali v 

dinamični obliki. Ne glede na to, ali so ustvarjeni oziroma uporabljeni na specifičnem 

področju, je za podporo odločitvam, ki temeljijo na podatkih, nujen nov način ravnanja z 

velikimi podatki tako s tehnološkega vidika za zagotavljanje raziskovalnih pristopov kot pri 

njihovem upravljanju (Elouataoui idr. 2022).  

 

Ker upravljanje s podatki in uporaba podatkov predstavljata predpogoj oziroma nadokvir za 

uporabo umetne inteligence, ki v osnovi temelji na obdelavi podatkov, je treba posebno 

pozornost posvetiti tudi tej temi. Pomanjkanje visokokakovostnih podatkov za izvedbo 

učenja pri izdelavi odločitvenih modelov lahko predstavlja precejšnjo omejitev za uporabo 

strojnega učenja, zlasti globokega učenja (Chen idr. 2022). 

 

Na sliki 11 sta prikazani odvisnost in povezanost med področjem upravljanja s podatki in 

področjem umetne inteligence in bolj podrobno strojnega učenja. 
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Slika 11: Povezanost med področjem upravljanja s podatki in področjem umetne 

inteligence 

 
Vir: Chen idr. 2022. 

 

Chen idr. (2022) nadalje opredeljujejo, da je za zagotavljanje kakovosti podatkov treba 

zagotoviti strukturiran in sistematičen pristop, ki so ga v fazi odločitve o uporabi podatkov 

razdelili na tri različne veje: 

• uporaba obstoječega niza podatkov brez dodatne izvedbe procesa urejanja podatkov, 

• uporaba obstoječega niza podatkov z dodatno izvedbo procesa urejanja podatkov in 

• izdelava novega niza podatkov. 

 

Slika 12 prikazuje visokonivojski pristop za zbiranje in obdelavo podatkov, ki se lahko 

uporabijo za izdelavo odločitvenih modelov z uporabo strojnega učenja. 

 

Slika 12: Visokonivojski pristop za zbiranje in obdelavo podatkov 

 
Vir: Chen idr. 2022. 
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Določen izziv se pojavlja na strani potrjevanja ustreznosti in kakovosti podatkov, ko so 

izvedeni vsi procesi za zagotavljanje kakovosti podatkov. Možnosti za preverjanje 

(validacijo) kakovosti podatkov po izvedenih procesih (npr. samodejno indeksiranje) je več, 

od vzorčenja do križnih primerjav itd. Glede na to, da se lahko kakovost podatkov 

interpretira na več načinov (npr. potencialna identifikacija nepravilnih podatkov ali 

identifikacija manjkajočih podatkov), se tudi pristopi za izvedbo validacije ustreznosti lahko 

razlikujejo, zato je treba k izvedbi validacije pristopiti na način, da bodo upoštevani vsi 

kriteriji, ki so bili identificirani kot problematični z vidika kakovosti podatkov. 

 

Lastnosti kakovosti podatkov so ključne za identifikacijo kriterijev, na podlagi katerih lahko 

ocenjujemo kakovost podatkov. Lastnosti kakovosti podatkov lahko v osnovi razdelimo na 

naslednje kategorije (European Commission 2014): 

 

• Točnost: ali podatek pravilno predstavlja realni svet ali dogodek? 

• Konsistentnost: ali podatek morda ne vsebuje nasprotij? 

• Razpoložljivost: ali je do podatka mogoče dostopati v tem trenutku in tudi čez nekaj časa?  

• Popolnost: ali podatek vsebuje vse dele podatka, ki predstavljajo en subjekt ali dogodek? 

• Skladnost: ali je podatek v skladu s sprejetimi standardi? 

• Verodostojnost: ali podatek temelji na verodostojnih virih? 

• Zmožnost obdelave: ali je podatek strojno berljiv? 

• Relevantnost: ali podatki vsebujejo ustrezno količino podatkov? 

• Pravočasnost: ali podatek predstavlja dejansko situacijo in ali je objavljen dovolj hitro?  

 

Pri zagotavljanju kakovosti podatkov je treba zagotoviti ustrezen pregled nad podatki, kar 

se lahko izvede tudi skozi njihovo profiliranje, tj. z analiziranjem nabora podatkov in 

zbiranjem podatkov o podatkih (metapodatkov) z uporabo številnih različnih tehnik. Zato je 

bistvena naloga pred kakršnokoli meritvijo kakovosti ali obdelavo podatkov pridobiti 

vpogled v dani nabor podatkov. Primeri informacij, ki se zbirajo med profiliranjem 

podatkov, so tako lahko število različnih ali manjkajočih (tj. ničelnih) vrednosti, tipi 

atributov ali pojavljajoči se vzorci in njihova pogostost (Ehrlinger in Wöß 2022). 

 

Da bi dosegli ustrezno kakovost podatkov, ki so namenjeni učenju pri uporabi strojnega 

učenja, je tako treba izbrati pristop, ki bo vključeval tudi morebitne vplive nekakovostne 

vsebine, če kakovosti podatkov v predvideni obliki ni možno zagotoviti. V izogib takšnim 

situacijam je bil kot ena od rešitev razvit pristop z izdelavo in predučenjem t. i. maskiranih 

jezikovnih modelov (angl. Masked language model), ki je za izdelavo modelov predvidel 

postopek prekrivanja določenega dela podatkov z namenom, da model samostojno predvidi, 

za kakšne podatke gre. Praviloma se takšni modeli učijo/trenirajo na velikih količinah 

podatkov z namenom, da se pri učenju bolje razume kontekst uporabljenih besed in ugotovi 

ustreznost podatkov na podlagi omenjenega konteksta (Salazar idr. 2020; Zhou idr. 2022). 

 

Maskirani jezikovni modeli zagotavljajo odlične rezultate pri številnih nalogah v okviru 

obdelave naravnega jezika. Kot izpostavljata Kaneko in Bollegala (2022), pa lahko 

https://www.frontiersin.org/people/u/1725562
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maskirani jezikovni modeli kažejo tudi zelo zaskrbljujočo stopnjo družbene pristranskosti 

oziroma se lahko pojavi precejšen odklon v smeri diskriminacije. Avtorja poudarjata, da so 

predhodno predlagane metrike vrednotenja za kvantifikacijo družbenih pristranskosti in 

diskriminacije pri uporabi maskiranih jezikovnih modelov problematične, ker: (1) je 

natančnost napovedi maskiranih podatkov v nekaterih maskiranih jezikovnih modelih 

običajno nizka, kar vodi do nezanesljivih metrik vrednotenja; (2) se pri večini nadaljnjih 

nalog z vidika obdelave naravnega jezika maskiranje več ne uporablja, zato takšna predikcija 

ni več neposredno povezana z izvirnim maskiranjem; (3) so pogoste besede v izvirnih 

podatkih za učenje pogosteje maskirane, kar povzroča šum zaradi izbirne pristranskosti.  

 

Kakovost podatkov je tako pomembna predvsem zaradi izbire pristopa za izdelavo modela. 

V primeru, da gre za izdelavo celotnega modela brez uporabe predizdelanih modelov, bo 

imela kakovost podatkov ključen vpliv na izdelavo odločitvenega izvedbenega modela in 

pridobljene rezultate. Če je izbran pristop za izdelavo končnega modela z uporabo 

predizdelanega maskirnega jezikovnega modela, potem se lahko izkaže tudi, da kakovost 

podatkov ne bo ključno vplivala na izdelavo odločitvenega izvedbenega modela in 

pridobljene rezultate, vse pa je odvisno tudi od izbranega predizdelanega maskirnega 

jezikovnega modela.  

 

2.5 Ocena dosedanjih raziskovanj na obravnavanem področju  

 

Klasifikacija gradiva 

 

Na področju uporabe strojnega učenja pri klasifikaciji nestrukturiranega gradiva je bilo v 

preteklosti izvedenih več raziskav predvsem v smeri ugotavljanja in določanja specifične 

kategorizacije vsebine, vse od namenske prepoznave in ločevanja nezaželene elektronske 

pošte (Dada idr. 2019), identifikacije sumljivih, sovražnih in nevarnih vsebin (Sharif 2020) 

pa do izdelav tematskih modelov v podporo končni klasifikaciji gradiva (Jelodar idr. 2013; 

Agrawal idr. 2018; Gao idr. 2015; Onan 2019; Hashimoto 2016). Izdelava tematskih 

modelov se je skozi čas izkazala za izjemno učinkovit pristop za celovito vsebinsko 

klasifikacijo gradiva, saj omogoča uporabo tako nadzorovanega ali nenadzorovanega 

pristopa k določanju obsega in števila (Zhao idr. 2015) kot tudi hierarhičnega povezovanja 

tematskih modelov (Yang idr. 2016). Suominem in Toivanen (2016) sta v svoji raziskavi 

preverjala obliko nenadzorovanega učenja za izvajanje samostojne klasifikacije na podlagi 

izdelave tematskih modelov in na podlagi izdelanih tematskih modelov izdelavo zemljevida, 

ki prikazuje strukturo, obseg in povezanost finske znanosti prek analize bibliometričnih 

podatkov (člankov), pri čemer je vsaj eden od avtorjev povezan z državo Finsko. Wang idr. 

(2019) in Hartmann idr. (2019) so raziskovali različne metode, vključno z metodo za 

izdelavo tematskih modelov za doseganje čim boljših rezultatov na področju klasifikacije 

besedil na podlagi šibko indeksirane oziroma pomanjkljivo indeksirane vsebine, ki so jo 

uporabili kot podlago za strojno učenje. Na področju vsebinske klasifikacije nestrukturiranih 

zdravstvenih besedil so Kreimeyer idr. (2017) izvedli raziskavo z namenom identificirati in 

izdelati čim bolj standardizirano obliko oziroma strukturirano obliko relevantnih informacij, 

ki bi lahko bile v operativno pomoč zdravstvenemu osebju. V zadnjem času se v praksi 
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veliko uporablja predizdelani model BERT NLP (González-Carvajal in Garrido 2023), ki 

prednjači predvsem v tem, da lahko izjemno učinkovito podpre obdelavo različnih podatkov.  

 

Patel in Gadhavi (2017) sta v svoji raziskavi proučevala možnosti vsebinske klasifikacije z 

uporabo različnih metod strojnega učenja, vključno z izdelavo semantičnih modelov, pri 

kateri izpostavljata predvsem učinkovitost različnih metod strojnega učenja za doseganje 

najboljših rezultatov pri samodejni vsebinski klasifikaciji različnih vsebin in digitalnih 

zapisov. Arras idr. (2017) so raziskovali, na kakšen način se izvaja samodejna klasifikacija 

v primeru uporabe strojnega učenja, pri čemer so se opirali na tehniko za razčlenitev 

odločitvenih modelov do njihovih temeljnih gradnikov LRP (angl. Layer-wise relevance 

propagation). Rāts in Pede (2020) sta v svoji raziskavi pristopila k izdelavi aplikativnega 

izvedbenega modela za klasifikacijo besedil z namenom vzpostavitve integralne funkcije 

obdelave besedil v okviru sistemov za upravljanje vsebin.  

 

V povezavi z vsebinsko klasifikacijo so bile določene raziskave usmerjene v optimizacijo in 

doseganje čim bolj natančnih oziroma uspešnih rezultatov z uporabo in kombiniranjem 

obstoječih metod. Bennasar idr. (2015) so preverjali učinkovitost dveh nelinearnih metod 

JMIM (angl. Joint Mutual Information Maximisation) in NJMIM (angl. Normalised Joint 

Mutual Information Maximisation), ki uporabljata t. i. skupne informacije in maksimalni 

izkoristek glede na minimalni obseg informacij z namenom doseganja čim boljših in 

točnejših rezultatov pri vsebinski klasifikaciji. Podobno raziskavo so izvedli Bottou idr. 

(2018) z uporabo Convex optimizacije. Da bi dosegli določene zadovoljive rezultate, je 

pomembna tudi optimizacija pri hitrosti obdelave podatkov predvsem v razmerju kakovosti 

in točnosti obdelave v navezavi s potrebnimi viri za obdelavo. Približati je torej treba 

uporabo strojnega učenja in možnost vsebinske klasifikacije na obsežnih podatkovnih virih 

z uporabo standardnih delovnih postaj (Joulin idr. 2017) ali z uporabo ustreznih metod 

(Canedo in Mendes 2020). Določeni izzivi se kažejo tudi v učinkovitosti obstoječih metod 

pri vsebini, ki se nahaja v različnih jezikih, in s tem povezano učinkovitostjo prepoznave in 

ustrezne klasifikacije vsebine (Howard in Ruder 2018). 

 

Prepoznava imenskih entitet 

 

Na področju identifikacije in ekstrakcije vsebinskih gesel (imenskih entitet) z uporabo 

strojnega učenja za potrebe popisovanja gradiva so bile izvedene predvsem parcialne 

raziskave, ki so proučevale, ali je izvedba takšne identifikacije izvedljiva in v kolikšni meri 

je učinkovita.  

 

Štajner idr. (2013) so proučevali možnost identifikacije imenskih entitet v slovenskem jeziku 

z uporabo nadzorovanega učenja s pogojnimi naključnimi polji CFR (angl. Conditional 

Random Fields). V raziskavi so poskušali identificirati osebna, zemljepisna, organizacijska 

in stvarna imen z uporabo leksikonov in brez nje. Pri prepoznavi imenskih entitet je bilo 

ugotovljeno, da sistem učinkovito identificira vsa imena razen stvarnih imen. Ljubešić idr. 

(2012) so v raziskavi predstavili izgradnjo modelov za prepoznavo imenskih entitet in 

samodejno klasifikacijo vsebine za hrvaški in slovenski jezik ter kakšen vpliv ima količina 
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podatkov oziroma uporaba morfosintaktičnih ali oblikoslovnih oznak na učinkovitost učenja 

in prepoznave. Weston idr. (2019) so proučevali ekstrakcije in normalizacijo imenskih 

entitet na podlagi obdelave večjih podatkov znanstvene literature z namenom vzpostavitve 

strukturiranega podatkovnega skladišča, ki bi lahko bilo namenjeno programskim 

poizvedbam. V raziskavi so identificirali več kot 80 milijonov imenskih entitet, ki so bile 

shranjene v strukturiranem podatkovnem skladišču, znotraj katerega je možno izvajati 

kompleksne metapoizvedbe. Dernoncourt idr. (2017) so skozi prepoznavo imenskih entitet 

raziskovali možnosti za anonimizacijo osebnih podatkov v zdravstvenih zapisih pacientov z 

namenom izkoriščanja ostalih podatkov za izvedbo raziskav na področju medicine. 

 

Samodejna identifikacija in upravljanje z imenskimi entitetami se podobno kot samodejna 

klasifikacija vsebine sooča s specifičnimi izzivi, kot so npr. jezikovne spremembe in različno 

izrazoslovje (Augenstein idr. 2017), povezovanje oziroma vzpostavitev relacij med 

identificiranimi imenskimi entitetami (Derczynski idr. 2015), NEL (angl. Named Entity 

Linking), identifikacija imenskih entitet z namenom izgradnje baze znanj (Eftimov idr. 

2017), identifikacija imenskih entitet v različnih jezikih (Mayhew idr. 2017), povezava 

metode MD (angl. Mention Detection) z identifikacijo imenskih enititet (Xu idr. 2017), 

zagotavljanje ustreznih predoznačenih podatkov za izvedbo strojnega učenja (Peters idr. 

2017; Ficek idr. 2022) ter identifikacija in ločevanje ugnezdenih imenskih entitet (Sun idr. 

2019). 

 

Samodejno povzemanje besedil 

 

Identifikacija in povzemanje ključnih informacij za izdelavo individualnega naslova popisne 

enote (individualnega zapisa) je področje, ki predstavlja največji izziv za pridobivanje 

kakovostnih rezultatov, saj na tem področju ni bilo izvedenih veliko raziskav. Conneau idr. 

(2017) so v svoji raziskavi izdelali model za nadzorovano reprezentacijo stavkov, ki 

omogoča podlago za naknadno pomensko vrednotenje celotnih stavkov. Ena od možnih 

metod za doseganje omenjenega cilja je tudi uporaba samodejnega povzemanja (angl. 

summarization) do oblike, ki bi lahko uspešno ponazorila naslov individualne popisne enote 

na podlagi vsebinske analize individualnega zapisa (Afantenos idr. 2005; Gui idr. 2018; 

Kurian in Sheena 2020; Tabak in Vesile 2020). 

 

Andhale in Bewoor (2016) sta raziskovala različne oblike samodejnega povzemanja, 

vključno z učinkovitostjo in različnimi pristopi specifično v delu ekstrakcijskega in 

abstraktnega povzemanja.  
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3 EMPIRIČNI DEL 

 

3.1 Namen in cilji raziskovanja  

 

Namen raziskave je raziskati možnost samodejne klasifikacije in identifikacije različnih 

vsebin v digitalni obliki z uporabo strojnega učenja. Namen in cilj raziskave je preveriti, ali 

je z uporabo strojnega učenja možno vzpostaviti model za masovno urejanje in popisovanje 

nestrukturiranih zapisov, oziroma natančneje, ali je možno z uporabo strojnega učenja 

samodejno izdelati uporabno in razumljivo individualno popisno enoto. 

 

Ugotovitve raziskave naj bi zagotovile podlago za uporabo strojnega učenja pri urejanju in 

popisovanju nestrukturiranih besedil neposredno pri tistih, ki takšne rešitve glede na 

identificirani problem potrebujejo.  

 

Cilj raziskave je vzpostaviti delujoč teoretični in aplikativni izvedbeni model za samodejno 

masovno urejanje in popisovanje nestrukturiranih zapisov ter skušati odgovoriti na naslednja 

vprašanja:  

• Kako različna pojavna oblika posameznih digitalnih zapisov vpliva na možnost 

vsebinske analize z uporabo strojnega učenja? 

• Kako nestrukturiranost podatkov vpliva na možnost vsebinske analize z uporabo 

strojnega učenja? 

• Kakšna je učinkovitost masovnega urejanja in popisovanja nestrukturiranih zapisov 

z uporabo strojnega učenja?  

 

Rezultati disertacije omogočajo podrobnejši vpogled v možnosti urejanje in popisovanja 

nestrukturiranih besedil z uporabo strojnega učenja na področju arhivistike. 

 

Rezultati raziskave smiselno zaokrožujejo: 

• temeljit vsebinski pregled oblik in možnosti klasifikacije vsebin nestrukturiranih 

besedil z uporabo strojnega učenja, 

• temeljit vsebinski pregled oblik in možnosti pristopov k identifikaciji imenskih 

entitet z uporabo strojnega učenja, 

• vsebinski pregled oblik in možnih pristopov k ekstrakciji informacij, potrebnih za 

izdelavo naslova individualne popisne enote, 

• izdelavo teoretičnega modela urejanja in popisovanja nestrukturiranih besedil z 

uporabo strojnega učenja, ki bo vključeval popis procesov, delotokov in posameznih 

aktivnosti, potrebnih za samostojno urejanje in popisovanje nestrukturiranih besedil, 

• temeljit pregled, kateri dejavniki ključno vplivajo na kakovost pridobljenih 

rezultatov, 

• razvoj aplikativnega izvedbenega modela za urejanje in popisovanje nestrukturiranih 

besedil z uporabo strojnega učenja,  

• popis procesov, delotokov in posameznih aktivnosti ter izbiro in opredelitev 

delovanja specializiranih orodij, ki bodo predstavljeni kot navodila oziroma 
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priporočila za samostojno izdelavo aplikativnega modela za urejanje in popisovanje 

nestrukturiranih besedil z uporabo strojnega učenja. 

 

3.2 Raziskovalne hipoteze, raziskovalna vprašanja  

 

V okviru raziskave pri razvoju modela urejanja in popisovanja nestrukturiranih besedil z 

uporabo strojnega učenja se postavljajo naslednja raziskovalna vprašanja: 

• Ali je v primeru nestrukturiranih besedil za namen popisovanja možno izdelati model 

samodejne klasifikacije vsebin z uporabo strojnega učenja? 

• Ali je v primeru nestrukturiranih besedil za namen popisovanja možno izdelati model 

samodejne identifikacije imenskih entitet z uporabo strojnega učenja? 

• Ali je v primeru nestrukturiranih besedil za namen popisovanja možno izdelati model 

izdelave naslova individualne popisne enote z uporabo strojnega učenja? 

 

Hipoteze 

 

Skladno z opredeljenim raziskovalnim problemom, izpostavljenimi raziskovalnimi 

vprašanji ter predvidenim pristopom k razvoju modela urejanja in popisovanja 

nestrukturiranih besedil z uporabo strojnega učenja so v nadaljevanju oblikovane naslednje 

hipoteze: 

 

H1: Izdelava modela samodejne klasifikacije vsebin z uporabo strojnega učenja v primeru 

prepoznavanja nestrukturiranih besedil je izvedljiva in uporabna za potrebe popisovanja 

individualnih zapisov. 

 

H2: Izdelava modela samodejne identifikacije imenskih entitet z uporabo strojnega učenja v 

primeru prepoznavanja nestrukturiranih besedil je izvedljiva in uporabna za potrebe 

popisovanja individualnega zapisa. 

 

H3: Izdelava modela samodejne izdelave naslova individualne popisne enote z uporabo 

strojnega učenja v primeru prepoznavanja nestrukturiranih besedil je izvedljiva in uporabna 

za potrebe popisovanja individualnega zapisa. 

 

3.3 Raziskovalna metodologija  

 

V okviru vsebinske analize bo analizirana in pregledana tako tuja kot domača literatura s 

področja urejanja in popisovanja dokumentarnega gradiva, strojnega učenja, identifikacije 

in upravljanja z imenskimi identitetami, obvladovanja informacij ter upravljanja z 

digitalnimi zapisi. S kvantitativno metodo eksperiment bo preizkušena vzpostavitev testnega 

aplikativnega modela za vsebinsko analizo in klasifikacijo posamičnih identificiranih 

digitalnih zapisov ter ekstrakcijo imenskih entitet za namen popisovanja identificiranega 

gradiva, vključno z ekstrakcijo informacij, potrebnih za izdelavo naslova popisne enote. 
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3.3.1 Metode in tehnike zbiranja podatkov  

 

V raziskavi bosta uporabljena vsebinska analiza kot kvalitativna metoda in eksperiment kot 

kvantitativna metoda.  

 

Informacije o področju urejanja in popisovanja dokumentarnega gradiva, strojnega učenja, 

identifikacije in upravljanja z imenskimi identitetami, obvladovanja informacij ter 

upravljanja z digitalnimi zapisi bodo primarno pridobljene iz namenskih podatkovnih zbirk 

COBISS, Web of Science, Scopus in ProQuest (2024), ki vsebujejo različne serijske in 

monografske publikacije ter ostale vire. Poleg uporabe omenjenih podatkovnih zbirk bo 

izvedeno dodatno iskanje literature prek spleta oziroma v znanstvenih raziskavah, 

strokovnih člankih in ostalih prosto dostopnih informacijah, ki se nahajajo na spletu.  

 

Vsa pridobljena literatura in vsebina bo analizirana in pregledana, vsebina predhodnih 

raziskav pa bo smiselno uporabljena med pripravo te raziskovalne naloge. Za podajanje 

dejstev in opredeljevanje dejstev bo uporabljena opisna metoda, za ugotavljanje, primerjavo 

različnih virov in konkretizacijo ter analizo zaključkov pa primerjalna metoda.  

 

Eksperiment (aplikativni model) bo vključeval najmanj 50.000 vhodnih enot individualnih 

nestrukturiranih zapisov, od katerih bo naključnih 70 % individualnih zapisov uporabljenih 

za izdelavo modelov na podlagi strojnega učenja in naključnih 30 % individualnih zapisov 

kot kontrolna skupina, ki bo uporabljena za preverjanje uspešnosti izdelanih modelov. 

Eksperiment bo vključeval tudi uporabo predizdelanih modelov za strojno učenje.  

 

Informacije in podatki za izdelavo testnega aplikativnega modela in izvedbo eksperimenta 

za vsebinsko analizo in klasifikacijo posamičnih identificiranih digitalnih zapisov ter 

vzporedno ekstrakcijo imenskih entitet za namen popisovanja identificiranega gradiva bodo 

pridobljeni iz namenskih korpusov za potrebe raziskovanja na področju upravljanja s podatki 

oziroma informacijami (KAGGLE 2024; The Guardian Open Platform 2022; CLARIN.SI 

2022). 

 

The Guardian Open Platform (2022) je odprta platforma in javna spletna storitev za dostop 

do vseh vsebin, ki jih objavlja medijska hiša The Guardian (2022). Podatki so razvrščeni po 

oznakah in vsebinskih sklopih. Platforma omogoča dostop do vsebine več kot 1,9 milijona 

člankov za neprofitno uporabo ter za namene raziskovanja, potrebe študija in razvoj 

neprofitnih informacijskih rešitev. 

 

»CLARIN.SI (2022) je slovenski nacionalni konzorcij v mreži evropske raziskovalne 

infrastrukture CLARIN (2022). Raziskovalcem na področju humanistike, družboslovja in 

drugih z jezikom povezanih ved zagotavlja jezikovne vire in tehnologije ter strokovno 

podporo in prenos znanja. Na ta način želi razširiti tehnološke možnosti raziskovanja 

jezikov, predvsem slovenščine in drugih južnoslovanskih jezikov, ter spodbujati 

meddisciplinarno sodelovanje« (CLARIN.SI 2022).  
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V okviru raziskave in izdelave teoretičnega in aplikativnega modela bo uporabljena 

izključno le vsebina člankov, ne pa tudi morebitni povezani metapodatki individualnih 

člankov. Omenjeni viri so bili izbrani zaradi raznolikosti vsebine, ki jih korpusi in 

podatkovne zbirke vsebujejo, z namenom preverjanja delovanja aplikativnega modela na 

čim širšem vsebinskem vzorcu. 

 

3.3.2 Opis instrumentarija 

 

Predvideni koncept oziroma instrument raziskave za razvoj teoretičnega in aplikativnega 

modela bo postavljen na osnovi predhodno izvedenih raziskav ter lastnih idejnih razvojnih 

konceptov skladno s smernicami in mednarodnimi standardi na področju urejanja in 

popisovanja arhivskega gradiva. 

 

3.3.3 Opis vzorca 

 

Izhodišče za raziskavo je postavljeno na predpostavki, da je izdelava modela urejanja in 

popisovanja nestrukturiranih besedil z uporabo strojnega učenja izvedljiva in da so na voljo 

orodja, ki bi omogočala razvoj in uporabo takšnega modela. Poleg izvedbe procesa 

klasifikacije vsebine in prepoznave imenskih entitet smo predpostavili tudi, da je izvedljiva 

izdelava opisne enote v obliki, ki je uporabna za namen arhiviranja oziroma zagotavljanja 

dolgoročne hrambe. 

 

Predpostavke pri izdelavi modela urejanja in popisovanja nestrukturiranih besedil z uporabo 

strojnega učenja so: 

• vsebina gradiva je v nestrukturirani obliki, tj. v obliki, ki nima vnaprej določene ali 

predvidene strukture, 

• gradivo je v digitalni obliki, ki omogoča strojno obdelavo oziroma je strojno berljivo, 

• vsebina gradiva vnaprej ni znana, ravno tako pri posameznem zapisu niso na voljo 

metapodatki, ki bi omogočali neposredno izdelavo popisne enote,  

• gradivo, ki je namenjeno obdelavi podatkov, je v angleškem in slovenskem jeziku, 

• ostali popisni elementi z izjemo imenskih entitet in naslova so znani, fiksni in 

povezani s pričakovano klasifikacijo gradiva. 

 

Omejitve pri izdelavi modela urejanja in popisovanja nestrukturiranih besedil z uporabo 

strojnega učenja se nanašajo predvsem na pridobivanje podatkov za izdelavo modela in 

zagotavljanje njihovega dovolj velikega obsega, da bi model lahko dosegel pričakovane 

rezultate.  

 

Določena težava, ki se kaže pri raziskovanju teme uporabe strojnega učenja in splošnega 

koncepta uporabe umetne inteligence na področju arhivistike je precejšnje pomanjkanje 

ustrezne literature in predhodnih raziskav, zlasti z vidika arhivistike in dokumentologije.  
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3.3.4 Opis obdelave podatkov  

 

V primeru obdelave podatkov smo se naslonili na predhodno raziskavo s področja 

samostojne klasifikacije elektronskih sporočil (e-pošte) z uporabo strojnega učenja 

(Milovanović 2020), ki je pokazala učinkovito uporabo dostopnih orodij za strojno učenje.  

 

Aplikacijsko orodje, ki je bilo uporabljeno v raziskavi, je KNIME (2024). 

 

V nadaljevanju so predstavljene osnovne specifikacije strojne opreme (delovne postaje), ki 

je bila uporabljena za obdelavo podatkov: 

• procesor z osmimi jedri (16 niti), 

• delovni spomin (32 GB), 

• trdi disk (NVME 1 TB), 

• grafična kartica z možnostjo obdelave podatkov za namen strojnega učenja NVIDIA 

Geforce GTX 1060 – 6 GB  (NVIDIA 2023). 

 

Namen raziskave je bil tudi preveriti, ali so vse naloge izvedljive z uporabo povprečne 

delovne postaje, ki ne potrebuje dodatnih investicij, in kateri del obdelave podatkov je 

časovno izvedljiv tudi brez uporabe grafične kartice. Uporaba jeder grafične kartice bi bila 

aktivirana le v primeru delotokov in aktivnosti, ki z uporabo procesorskih jeder delovne 

postaje ne bi mogle biti izvedene v roku 72 ur od začetka obdelave podatkov v posamezni 

veji delotoka. 

 

Da bi lahko preverili izvedljivost korakov z uporabo orodja KNIME (2024), je bilo treba 

razviti procese in vzpostaviti aktivnosti, ki bi vključevali obravnavo vseh predvidenih 

postopkov za doseganje zastavljenih ciljev. V orodju KNIME (2024) so bili posledično 

izdelani naslednji delotoki: 

• delotok za učenje in izdelavo modela za prepoznavanje imenskih entitet, 

• delotok za prepoznavanje imenskih entitet na podlagi predizdelanega splošnega 

modela. 

• krovni delotok za izdelavo tematskih modelov in z izvedbo samostojne klasifikacije 

nestrukturirane vsebine: 

o delotok za analizo vsebine in identifikacijo individualnih kategorij ter izdelavo 

tematskih modelov (Arora idr. 2020, 1), 

o delotok za učenje in izdelavo izvedbenega modela za klasifikacijo 

nestrukturiranih besedil na podlagi tematskih modelov, ki so bili identificirani in 

določeni v okviru delotoka za izdelavo tematskih modelov, 

• delotok za izdelavo naslova popisne enote.  

 

Za obdelavo podatkov v okviru vseh predvidenih delotokov je bilo uporabljenih 50.000 

individualnih nestrukturiranih zapisov (člankov) v strojno berljivi tekstovni obliki iz vira 

The Guardian Open Platform (2022). Vsebina zapisov pred obdelavo podatkov vnaprej ni 
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bila znana, ravno tako niso bili zagotovljeni nobeni metapodatki ali drugi opisni podatki, s 

katerimi bi lahko olajšali izvedbo zastavljenih ciljev.  

 

3.3.5 Prepoznava imenskih entitet 

 

Nozza idr. (2021) izpostavljajo, da je naloga prepoznavanja imenskih entitet (NER) 

namenjena prepoznavanju imenskih entitet v danem besedilu in njihovem razvrščanju v 

vnaprej določene tipe domenskih entitet, kot so osebe, organizacije, lokacije itd. Ali kot 

navajajo Li idr. (2022), je imenska entiteta beseda ali besedna zveza, ki jasno identificira 

eno postavko ali vrednost iz niza drugih postavk ali vrednosti s podobnimi atributi.  

 

Prepoznavanje imenskih entitet ima lahko različno vlogo oziroma vsebinsko obravnavo, saj 

je namen prepoznavati entitete v kakršnemkoli kontekstu ali tipizaciji, kot je predvidena s 

strani osebe, ki želi identificirati imenske entitete. Tako se lahko izvede prepoznavo 

imenskih entitet zgolj na enem področju, npr. na področju medicine (Leaman in Lu 2016; 

Abacha Asma idr. 2015; Liu idr. 2017; Sun idr. 2018).  

 

Na splošno bi lahko opredelili tri pristope za izvedbo prepoznave imenskih entitet (Eltyeb 

in Salim 2014): 

• pristop z uporabo slovarjev, 

• pristop z uporabo pravil in 

• pristop z uporabo strojnega učenja. 

 

Pristop z uporabo slovarjev je najenostavnejši pristop za prepoznavo imenskih entitet. Za 

namen prepoznave imenskih entitet se uporablja predpripravljen slovar, ki vsebuje seznam 

besed ali besednih zvez imenskih entitet s pripadajočimi oznakami, za kakšno entiteto gre. 

To je zelo preprost pristop, kjer se besede ali besedne zveze iz besedila, kjer je namen 

prepoznati imenske entitete, primerja z vnosi v slovarju in v primeru ujemanja označi del 

besedila, tj. besedo ali besedno zvezo z oznako, ki je določena v slovarju. Ta pristop ima 

slabost predvsem v tem, da je pri večji količini podatkov (slovarju) in velikem obsegu 

zapisov, za katere je treba izvesti prepoznavo imenskih entitet, potrebnega veliko časa za 

obdelavo in prepoznavanje. Dodatna slabost je tudi, da je treba takšen slovar vedno 

dopolnjevati in posodabljati. 

 

Pri pristopu z uporabo pravil se uporablja vnaprej določen nabor pravil za pridobivanje 

informacij. V osnovi lahko delimo pristop na uporabo dveh sklopov pravil (Eltyeb in Salim 

2014): 

• pravila na podlagi vzorcev in 

• pravila, ki temeljijo na kontekstu. 

 

Pravila, ki temeljijo na vzorcu, uporabljajo morfološke vzorce besed, medtem ko pravila, ki 

temeljijo na kontekstu, uporabljajo kontekst besede, ki je podana v besedilu ali dokumentu, 

kjer se nahaja. 
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Pristopi, ki temeljijo na uporabi strojnega učenja, uporabljajo statistične modele za 

prepoznavanje imenskih entitet z uporabo reprezentativnih lastnosti podatkov oziroma 

besedila, ki je predmet učenja.  

 

Za razvoj sistemov, ki temeljijo na strojnem učenju, sta potrebna dva osnovna koraka (Wagh 

idr. 2017): 

• učenje: model strojnega učenja se usposablja na podlagi vnaprej označenih zapisov 

ali dokumentov, 

• označevanje ali klasificiranje: v zapisih ali dokumentih se izvede identifikacija 

imenskih entitet in njihovo označevanje na podlagi prednaučenega modela (glej sliko 

13). 

 

Slika 13: Prepoznava imenskih entitet – strojno učenje 

 

 
Vir: Wagh idr. 2017.  

 

Znotraj prvega delotoka sta bila za namen preverjanja učinkovitosti prepoznave imenskih 

entitet vzpostavljena dva pristopa. Prvi pristop je bil usmerjen v izdelavo lastnega modela 

za prepoznavo imenskih entitet na osnovi lastnega testnega slovarja imenskih entitet, drugi 

pristop pa je vključeval postopek prepoznave imenskih entitet na osnovi predizdelanega 

splošnega modela, ki je bil narejen s predhodno uporabo strojnega učenja.  

 

V drugi pristop, tj. prepoznavo imenskih entitet na osnovi predpripravljenega delovnega 

modela, so bili vključeni trije različni predizdelani modeli z namenom primerjave rezultatov 

učinkovitosti prepoznave imenskih entitet (SPACY 2023): 

• Stanford Named Entity Recognizer (Finkel idr. 2005), 

• BERT – bert-large-NER (Devlin idr. 2018; BERT-large-NER 2023) in 

• SPACY EntityRecognizer – en-core-web-lg (EN-core-web-lg 2023).  
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Na sliki 14 je prikazan celoten proces izdelave modela za prepoznavo imenskih entitet na 

podlagi pristopa z uporabo slovarjev. Proces je vključeval izdelavo modelov za prepoznavo 

naslednjih imenskih entitet: 

• lokacije, 

• organizacije in 

• osebe. 

 

Slika 14: Delotok – izdelava modela za prepoznavo imenskih entitet 

 

 
 

Vir: KNIME 2024. 

 

V tabeli 1 so dokumentirani koraki delotoka izdelave modela za prepoznavo imenskih entitet 

z uporabo slovarjev, vključno z vhodno vrednostjo in obliko, izhodno vrednostjo in obliko 

ter parametri. 

 

Tabela 1: Izdelava modela za prepoznavo imenskih entitet z uporabo slovarjev 

Faza Opis Vhodni/izhodni podatki 

Zajem podatkov 

(uvoz zapisov).  

Zajem podatkov predstavlja uvoz 

posameznih nestrukturiranih 

zapisov (člankov) v digitalni obliki 

v orodje KNIME (2024). Format 

datotek, ki je bil uporabljen za uvoz 

podatkov člankov, je TXT 

(tekstovna datoteka) (TXT 2023). 

Datoteka, ki je bila uvožena, že 

vključuje agregirano obliko vseh 

individualnih zapisov, in sicer vsak 

zapis v novi vrstici. 

Vhodna oblika: 

individualne datoteke v 

TXT-formatu (TXT 2023). 

 

Izhodna oblika:  

tabela z individualnimi 

zapisi, ki vključujejo 

besedilo posamezne 

tekstovne datoteke. 

Omejevanje obsega – 

stolpci. 

Izločevanje vseh nepotrebnih 

podatkov, ki so bili zajeti ob uvozu 

izvirnih zapisov (metapodatkov). 

Vhodna oblika: 
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tabela z besedili zapisov in 

povezanimi podatki v obliki 

stolpcev. 

 

Izhodna oblika:  

tabela z enim samim 

stolpcem, ki vključuje 

besedilo zapisov, kje se 

nahaja izvirna oblika 

besedila. 

Preimenovanje 

stolpca tabele. 

Preimenovanje stolpca tabele, ki 

tako dobi jasno oznako, da 

shranjuje besedilo posameznega 

uvoženega zapisa. Namenjeno je 

kasnejšemu lažjemu sledenju polne 

vsebine besedila, ki je bil prvotno 

uvoženo v delotok. 

Vhodna oblika: 

tabela z besedili zapisov z 

generično imenovanim 

stolpcem. 

 

Izhodna oblika:  

tabela z besedili zapisov z 

jasno poimenovanim 

stolpcem, kje se nahaja 

izvirna oblika besedila. 

Izločevanje praznih 

sekcij (podproces). 

V aktivnosti se izvede izločevanje 

praznih sekcij v besedilu izvirnega 

zapisa. Iz besedila se izvede 

izločitev dveh ali več presledkov. 

Vhodna oblika: 

tabela z besedilom zapisa, ki 

vključuje prazne sekcije v 

delu besedila. 

 

Izhodna oblika:  

tabela z besedilom zapisa, ki 

ima izločene prazne sekcije 

iz besedil izvirnih zapisov. 

Izločevanje praznih 

sektorjev 

(podproces). 

V aktivnosti se izvede urejanje 

besedil, pri čemer se izloči prazne 

sektorje v besedilu zapisa, t. i. »line 

break«. Namen je izločiti 

presledke, ki predstavljajo prelome 

vrstic v besedilu. 

Vhodna oblika: 

tabela z besedilom zapisa, ki 

vključuje presledke, ki 

predstavljajo prelome vrstic 

v besedilu. 

 

Izhodna oblika:  

tabela z besedilom zapisa, ki 

ima izločene prazne sektorje 

v besedilu, ki predstavljajo 

prelome vrstic. 

Pretvorba besedila v 

dokumente 

(podproces). 

V aktivnosti se izvede pretvorba 

besedila v programski objekt, 

imenovan »dokument«, ki 

Vhodna oblika: 

tabela z izvirnim besedilom 

zapisov. 
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omogoča lažjo nadaljnjo obdelavo 

podatkov, posebej v delu izvajanja 

različnih operacij in obdelav 

besedila ter opcijskega dodajanja 

opisnih vsebin. 

 

Izhodna oblika:  

tabela z izvirnim besedilom 

zapisov, vključno z 

dodanim programskim 

objektnim tipom 

»dokument«. 

 

Pretvorba besedil 

izvirnih zapisov iz 

velikih v male črke 

(podproces). 

Aktivnost, v kateri se izvede 

pretvorba besedil izvirnih zapisov 

(dokument) iz velikih v male črke. 

Vhodna oblika: 

tabela z izvirnimi besedili 

zapisov, vključno s tabelo s 

pretvorjenim objektnim 

poljem tipa »dokument«. 

 

Izhodna oblika:  

tabela z izvirnimi besedili 

zapisov, vključno s tabelo s 

pretvorjenim objektnim 

poljem tipa »dokument« in 

besedili zapisov, kjer ima 

celotno besedilo male črke.  

Zajem podatkov iz 

slovarja (uvoz 

zapisov). 

Zajem podatkov predstavlja uvoz 

posameznih imenskih entitet v 

digitalni obliki v orodje KNIME 

(2024). Format datotek, izbran za 

uvoz podatkov člankov, je TXT 

(tekstovna datoteka) (TXT 2023). 

Datoteka, ki je bila uvožena, 

vključuje slovar imenskih entitet, 

ki so že omejene na en tip entitete. 

Slovarji so bili povzeti iz osnove 

StanfordNLP, ki je prosto dostopna 

na spletni strani Stanford Named 

Entity Recognizer (Finkel idr. 

2005). 

Vhodna oblika: 

individualne datoteke v 

TXT-formatu (TXT 2023). 

 

Izhodna oblika:  

tabela z individualnimi 

zapisi, ki vključujejo 

besedilo imenskih entitet, ki 

so že omejene na en tip 

entitete. 

Izdelava modela za 

prepoznavanje 

imenskih entitet. 

V aktivnosti se izvede 

treniranje/učenje na podlagi 

predhodno razpoložljivih vsebin 

zapisov, ki so namenjeni 

prepoznavi imenskih entitet, in 

predhodno določenih imenskih 

entitet iz slovarja. 

Vhodna oblika: 

tabela s podatki, ki so 

namenjeni prepoznavanju 

vsebine, in slovar imenskih 

entitet. 

 

Izhodna oblika:  
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model za prepoznavanje 

imenskih entitet in 

specifikacija za samostojno 

identifikacijo imenskih 

entitet. 

Uporaba modela za 

določanje imenskih 

entitet. 

V aktivnosti se izvede 

prepoznavanje imenskih entitet v 

individualnih zapisih na podlagi 

izdelanega odločitvenega modela 

za namen ugotavljanja natančnosti 

in uspešnosti prepoznanih 

imenskih entitet. 

Vhodna oblika: 

model za prepoznavanje 

imenskih entitet s 

specifikacijo za samostojno 

prepoznavanje glede na tip 

entitete in tabela z izvirnimi 

zapisi. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi in 

ter prepoznanimi imenskimi 

entitetami v obliki gruče 

podatkov v dokumentu. 

Filtriranje 

prepoznanih 

imenskih entitet. 

V tej fazi se izvede prepoznavanje 

in filtriranje imenskih entitet, ki 

pripadajo določenemu tipu entitete. 

Filter je določen glede na tip 

entitete, ki je bil prednastavljen v 

slovarju za učenje modela (npr. 

»organizacije«). 

Vhodna oblika: 

tabela z izvirnimi zapisi in 

prepoznanimi imenskimi 

entitetami v obliki 

dokumenta. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi ter 

prepoznanimi in filtriranimi 

imenskimi entitetami v 

obliki dokumenta. 

Ekstrakcija besedila 

iz programskega 

objekta dokument. 

V aktivnosti se izvede povzemanje 

(ekstrakcija) besedila, ki vključuje 

filtrirane imenske entitete v 

navadno besedilo (zapis) zaradi 

lažjega združevanja in 

manipulacije s podatki 

individualnega zapisa. 

Vhodna oblika: 

tabela z izvirnimi zapisi ter 

prepoznanimi in filtriranimi 

imenskimi entitetami v 

obliki dokumenta. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi ter 

prepoznanimi in filtriranimi 

imenskimi entitetami v 

obliki dokumenta in v obliki 

navadnega besedila 

(zapisa). 
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Izdelava zbirk 

prepoznanih 

imenskih entitet in 

izločevanje 

duplikatov. 

V tej fazi se izvede izdelava zbirk 

prepoznanih imenskih entitet v 

obliki programskega objekta glede 

na individualen izvirni zapis. Poleg 

izdelave zbirk prepoznanih 

imenskih entitet se izvede tudi 

deduplikacija imenskih entitet 

oziroma urejanje zapisov z 

namenom izločevanja identičnih 

imenskih entitet glede na 

posamezno zbirko. Namen je 

izločiti morebitno 

podvojeno/identično prepoznano 

imensko entiteto v okviru zbirke 

individualnega izvirnega zapisa. 

Vhodna oblika: 

tabela z izvirnimi zapisi in 

ter prepoznanimi in 

filtriranimi imenskimi 

entitetami v obliki 

dokumenta in v obliki 

navadnega besedila 

(zapisa). 

 

Izhodna oblika:  

tabela z izvirnimi zapisi ter 

ustvarjenimi kolekcijami 

imenskih entitet glede na 

individualen izvirni zapis, 

vključno z izločenimi 

duplikati imenskih entitet. 

Pretvorba kolekcij 

imenskih entitet v 

navadno besedilo. 

V fazi se izvede pretvorba 

programskega objekta »zbirka« v 

navadno besedilo (zapis) zaradi 

lažjega združevanja in 

manipulacije s podatki 

individualnega zapisa. 

Vhodna oblika: 

tabela z izvirnimi zapisi ter 

ustvarjenimi kolekcijami 

imenskih entitet glede na 

individualen izvirni zapis, 

vključno z izločenimi 

duplikati imenskih entitet. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi ter 

prepoznanimi, filtriranimi 

in izločenimi duplikati 

imenskih entitet v obliki 

navadnega besedila 

(zapisa). 

Omejevanje obsega – 

stolpci. 

Izločevanje vseh nepotrebnih 

podatkov, ki so bili ustvarjeni v 

okviru delotoka.  

Vhodna oblika: 

tabela z izvirnimi zapisi ter 

prepoznanimi, filtriranimi 

in izločenimi duplikati 

imenskih entitet v obliki 

navadnega besedila (zapisa) 

ter ostalimi programskimi 

objekti. 

 

Izhodna oblika:  

tabela z zgolj dvema 

stolpcema, in sicer s 
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stolpcem, ki vključuje 

besedilo zapisov, kje se 

nahaja izvirna oblika 

besedila, ter stolpcem, kjer 

se nahajajo prepoznane 

imenske entitete glede na 

individualen izvirni zapis. 

Združevanje 

podatkov. 

V zadnji aktivnosti delotoka se 

izvede združevanje podatkov vseh 

treh vej prepoznavanja različnih 

tipov imenskih entitet z namenom 

zagotavljanja enovitega pregleda 

identificiranih imenskih entitet 

glede na individualen izvirni zapis. 

Vhodna oblika: 

tabela z izvirnimi zapisi in 

različnimi prepoznanimi 

imenskimi entitetami glede 

na tip entitete. 

 

Izhodna oblika:  

tabela z združenimi 

izvirnimi zapisi ter 

prepoznanimi imenskimi 

entitetami glede na tip 

entitete. 

Vir: KNIME 2024. 

 

Na sliki 15 je prikazan podproces za izdelavo modela za prepoznavo imenskih entitet, v 

katerem se izvede urejanje podatkov predvsem z namenom izločevanja nepotrebne vsebine 

ter omejevanja obsega obdelave podatkov. 

 

Slika 15: Delotok – podproces za izdelavo modela za prepoznavo imenskih entitet 

 
Vir: KNIME 2024.  

 

V raziskavi je bil namen preveriti oziroma primerjati učinkovitost vsaj dveh različnih 

pristopov pri prepoznavi imenskih entitet. Poleg izdelave modela z uporabo slovarjev je bil 

uporabljen tudi pristop prepoznavanja imenskih entitet na podlagi modelov, ki so bili 

narejeni z uporabo strojnega učenja. 

 



 

 56 

Na sliki 16 je prikazan prvi delotok prepoznavanja imenskih entitet z uporabo 

predizdelanega modela, ki je bil izveden z uporabo rešitve Stanford Named Entity 

Recognizer (Finkel idr. 2005) in integriranega predizdelanega modela. 

 

Slika 16: Delotok – uporaba modela za prepoznavo imenskih entitet Stanford Named 

Entity Recognizer (StanfordNLP) 

 
Vir: KNIME 2024.  

 

Tabela 2: Faze prepoznave imenskih entitet – Stanford Named Entity Recognizer 

Faza Opis Vhodni/izhodni podatki 

Zajem podatkov 

(uvoz zapisov). 

Zajem podatkov predstavlja uvoz 

posameznih nestrukturiranih 

zapisov (člankov) v digitalni obliki 

v orodje KNIME (2024). Format 

datotek, ki je bil izbran za uvoz 

nestrukturiranih besedil člankov, je 

TXT (tekstovna datoteka) (TXT 

2023). Datoteka, ki je bila uvožena, 

že vključuje agregirano obliko vseh 

individualni zapisov, in sicer vsak 

zapis v novi vrstici. 

Vhodna oblika: 

individualne datoteke v 

TXT-formatu (TXT 2023). 

 

Izhodna oblika:  

tabela z individualnimi 

zapisi, ki vključujejo 

besedilo posamezne 

tekstovne datoteke. 

Časovno merjenje – 

začetek. 

Aktivnost je namenjena merjenju 

časa, ki je potreben za izvedbo 

delotoka prepoznavanja imenskih 

entitet. Aktivnost ne vpliva na 

vsebinsko ali strukturno obdelavo 

podatkov in ne spreminja 

obstoječih podatkov. 

 

Omejevanje obsega – 

stolpci. 

Izločevanje vseh nepotrebnih 

podatkov, ki so bili zajeti ob uvozu 

izvirnih zapisov (metapodatkov). 

Vhodna oblika: 
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tabela z besedili zapisov in 

povezanimi podatki v obliki 

stolpcev. 

 

Izhodna oblika:  

tabela z zgolj enim 

stolpcem, ki vključuje 

besedilo zapisov, kje se 

nahaja izvirna oblika 

besedila. 

Pretvorba besedila v 

dokumente. 

V aktivnosti se zaradi lažjega 

pristopa k programski obdelavi 

besedil zapise pretvori v 

programski objekt, imenovan 

»dokument«, ki v omogoča lažjo 

obdelavo podatkov, zlasti v delu 

možnega dodajanja opisnih vsebin. 

Vhodna oblika: 

tabela z izvirnim besedilom 

zapisov. 

 

Izhodna oblika:  

tabela z izvirnim besedilom 

zapisov in dodatnim 

objektnim poljem tipa 

»dokument«. 

 

Izdelava lem. V aktivnosti se programsko izvede 

izdelava lem (krnjenje besed) z 

namenom določanja osnovnih 

oblik posameznih besed za lažjo 

identifikacijo imenskih entitet. 

Vhodna oblika: 

tabela z izvirnim besedilom 

zapisov, vključno z 

objektnim poljem 

»dokument«. 

 

Izhodna oblika:  

tabela z izvirnim besedilom 

zapisov in dodatnim 

objektnim poljem tipa 

»dokument« in besedilom 

zapisa, ki vključuje leme, tj. 

besede v osnovni krnjeni 

obliki. 

Uporaba modela za 

določanje imenskih 

entitet. 

V aktivnosti se izvede 

prepoznavanje imenskih entitet v 

individualnih zapisih na podlagi 

predizdelanega modela. 

Uporabljeni predizdelani model: 

»English 7 classes ni distsim« 

(Finkel idr. 2005). 

Vhodna oblika: 

predizdelani model za 

prepoznavanje imenskih 

entitet s specifikacijo za 

samostojno prepoznavanje 

glede na tip entitete in tabela 

z izvirnim besedilom 

zapisov s pretvorjenim 

objektnim poljem 
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»dokument« in besedilom 

zapisa, ki vključuje besede v 

osnovni krnjeni obliki. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi in 

prepoznanimi imenskimi 

entitetami v obliki gruče 

podatkov v dokumentu. 

Filtriranje 

prepoznanih 

imenskih entitet. 

V tej fazi se izvede prepoznavanje 

in filtriranje imenskih entitet, ki 

pripadajo določenemu tipu entitete. 

Filter je določen na način, da filtrira 

in obdrži naslednje tipe entitet in 

sicer: »Date, Location, 

Organization, Person, Time« 

(KNIME 2024). 

Vhodna oblika: 

tabela z izvirnimi zapisi in 

prepoznanimi imenskimi 

entitetami v obliki gruče 

podatkov v dokumentu. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi ter 

prepoznanimi in filtriranimi 

imenskimi entitetami v 

obliki dokumenta. 

Izdelava skupin 

(vreč) besed. 

V aktivnosti se izvede izdelava 

skupin (vreč) ključnih besed na 

podlagi prepoznanih imenskih 

entitet. 

Vhodna oblika: 

tabela z izvirnimi zapisi ter 

prepoznanimi in filtriranimi 

imenskimi entitetami v 

obliki dokumenta. 

 

Izhodna oblika:  

tabela s pretvorjenim 

objektnim poljem tipa 

»dokument« in besedilom 

zapisa s pripadajočimi 

skupinami (vrečami) 

ključnih besed. 

Pretvorba tipov 

imenskih entitet v 

navadno besedilo. 

V aktivnosti se izvede pretvorba 

programskega objekta »tag« 

(oznaka) individualnega tipa 

imenske entitete v navadno 

besedilo (zapis) zaradi lažjega 

združevanja in manipulacije s 

podatki individualnega zapisa. 

Vhodna oblika: 

tabela s pretvorjenim 

objektnim poljem tipa 

»dokument« in besedilom 

zapisa s pripadajočimi 

skupinami (vrečami) 

ključnih besed. 

 

Izhodna oblika:  
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tabela z izvirnimi zapisi in 

pretvorjenimi oznakami 

individualnih tipov 

imenskih entitet v obliki 

navadnega besedila 

(zapisa). 

Pretvorba 

prepoznanih 

imenskih entitet v 

navadno besedilo. 

V tej fazi se izvede pretvorba iz 

programskega objekta »term« 

(entiteta) posamezno identificirane 

imenske entitete v navadno 

besedilo (zapis) zaradi lažjega 

združevanja in manipulacije s 

podatki individualnega zapisa. 

Vhodna oblika: 

tabela z izvirnimi zapisi in 

pretvorjenimi oznakami 

individualnih tipov 

imenskih entitet v obliki 

navadnega besedila 

(zapisa). 

 

Izhodna oblika:  

tabela z izvirnimi zapisi in 

pretvorjenimi oznakami 

individualnih tipov 

imenskih entitet ter 

prepoznanih imenskih 

entitet v obliki navadnega 

besedila (zapisa).  

Omejevanje obsega – 

stolpci. 

Izločevanje vseh nepotrebnih 

podatkov, ki so bili ustvarjeni v 

okviru delotoka. 

Vhodna oblika: 

tabela z izvirnimi zapisi ter 

prepoznanimi, filtriranimi 

in imenskimi entitetami v 

obliki navadnega besedila 

(zapisa) ter ostalimi 

programskimi objekti. 

 

Izhodna oblika:  

tabela z zgolj dvema 

stolpcema, in sicer s 

stolpcem, ki vključuje 

izvirno besedilo zapisov 

(večkratni zapisi glede na 

število identificiranih 

imenskih entitet, ki 

pripadajo posameznemu 

zapisu), in stolpcem, kjer se 

nahajajo prepoznane 

posamezne imenske entitete 
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glede na individualen izvirni 

zapis. 

Združevanje 

podatkov. 

V zadnji aktivnosti delotoka se 

izvede proces združevanja 

podatkov identificiranih imenskih 

entitet glede na individualen izvirni 

zapis. 

Vhodna oblika: 

tabela z zgolj dvema 

stolpcema, in sicer s 

stolpcem, ki vključuje 

izvirno besedilo zapisov 

(večkratni zapisi glede na 

število identificiranih 

imenskih entitet, ki 

pripadajo posameznemu 

zapisu), in stolpcem, kjer se 

nahajajo prepoznane 

posamezne imenske entitete 

glede na individualen izvirni 

zapis. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi in 

združenimi prepoznanimi 

imenskimi entitetami glede 

na individualen izvirni 

zapis. 

Časovno merjenje – 

zaključek. 

Aktivnost je namenjena merjenju 

časa, ki je potreben za izvedbo 

delotoka prepoznavanja imenskih 

entitet. Aktivnost ne vpliva na 

vsebinsko ali strukturno obdelavo 

podatkov in ne spreminja 

obstoječih podatkov. Aktivnost 

ustavi in v sekundah izmeri čas, ki 

je bil potreben za izvedbo vseh faz 

in aktivnosti delotoka. 

 

Izvoz podatkov. V tej fazi se izvede izvoz vseh 

izvirnih zapisov skupaj s 

prepoznanimi imenskimi 

entitetami v eno tekstovno 

datoteko. 

Vhodna oblika: 

tabela z izvirnimi zapisi in 

združenimi prepoznanimi 

imenskimi entitetami glede 

na individualen izvirni 

zapis. 

 

Izhodna oblika:  

tekstovna datoteka z 

izvirnimi zapisi in 
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združenimi prepoznanimi 

imenskimi entitetami glede 

na individualen izvirni 

zapis. 

Vir: KNIME 2024.  

 

Na sliki 17 je prikazan drugi delotok prepoznavanja imenskih entitet z uporabo 

predizdelanega modela, ki je bil izveden z uporabo arhitekture in integriranega 

predizdelanega modela BERT (Devlin idr. 2018). 

 

Slika 17: Delotok – uporaba modela za prepoznavo imenskih entitet BERT 

 
Vir: KNIME 2024.  

 

Tabela 3: Faze prepoznave imenskih entitet – BERT 

Faza Opis Vhodni/izhodni podatki 

Zajem podatkov 

(uvoz zapisov). 

Zajem podatkov predstavlja uvoz 

posameznih nestrukturiranih 

zapisov (člankov) v digitalni obliki 

v orodje KNIME (2024). Format 

datotek, ki je bil izbran za uvoz 

nestrukturirane vsebine člankov, je 

TXT (tekstovna datoteka) (TXT 

2023). Datoteka, ki je bila uvožena, 

že vključuje agregirano obliko vseh 

individualnih zapisov, in sicer vsak 

zapis v novi vrstici. 

Vhodna oblika: 

individualna datoteka v 

TXT-formatu (TXT 2023). 

 

Izhodna oblika:  

tabela z individualnimi 

zapisi, ki vključujejo 

besedilo posamezne 

tekstovne datoteke. 

Časovno merjenje. Aktivnost je namenjena merjenju 

časa, ki je potreben za izvedbo 

delotoka prepoznavanja imenskih 

entitet. Aktivnost ne vpliva na 

vsebinsko ali strukturno obdelavo 

podatkov in ne spreminja 

obstoječih podatkov. 
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Omejevanje obsega 

zapisov. 

Uporaba treh različnih 

predizdelanih modelov za 

prepoznavo imenskih entitet je bila 

namenjen temu, da se preveri 

učinkovitost posameznega modela 

na podlagi istih zapisov, ki so bili 

podlaga za prepoznavanje. V tej 

fazi se je izvedla omejitev zapisov, 

ki so bili namenjeni primerjanju 

rezultatov iz prvega delotoka za 

prepoznavo imenskih entitet z 

uporabo predizdelanih modelov. 

Omejitev je bila postavljena na 100 

individualnih in različnih zapisov. 

Vhodna oblika: 

tabela z individualnimi 

zapisi, ki vključujejo 

besedilo posamezne 

tekstovne datoteke. 

 

Izhodna oblika:  

tabela z individualnimi 

zapisi, omejenimi na 100 

različnih individualnih 

zapisov. 

Omejevanje obsega – 

stolpci. 

Izločevanje vseh nepotrebnih 

podatkov, ki so bili zajeti ob uvozu 

izvirnih zapisov (metapodatkov). 

Vhodna oblika: 

tabela z besedili zapisov in 

povezanimi podatki v obliki 

stolpcev. 

 

Izhodna oblika:  

tabela z zgolj enim 

stolpcem, ki vključuje 

besedilo zapisov, kje se 

nahaja izvirna oblika 

besedila. 

Preimenovanje 

stolpca. 

Preimenovanje stolpca za lažje 

urejanje in izvajanje skripte za 

izvedbo prepoznave imenskih 

entitet.  

Vhodna oblika: 

tabela z zgolj enim 

stolpcem, ki vključuje 

besedilo zapisov, kje se 

nahaja izvirna oblika 

besedila. 

 

Izhodna oblika:  

tabela z zgolj enim 

preimenovanim stolpcem, 

ki vključuje besedilo 

zapisov, kje se nahaja 

izvirna oblika besedila. 

Uporaba modela za 

določanje imenskih 

entitet. 

V fazi se izvede prepoznavanje 

imenskih entitet v individualnih 

zapisih na podlagi predizdelanega 

modela. Uporabljeni predizdelani 

Vhodna oblika: 

predizdelani model za 

prepoznavanje imenskih 

entitet s specifikacijo za 

samostojno prepoznavanje 
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model BERT: »bert-large-NER« 

(BERT-large-NER 2023).  

ne glede na tip entitete in 

tabela z izvirnim besedilom 

zapisov. 

 

Izhodna oblika:  

tabela s prepoznanimi 

imenskimi entitetami. 

Urejanje podatkov – 

pretvorba teksta v 

dokumente  

(podproces). 

V aktivnosti so bila besedila 

izvornih zapisov pretvorjena v 

programski objekt, imenovan 

»dokument«, ki omogoča lažjo 

obdelavo podatkov, posebej za 

namen zagotavljanja kakovosti 

podatkov. 

Vhodna oblika: 

tabela s prepoznanimi 

imenskimi entitetami. 

 

Izhodna oblika:  

tabela s prepoznanimi 

imenskimi entitetami, 

vključno z objektnim 

poljem »dokument«. 

 

Urejanje podatkov – 

čiščenje besedila 

(podproces). 

Faza vključuje več aktivnosti, 

namenjenih t. i. čiščenju besedila, 

in sicer z namenom izločevanja 

nepotrebnih podatkov zaradi lažje 

ekstrapolacije imenskih entitet. 

Vhodna oblika: 

tabela s prepoznanimi 

imenskimi entitetami, 

vključno z objektnim 

poljem »dokument«. 

 

Izhodna oblika:  

tabela s prepoznanimi 

imenskimi entitetami, ki ne 

vključuje nepotrebnega 

besedila in nepotrebnih 

znakov. 

Ekstrakcija besedila 

iz programskega 

objekta dokument. 

V tej fazi se izvede ekstrakcija 

besedila, ki vključuje prepoznane 

imenske entitete v navadno 

besedilo (zapis) zaradi lažjega 

združevanja in manipulacije s 

podatki individualnega zapisa. 

Vhodna oblika: 

tabela s prepoznanimi 

imenskimi entitetami, ki ne 

vključuje nepotrebnega 

besedila in nepotrebnih 

znakov. 

 

Izhodna oblika:  

tabela s prepoznanimi 

imenskimi entitetami, ki ne 

vključuje nepotrebnega 

besedila in nepotrebnih 

znakov v obliki dokumenta 
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in v obliki navadnega 

besedila (zapisa). 

Združevanje 

podatkov. 

V aktivnosti delotoka se izvede 

proces združevanja podatkov 

identificiranih imenskih entitet 

glede na individualen izvirni zapis. 

Vhodna oblika: 

tabela, ki vključuje izvirno 

besedilo zapisov, ter tabela, 

kjer se nahajajo prepoznane 

imenske entitete. 

 

Izhodna oblika:  

tabela, kjer so združeni 

izvirni zapisi in prepoznane 

imenske entitete, ki jim 

pripadajo. 

Omejevanje obsega – 

stolpci. 

Izločevanje vseh nepotrebnih 

podatkov, ki so bili ustvarjeni v 

okviru delotoka. 

Vhodna oblika: 

tabela, kjer so združeni 

izvirni zapisi in prepoznane 

imenske entitete, ki jim 

pripadajo, in ostali podatki, 

ki so bili ustvarjeni v okviru 

delotoka. 

 

Izhodna oblika:  

tabela z zgolj dvema 

stolpcema, in sicer s 

stolpcem, ki vključuje 

izvirno besedilo zapisov, in 

stolpcem, kjer se nahajajo 

prepoznane posamezne 

imenske entitete glede na 

individualen izvirni zapis.  

Vir: KNIME 2024.  

 

Na sliki 18 je prikazan podproces za urejanje podatkov pri izdelavi modela za prepoznavo 

imenskih entitet, v okviru katerega se izvede urejanje podatkov predvsem z namenom 

izločevanje nepotrebne vsebine in omejevanja obsega obdelave podatkov. 
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Slika 18: Delotok – podproces za urejanje podatkov pri prepoznavanju imenskih 

entitet – BERT  

 
Vir: KNIME 2024.  

 

Na sliki 19 je prikazan tretji delotok prepoznavanja imenskih entitet z uporabo 

predizdelanega modela, ki je bil izveden z uporabo arhitekture in integriranega 

predizdelanega modela SPACY (2023). 

 

Slika 19: Delotok – uporaba modela za prepoznavo imenskih entitet SPACY 

 

 
Vir: KNIME 2024.  
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Tabela 4: Faze prepoznave imenskih entitet – SPACY  

Faza Opis Vhodni/izhodni podatki 

Zajem podatkov 

(uvoz zapisov). 

Zajem podatkov predstavlja uvoz 

posameznih nestrukturiranih 

zapisov (člankov) v digitalni obliki 

v orodje KNIME (2024). Format 

datotek, ki je bil izbran za uvoz 

podatkov člankov, je TXT 

(tekstovna datoteka) (TXT 2023). 

Datoteka, ki je bila uvožena, že 

vključuje agregirano obliko vseh 

individualni zapisov, in sicer vsak 

zapis v novi vrstici. 

Vhodna oblika: 

individualne datoteke v 

TXT-formatu (TXT 2023). 

 

Izhodna oblika:  

tabela z individualnimi 

zapisi, ki vključujejo 

besedilo posamezne 

tekstovne datoteke. 

Časovno merjenje – 

začetek. 

Aktivnost je namenjena merjenju 

časa, ki je potreben za izvedbo 

delotoka prepoznavanja imenskih 

entitet. Aktivnost ne vpliva na 

vsebinsko ali strukturno obdelavo 

podatkov in ne spreminja 

obstoječih podatkov. 

 

Omejevanje obsega – 

stolpci. 

Izločevanje vseh nepotrebnih 

podatkov, ki so bili zajeti ob uvozu 

izvirnih zapisov (metapodatkov). 

Vhodna oblika: 

tabela z besedili zapisov in 

povezanimi podatki v obliki 

stolpcev. 

 

Izhodna oblika:  

tabela z zgolj enim 

stolpcem, ki vključuje 

besedilo zapisov, kjer se 

nahaja izvirna oblika 

besedila. 

Pretvorba besedila v 

dokumente. 

Zaradi nadaljnjega programskega 

obdelovanja besedila izvirnih 

zapisov so bili ti pretvorjeni v 

programski objekt, imenovan 

»dokument«, ki omogoča lažjo 

obdelavo podatkov, posebej v delu 

možnega dodajanja opisnih vsebin. 

Vhodna oblika: 

tabela z izvirnim besedilom 

zapisov. 

 

Izhodna oblika:  

tabela z izvirnim besedilom 

zapisov, vključno z 

objektnim poljem tipa 

»dokument«. 
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Uporaba modela za 

določanje imenskih 

entitet. 

V tej fazi se izvede prepoznavanje 

imenskih entitet v individualnih 

zapisih na podlagi predizdelanega 

modela.  

 

Uporabljeni predizdelani model: 

- za angleški jezik: en-core-

web-lg (En-core-web-lg  

2023). 

- za slovenski jezik: 

sl_core_news_lg 

(sl_core_news_lg 2023). 

Vhodna oblika: 

predizdelani model za 

prepoznavanje imenskih 

entitet s specifikacijo za 

samostojno prepoznavanje 

glede na tip entitete in tabela 

z izvirnim besedilom 

zapisov s pretvorjenim 

objektnim poljem 

»dokument«. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi in 

prepoznanimi imenskimi 

entitetami v obliki gruče 

podatkov v dokumentu. 

Filtriranje 

prepoznanih 

imenskih entitet. 

V tej fazi se izvede prepoznavanje 

in filtriranje imenskih entitet, ki 

pripadajo določenemu tipu entitete. 

Filter je določen na način, da filtrira 

in obdrži naslednje tipe entitet: 

Date, Location, Organization, 

Person, Date (KNIME 2024). 

Vhodna oblika: 

tabela z izvirnimi zapisi in 

prepoznanimi imenskimi 

entitetami v obliki gruče 

podatkov v dokumentu. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi ter 

prepoznanimi in filtriranimi 

imenskimi entitetami v 

obliki dokumenta. 

Izdelava skupin 

besed. 

Izdelava skupin ključnih besed na 

podlagi prepoznanih imenskih 

entitet. 

Vhodna oblika: 

tabela z izvirnimi zapisi ter 

prepoznanimi in filtriranimi 

imenskimi entitetami v 

obliki dokumenta. 

 

Izhodna oblika:  

tabela s pretvorjenim 

objektnim poljem tipa 

»dokument« in besedilom 

zapisa s pripadajočimi 

skupinami (vrečami) 

ključnih besed. 

Pretvorba tipov 

imenskih entitet v 

navadno besedilo. 

V aktivnosti se izvede pretvorba 

programskega objekta »tag« 

(oznaka) individualnega tipa 

Vhodna oblika: 

tabela s pretvorjenim 

objektnim poljem tipa 
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imenske entitete v navadno 

besedilo (zapis) zaradi lažjega 

združevanja in manipulacije s 

podatki individualnega zapisa. 

»dokument« in besedilom 

zapisa s pripadajočimi 

skupinami (vrečami) 

ključnih besed. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi in 

pretvorjenimi oznakami 

individualnih tipov 

imenskih entitet v obliki 

navadnega besedila 

(zapisa). 

Pretvorba 

prepoznanih 

imenskih entitet v 

navadno besedilo. 

V tej fazi se izvede pretvorba iz 

programskega objekta »term« 

(entiteta) posamezno identificirane 

imenske entitete v navadno 

besedilo (zapis) zaradi lažjega 

združevanja in manipulacije s 

podatki individualnega zapisa. 

Vhodna oblika: 

tabela z izvirnimi zapisi in 

pretvorjenimi oznakami 

individualnih tipov 

imenskih entitet v obliki 

navadnega besedila 

(zapisa). 

 

Izhodna oblika:  

tabela z izvirnimi zapisi in 

pretvorjenimi oznakami 

individualnih tipov 

imenskih entitet ter 

prepoznanih imenskih 

entitet v obliki navadnega 

besedila (zapisa).  

Omejevanje obsega – 

stolpci. 

Izločevanje vseh nepotrebnih 

podatkov, ki so bili ustvarjeni v 

okviru delotoka. 

Vhodna oblika: 

tabela z izvirnimi zapisi in 

prepoznanimi, filtriranimi 

in imenskimi entitetami v 

obliki navadnega besedila 

(zapisa) ter ostalimi 

programskimi objekti. 

 

Izhodna oblika:  

tabela z zgolj dvema 

stolpcema, in sicer s 

stolpcem, ki vključuje 

izvirno besedilo zapisov 

(večkratni zapisi glede na 

število identificiranih 
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imenskih entitet, ki 

pripadajo posameznemu 

zapisu), in stolpcem, kjer se 

nahajajo prepoznane 

posamezne imenske entitete 

glede na individualen izvirni 

zapis. 

Združevanje 

podatkov. 

V zadnji aktivnosti delotoka se 

izvede proces združevanja 

podatkov identificiranih imenskih 

entitet glede na individualen izvirni 

zapis. 

Vhodna oblika: 

tabela z zgolj dvema 

stolpcema, in sicer s 

stolpcem, ki vključuje 

izvirno besedilo zapisov 

(večkratni zapisi glede na 

število identificiranih 

imenskih entitet, ki 

pripadajo posameznemu 

zapisu), in stolpcem, kjer se 

nahajajo prepoznane 

posamezne imenske entitete 

glede na individualen izvirni 

zapis. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi in 

združenimi prepoznanimi 

imenskimi entitetami glede 

na individualen izbirni 

zapis. 

Časovno merjenje – 

zaključek. 

Aktivnost je namenjena merjenju 

časa, ki je potreben za izvedbo 

delotoka prepoznavanja imenskih 

entitet. Aktivnost ne vpliva na 

vsebinsko ali strukturno obdelavo 

podatkov in ne spreminja 

obstoječih podatkov. Aktivnost se 

ustavi in v sekundah izmeri čas, ki 

je bil potreben za izvedbo vseh faz 

in aktivnosti delotoka. 

 

Vir: KNIME 2024.  

 

Na sliki 20 je prikazan delotok izdelave mrežnega prikaza za predstavitev koncentracije 

prepoznanih individualnih imenskih entitet glede na izvirni zapis in določen tematski model. 

Kot vhodna vrednost izvedbenih aktivnosti je bil uporabljen rezultat delotoka prepoznave 

imenskih entitet, vključno z rezultatom delotoka izdelave tematskega modela. 
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Slika 20: Delotok – izdelava mrežnega prikaza 

 

 
Vir: KNIME 2024.  

 

Tabela 5: Faze izdelave mrežnega prikaza  

Faza Opis Vhodni/izhodni podatki 

Izdelava mreže. Pri izdelavi mreže se izvede 

inicializacija mreže z osnovnimi 

parametri za izgradnjo končnega 

prikaza. 

Vhodna oblika: 

/ 

 

Izhodna oblika:  

osnovna mreža z osnovnimi 

parametri. 

Opredelitev 

parametrov prikaza. 

V aktivnosti se izvede nastavitev 

parametrov prikaza za izdelavo 

mrežnega postavitve.  

Vhodna oblika: 

podatki o prepoznanih 

individualnih imenskih 

entitetah kot individualen 

zapis, povezan z izvirnim 

zapisom in določenim 

tematskim modelom, 

vključno z inicializacijo 

mreže. 

 

Izhodna oblika:  

osnovna mreža s 

posodobljenimi parametri. 

Opredelitev  

funkcionalnih  

parametrov. 

V aktivnosti se izvede nastavitev 

funkcionalnih parametrov prikaza 

za izdelavo mrežne postavitve. 

Vhodna oblika: 

podatki o prepoznanih 

individualnih imenskih 

entitetah kot individualen 

zapis, povezan z izvirnim 

zapisom in določenim 
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tematskim modelom, 

vključno z osnovno mrežo s 

posodobljenimi parametri. 

 

Izhodna oblika:  

končna mreža, pripravljena 

za vizualizacijo. 

Prikaz rezultatov. V aktivnosti se izvede vizualna 

predstavitev rezultatov delotoka. 

Vhodna oblika: 

končna mreža, pripravljena 

za vizualizacijo. 

 

Izhodna oblika:  

grafični prikaz rezultatov – 

koncentracije prepoznanih 

imenskih entitet glede na 

določen tematski model. 

 

Vir: KNIME 2024. 

 

3.3.6 Analiza vsebine in izdelava tematskih modelov  

 

V okviru drugega delotoka je bila za potrebe identifikacije vsebine nestrukturiranega 

besedila in izdelavo tematskih modelov uporabljena metoda Latent Dirichlet Allocation – 

LDA (Blei idr. 2003, 993−1022). 

 

Onan (2018) navaja, da je prepoznavanje vsebine pomembna raziskovalna smer, ki vključuje 

več področij, kot so iskanje informacij, ekstrakcija informacij in kategorizacija besedil. V 

nadaljevanju Onan (2018) izpostavlja, da LDA (Blei idr. 2003, 993−1022) lahko premaga 

problem velike dimenzionalnosti modela vektorskega prostora, vendar je prepoznavanje 

ustreznih parametrov ključnega pomena za delovanje LDA (Blei idr. 2003, 993−1022). V 

okviru raziskave je bilo posledično primerjalno uporabljenih več različnih parametrov za 

doseganje čim boljših rezultatov. 

 

Garcia-Pablos idr. (2018) ravno tako izpostavljajo pomembnost izdelave kakovostnih 

tematskih modelov, predvsem za nadaljnje doseganje dobrih rezultatov pri nadzorovanem 

ali nenadzorovanem pristopu klasifikacije vsebine.   

 

Izdelava tematskih modelov predstavlja pristop, znotraj katerega lahko dosežemo 

prepoznavo vsebine skozi določanje tem, iz katerih je možno raztolmačiti osnovni pomen 

vsebine. Arora idr. (2020, 1) menijo, da je določanje tematskih modelov uporabna oblika za 

redukcijo dimenzij in analizo vsebine pri obdelavi velikih količin podatkov. Da bi lahko 

dosegli čim bolj samostojno obdelavo podatkov v kontekstu prepoznave vsebine, je bilo 

treba pristopiti k razvoju specializiranih algoritmov, katerih cilj je bil izdelati tematske 

modele z zasledovanjem izhodišč, kjer naj bi se vsebina določala glede na največjo 
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verjetnost v postopku določanja modela. Izdelava tematskih modelov tako predstavlja eno 

od možnih oblik prepoznave in kategorizacije vsebine, vseeno pa njena učinkovitost še 

vedno predstavlja določen izziv, s katerim se je treba soočiti. 

 

Asmussen in Møller (2019) metodo izdelave tematskih modelov LDA opredeljujeta kot 

nenadzorovano verjetnostno metodo modeliranja, ki išče in določi teme iz individualnih 

besedil. Tema je opredeljena kot gruča, za katero je značilna porazdelitev glede na 

identificirane ključne besede. LDA analizira besede v vsakem izvirnem zapisu in izračuna 

skupno porazdelitev verjetnosti med opazovanimi elementi, tj. besedami v zapisu in 

neopazovanimi, skritimi oziroma latentnimi deli zapisov. Pri metodi LDA se praviloma 

uporablja dodatna metoda izdelave »vreče besed«, kjer se semantika in pomen stavkov ne 

ocenjujeta. Namesto tega metoda ocenjuje pogostost besed glede na dani zapis, zato se 

domneva, da bodo najpogostejše besede znotraj določene teme predstavljale tudi vsebino 

teme. Podobno opredelitev so podali tudi Blei idr. (2003, 993−1022), ki pravijo, da je metoda 

Latent Dirichlet Allocation namenjena izdelavi verjetnostnega generativnega modela 

podatkov, ki jih obdeluje.  

 

Na sliki 21 je prikazan del krovnega delotoka izvedbe klasifikacije nestrukturiranih besedil 

na podlagi strojnega učenja, in sicer delotok za izdelavo tematskih modelov. Delotok je 

razdeljen na tri sekcije, ki so izvedbeno povezane: 

• uvoz izvirnih zapisov v nestrukturirani obliki (besedila), 

• izvedba podprocesa urejanja podatkov ter 

• identifikacija ključnih besed, izdelava povezanih kategorij in izdelava tematskih 

modelov. 

 

Slika 21: Delotok – izdelava tematskih modelov v orodju KNIME  

 

 
Vir: KNIME 2024. 

 

https://journalofbigdata.springeropen.com/articles/10.1186/s40537-019-0255-7#auth-Charles-M_ller-Aff1
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V tabeli 6 so dokumentirani koraki faze zajema vhodnih podatkov, vključno z vhodno 

vrednostjo in obliko ter izhodno vrednostjo in obliko ter parametri. 

 

Tabela 6: Aktivnosti pri izdelavi tematskih modelov – zajem izvirnih zapisov 

Faza Opis Vhodni/izhodni podatki 

Zajem podatkov. Zajem podatkov predstavlja uvoz 

posameznih nestrukturiranih 

zapisov (člankov) v digitalni obliki 

v orodje KNIME (2024). Izbrani 

format datotek za uvoz podatkov 

člankov je TXT (tekstovna 

datoteka) (TXT 2023). Datoteka, ki 

je bila uvožena, že vključuje 

agregirano obliko vseh 

individualni zapisov, in sicer vsak 

zapis v novi vrstici, vključno z 

identificiranimi imenskimi 

entitetami iz prvega krovnega 

delotoka. 

Vhodna oblika: 

individualne datoteke v 

TXT-formatu (TXT 2023). 

 

Izhodna oblika:  

tabela z individualnimi 

zapisi, ki vključujejo 

besedilo posamezne 

tekstovne datoteke, 

vključno z identificiranimi 

imenskimi entitetami iz 

prvega krovnega delotoka. 

Preimenovanje 

stolpca tabele. 

Preimenovanje stolpca tabele, v 

okviru katerega dobi jasno oznako, 

da shranjuje besedilo posameznega 

uvoženega zapisa. Namenjeno je 

kasnejšemu lažjemu sledenju polni 

vsebini besedila, ki je bil prvotno 

uvoženo v delotok. 

Vhodna oblika: 

tabela z besedili zapisov z 

generično imenovanim 

stolpcem. 

 

Izhodna oblika:  

tabela z besedili zapisov z 

jasno poimenovanim 

stolpcem, kjer se nahaja 

izvirna oblika besedila. 

Izločevanje praznih 

sektorjev. 

Urejanje teksta z namenom 

izločevanja praznih sektorjev v 

besedilu zapisa t. i. »white space«. 

Namen je izločiti dva ali več 

presledkov skupaj in prelome 

vrstic. 

Vhodna oblika: 

tabela z besedilom zapisa, ki 

vključuje prazna območja v 

besedilu. 

 

Izhodna oblika:  

tabela z besedilom zapisa, ki 

ima iz besedila izločena 

prazna območja. 

Deduplikacija 

vsebine. 

Urejanje zapisov z namenom 

izločevanja identičnih zapisov. 

Namen je izločiti morebitno 

podvojeno/identično vsebino 

individualnih zapisov. 

Vhodna oblika: 

tabela z besedili zapisov, ki 

lahko vključuje 

podvojene/identične zapise. 
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Izhodna oblika:  

tabela z besedili zapisov, ki 

ima izločene 

podvojene/identične zapise. 

Pretvorba besedila v 

dokumente. 

V aktivnosti se izvede pretvorba 

izvirnih zapisov v programski 

objekt tipa »dokument«, ki 

omogoča lažjo obdelavo podatkov, 

posebej v delu možnega dodajanja 

opisnih vsebin.  

Vhodna oblika: 

tabela z izvirnim besedilom 

zapisov. 

 

Izhodna oblika:  

tabela z izvirnim besedilom 

zapisov in objektno polje 

tipa »dokument«. 

Vir: KNIME 2024. 

 

Slika 22: Izdelava tematskih modelov – faza zajema podatkov 

 

 
 

Vir: KNIME 2024. 

 

Zajem vhodnih dokumentov oziroma zapisov (glej sliko 22) je lahko omejen na specifično 

vrsto datoteke, kot je npr. TXT (2023), lahko pa se uvozi kakršnokoli obliko, ki jo podpira 

funkcija uvoza in razčlenjevanja besedil v okviru orodja KNIME (2024). 

 

Slika 23: Izdelava tematskih modelov – faza urejanja besedil (predprocesiranje 

podatkov) 

 
Vir: KNIME 2024. 
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V tabeli 7 so dokumentirani koraki faze urejanja besedil (glej sliko 23) oziroma 

predprocesiranja podatkov, vključno z vhodno vrednostjo in obliko in izhodno vrednostjo in 

obliko ter parametri. 

 

Tabela 7: Aktivnosti pri izdelavi tematskih modelov – urejanje besedil 

(predprocesiranje podatkov) 

Faza Opis Vhodni/izhodni podatki 

Urejanje besedil 

(izločevanje enojnih 

narekovajev, 

strukturnih oznak in 

ločil). 

V aktivnosti se izvede 

obdelava besedila v 

objektnem polju tipa 

»dokument«. V besedilu 

zapisa se izloči 

identificirane strukturne 

oznake (npr. strukturne 

oznake), enojne narekovaje 

in ločila. 

Vhodna oblika: 

tabela z izvirnim besedilom zapisov, 

vključno z objektnim poljem tipa 

»dokument«. 

 

Izhodna oblika: 

tabela z izvirnim besedilom zapisov, 

vključno s tabelo z obdelanim 

objektnim poljem tipa »dokument« 

in besedilom zapisa, ki ne vključuje 

identificiranih strukturnih oznak, 

enojnih narekovajev in ločil. 

Izločitev številk. Iz besedila izvirnega zapisa 

se izloči vse številke. 

Vhodna oblika: 

tabela z izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 

objektnim poljem tipa »dokument« 

in besedilom zapisa, ki ne vključuje 

identificiranih strukturnih oznak, 

enojnih narekovajev in ločil. 

 

Izhodna oblika:  

tabela z izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 

objektnim poljem »dokument« in 

besedilom zapisa, ki ne vključuje 

številk. 

Izločitev besed glede 

na njihovo dolžino. 

Aktivnost, v okviru katere 

se iz besedila zapisa izloči 

besede, ki so krajše od 

predhodno določene 

dolžine. 

Vhodna oblika: 

tabela z izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 

objektnim poljem tipa »dokument« 

in besedilom zapisa, ki ne vključuje 

številk.  

 

Izhodna oblika:  

tabela z izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 
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objektnim poljem tipa »dokument« 

in besedilom zapisa, ki ne vključuje 

besed, ki so krajše od predhodno 

določene dolžine. 

Pretvorba besedila iz 

velikih v male črke. 

Aktivnost, v kateri se 

izvede pretvorba besedila v 

male črke. 

Vhodna oblika: 

tabela z izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 

objektnim poljem tipa »dokument« 

in besedilom zapisa, ki ne vključuje 

besed, ki so krajše od predhodno 

določene, tj. nastavljene dolžine. 

 

Izhodna oblika:  

tabela z izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 

objektnim poljem tipa »dokument« 

in besedilom zapisa, kjer imajo vse 

besede v besedilu male črke. 

Izločitev 

nedovoljenih besed. 

Aktivnost, pri kateri se iz 

besedila zapisa izloči 

nedovoljene besede, ki niso 

predvidene kot del 

dovoljenih besed za 

identifikacijo in izdelavo 

tematskih modelov. 

Vhodna oblika: 

predhodno pripravljen seznam – 

datoteka v tekstovnem formatu 

(tabela), ki vključuje individualne 

besede za izločevanje, in tabela z 

izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 

objektnim poljem tipa »dokument« 

in besedilom zapisa, ki ne vključuje 

besed, ki so krajše od določene 

dolžine. 

 

Izhodna oblika:  

tabela z izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 

objektnim poljem »dokument« in 

besedilom zapisa, ki ne vključuje 

nedovoljenih besed. 

Izločitev 

nedovoljenih 

simbolov in znakov. 

Aktivnost, v okviru katere 

se iz besedila izvirnega 

zapisa izloči nedovoljene 

znake in simbole. 

Vhodna oblika: 

tabela z izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 

objektnim poljem tipa »dokument« 

in besedilom zapisa, ki ne vključuje 

nedovoljenih besed. 
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Izhodna oblika:  

tabela z izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 

objektnim poljem »dokument« in 

besedilom zapisa, ki ne vključuje 

nedovoljenih simbolov in znakov. 

Omejevanje obsega. Opcijska aktivnost, v kateri 

se izloči vse podatke z 

izjemo pretvorjenega 

objektnega polja 

»dokument«. 

Vhodna oblika: 

tabela z izvirnim besedilom zapisov, 

vključno s tabelo s pretvorjenim 

objektnim poljem »dokument« in 

besedilom zapisa, ki ne vključuje 

nedovoljenih simbolov. 

 

Izhodna oblika:  

tabela s pretvorjenim objektnim 

poljem tipa »dokument« in 

besedilom zapisa.  

Vir: KNIME 2024. 

 

Slika 24: Izdelava tematskih modelov – faza identifikacije vsebin in določanja 

tematskih modelov 

 
Vir: KNIME 2024. 

 

V tabeli 8 so dokumentirani koraki faze identifikacije vsebin in določanja tematskih modelov 

(glej sliko 24), vključno z vhodno vrednostjo in obliko in izhodno vrednostjo in obliko ter 

parametri. 
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Tabela 8: Aktivnosti pri izdelavi tematskih modelov – sklop identifikacije vsebin in 

določanja tematskih modelov 

Faza Opis Vhodni/izhodni podatki 

Izdelava tematskih 

modelov. 

V tej aktivnosti sistem na 

podlagi predhodno 

določenih parametrov 

izvede analizo vsebine in 

identificira tematske 

modele glede na predhodno 

pripravljeno objektno polje 

tipa »dokument«. V okviru 

določitve parametrov je bil 

določen obseg 

pričakovanih tematskih 

modelov v obliki števila 

predvidenih tematskih 

modelov in števila ključnih 

besed, ki naj bi pripadale 

posameznemu 

identificiranemu 

tematskemu modelu. 

Parametri izdelave 

tematskih modelov so tako 

predvideli izdelavo petih 

tem in osmih besed na 

posamezno identificirano 

temo. 

Vhodna oblika: 

tabela s pretvorjenim objektnim 

poljem tipa »dokument« in urejenim 

besedilom glede na aktivnosti iz 

faze predprocesiranja besedila. 

 

Izhodna oblika:  

tabela s pretvorjenim objektnim 

poljem tipa »dokument« in vsebino 

izvirnega zapisa, ki ima za vsak 

individualen izvirni zapis določen 

tematski model glede na izračunano 

verjetnost. 

 

Tabela z identificiranimi tematskimi 

modeli (temami) in naborom besed, 

ki so bile določene v okviru 

individualno identificiranega 

tematskega modela, ter izračunano 

utežjo verjetnosti ključnih besed, ki 

so določene v individualnem 

tematskem modelu.  

Združevanje besed 

posameznega 

tematskega modela. 

V aktivnosti združevanja se 

izvede izdelovanje gruč 

ključnih besed v povezavi z 

individualno 

identificiranim tematskim 

modelom. 

Vhodna oblika: 

tabela z identificiranimi tematskimi 

modeli (temami) in naborom besed, 

ki so bile določene v okviru 

individualno identificiranega 

tematskega modela, ter izračunano 

utežjo verjetnosti ključnih besed, ki 

so določene v individualnem 

tematskem modelu. 

 

Izhodna oblika:  

tabela z oznakami tematskih 

modelov in naborom besed v 

identificiranem zaporedju, ki so 

določeni, da pripadajo 
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individualnemu tematskemu 

modelu.  

Grafični prikaz 

podatkov. 

V aktivnosti se izvede 

vizualizacija določenih 

tematskih modelov. 

Vhodna oblika: 

tabela z oznakami tematskih 

modelov in naborom besed, ki 

pripadajo posamezni temi, ter 

indeks verjetnosti posamezne 

besede, da pripada posameznemu 

tematskemu modelu. 

 

Izhodna oblika:  

grafični prikaz izdelanih tematskih 

modelov. 

Združevanje izvirnih 

zapisov z izdelanimi 

tematskimi modeli. 

Združevanje izvirnih 

zapisov z izdelanimi in 

določenimi tematskimi 

modeli. 

Vhodna oblika: 

tabela z izvirnimi zapisi in tabela s 

pretvorjenim objektnim poljem tipa 

»dokument« in besedilom izvirnega 

zapisa, ki ima za vsak posamezen 

dokument/zapis določeno oceno 

verjetnosti glede na posamezne 

identificirane teme in določeno 

končno temo za posamezen 

dokument/zapis. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi in besedili 

izvirnih zapisov, ki ima za vsak 

individualen zapis določen tematski 

model. 

Izvoz podatkov 

izvirnih zapisov. 

V aktivnosti se izvede 

izvoz izvirnih zapisov z 

identificiranimi tematskimi 

modeli.  

Vhodna oblika: 

tabela z izvirnimi zapisi in 

besedilom izvirnega zapisa, ki ima 

za vsak individualen izvirni zapis 

določen tematski model ter 

identificirane imenske entitete. 

 

Izhodna oblika:  

CSV (2023) – datoteka, ki vključuje 

rezultat delotoka izdelave tematskih 

modelov. 

Izvoz podatkov 

identificiranih 

tematskih modelov. 

V aktivnosti se izvede 

izvoz zapisov določenih 

tematskih modelov.  

Vhodna oblika: 

tabela z oznakami tem in seznamom 

besed v zaporednem zapisu, ki 
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pripadajo individualno 

identificiranemu tematskemu 

modelu. 

 

Izhodna oblika:  

CSV (2023) – datoteka z vsebino, iz 

katere so razvidni določeni tematski 

modeli. 

Vir: KNIME 2024. 

 

Na sliki 25 je prikazan delotok za izdelavo analize gruč ter mrežnega prikaza ključnih besed 

v okviru identificiranih tematskih modelov. 

 

Slika 25: Analiza gruč ter mrežnega prikaza ključnih besed v okviru identificiranih 

tematskih modelov 

 
Vir: KNIME 2024. 

 

V tabeli 9 so dokumentirani koraki izdelave analize gruč ter mrežnega prikaza ključnih besed 

v okviru identificiranih tematskih modelov. 

 

Tabela 9: Izdelava analize gruč ter mrežnega prikaza ključnih besed v okviru 

identificiranih tematskih modelov 

Faza Opis Vhodni/izhodni podatki 

Izbira 

predizdelanega 

modela za izvedbo 

vektorizacije 

(analiza gruč). 

V tej fazi se izvede izbira 

predizdelanega modela za 

vektorizacijo dokumentov. 

Uporabljeni model: 

Vhodna oblika: 

/ 

 

Izhodna oblika:  

izbrani predizdelani model za 

izvedbo vektorizacije. 
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- en_core_web_sm 

(En-core-web-sm  

2023). 

Pretvorba 

dokumentov v 

vektorsko obliko 

(analiza gruč). 

V aktivnosti se izvede 

pretvorba izvirnih zapisov 

(dokumentov) v vektorsko 

obliko na podlagi 

predizbranega modela. 

Vhodna oblika: 

izbrani predizdelani model za 

vektorizacijo dokumentov in tabela 

z izvirnimi zapisi v obliki 

objektnega polja »dokument«. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi v obliki 

objektnega polja »dokument« in 

vektorska oblika dokumentov 

(zapisov). 

Redukcija dimenzij 

(analiza gruč). 

V tej fazi se izvede 

zmanjševanje dimenzij in 

predpriprava za 

vizualizacijo z uporabo 

naslednjih pristopov: 

- Principal – 

component analysis 

PCA (Jolliffe in 

Cadima 2016); 

- t-distributed 

stochastic neighbor 

embedding T-SNE 

(Maaten in Hinton 

2008). 

Vhodna oblika: 

tabela z izvirnimi zapisi v obliki 

objektnega polja »dokument« in 

vektorska oblika dokumentov 

(zapisov). 

 

Izhodna oblika:  

tabela z izvirnimi zapisi v obliki 

objektnega polja »dokument« in 

vektorska oblika dokumentov 

(zapisov) z izračunanimi 

dimenzijami v obliki določenih 

gruč. 

Vizualizacija analize 

gruč (analiza gruč). 

V tej aktivnosti se izvede 

prikaz izdelanih gruč 

tematskih modelov in 

ključnih besed na podlagi 

zmanjšanih dimenzij. 

Vhodna oblika: 

tabela z izvirnimi zapisi v obliki 

objektnega polja »dokument« in 

vektorska oblika dokumentov 

(zapisov) z izračunanimi 

dimenzijami v obliki določenih 

gruč. 

 

Izhodna oblika:  

grafični prikaz izdelanih gruč 

tematskih modelov in ključnih 

besed na podlagi zmanjšanih 

dimenzij. 
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Izdelava mreže 

(mrežni prikaz 

tematskih modelov). 

Pri izdelavi mreže se izvede 

inicializacija mreže z 

osnovnimi parametri za 

izgradnjo končnega 

prikaza. 

Vhodna oblika: 

/ 

 

Izhodna oblika:  

osnovna mreža z osnovnimi 

parametri. 

Opredelitev 

parametrov prikaza 

(mrežni prikaz 

tematskih modelov). 

V aktivnosti se izvede 

nastavitev parametrov 

prikaza za izdelavo mrežne 

postavitve. 

Vhodna oblika: 

seznam ključnih besed znotraj 

individualno določenega 

tematskega modela. 

 

Izhodna oblika:  

osnovna mreža s posodobljenimi 

parametri. 

Opredelitev  

funkcionalnih  

parametrov (mrežni 

prikaz tematskih 

modelov). 

V aktivnosti se izvede 

nastavitev funkcionalnih 

parametrov prikaza za 

izdelavo mrežne 

postavitve. 

Vhodna oblika: 

seznam ključnih besed znotraj 

individualno določenega 

tematskega modela, vključno z 

osnovno mrežo s posodobljenimi 

parametri. 

 

Izhodna oblika:  

končna mreža, pripravljena za 

vizualizacijo. 

Prikaz rezultatov 

(mrežni prikaz 

tematskih modelov). 

V aktivnosti se izvede 

vizualna predstavitev 

rezultatov delotoka 

izdelanih tematskih 

modelov.  

Vhodna oblika: 

končna mreža, pripravljena za 

vizualizacijo. 

 

Izhodna oblika:  

grafični prikaz rezultatov – 

tematskih modelov in pripadajočih 

ključnih besed. 

 

Vir: KNIME 2024.  

 

3.3.7 Učenje prepoznavanja nestrukturiranih vsebin in izdelava izvedbenega modela 

klasifikacije vsebin  

 

V drugem delotoku je bilo za potrebe klasifikacije nestrukturiranega besedila uporabljenih 

več pristopov. Z dvema pristopoma je bil izdelan učeči se prediktivni model, z enim 

pristopom pa je bil uporabljen večji predizdelan generativni model. 

 

Za vzpostavitev dveh učečih se prediktivnih modelov sta bili uporabljeni naslednji dve 

metodi: 
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• metoda odločitvenih dreves (angl. Decision tree learning) (Karabadji idr. 2017) in 

• metoda podpornih vektorjev (angl. Support vector machine − SVM) (Cervantes idr. 

2020). 

Za vzpostavitev pristopa, kjer je bil uporabljen večji predizdelan generativni model, je bil 

uporabljen pristop z uporabo odprtokodne platforme za strojno učenje Tensorflow 

(Tensorflow 2023) ter t. i. arhitekture oziroma modela BERT (2023) z uporabo 

predizdelanega modela iz knjižnice TensorFlow Hub (Tensorflow 2023). 

 

Po besedah Akerkarja (2019, 24) odločitveno drevo deluje kot drevesna struktura z začetkom 

na vrhu, ki je določen kot osnovno vozlišče in se razteza do listov, medtem ko vsaka veja 

predstavlja rezultat testiranja. Končna vozlišča predstavljajo klasifikacijske razrede. V 

primeru, da želimo prepoznati neznan vzorec, sistem preveri lastnosti vzorca v skladu z 

izbranim odločitvenim drevesom. V nadaljevanju se izvaja obdelava od korena, tj. vrha 

drevesa, pa vse do končnih vozlišč (listov), ki določajo klasifikacijsko skupino za vzorec, ki 

je predmet obdelave. Pri uporabi metode odločitvenega drevesa se posledično lahko 

pojavljajo težave z vidika kakovosti podatkov, ki se rešujejo s pristopom, ki omogoča t. i. 

obrezovanje. V kontekstu obrezovanja gre za izločevanje kakršnihkoli lastnosti, ki ne nudijo 

boljšega oziroma bolj optimalnega pristopa k določanju pravil. 

 

Akerkar (24) nadalje navaja, da se pri uporabi metode odločitvenega drevesa lahko uporabi 

podatke, kot so na primer nestrukturirana besedila, ki so lahko podlaga za izdelavo 

izvedbenega odločitvenega modela za izvedbo klasifikacije, čemur nato sledi iskanje 

ključnih terminološko opredeljenih indeksov, kot so identificirani tematski modeli, ki 

posledično tvorijo osnovo za sprejemanje odločitev v skladu s pričakovanimi cilji.  

 

V primeru, da določen del obdelanih podatkov (izvirni zapis) vključuje določene besede, kot 

jih v naboru ključnih besed opredeljuje predhodno določen tematski model, se lahko takšna 

obravnava loči v svojo vejo odločitvenega drevesa vse do zadnje še razdeljive opcije, ki 

predstavlja končno opredeljeno klasifikacijo izvirnega zapisa. 

 

Akerkar (25) omenja tudi določene pomanjkljivosti oziroma nekonsistentnosti pri uporabi 

metode odločitvenih dreves, predvsem ko gre za obdelavo velikih količin podatkov, kjer se 

odzivnost in učinkovitost sistema, ki uporablja metodo odločitvenih dreves, zmanjšata, 

zaradi česar so tudi rezultati slabši. Ker se vse operacije izvajajo znotraj povezanih 

aktivnosti, se vsi podatki hranijo neposredno v pomnilniku, kar predstavlja neoptimizirano 

obliko obdelave podatkov. 

 

Metoda podpornih vektorjev predstavlja algoritem strojnega učenja, ki uporablja modele 

nadzorovanega učenja za reševanje težav s kompleksno klasifikacijo, regresijo in 

zaznavanjem izstopnih vrednosti z izvajanjem optimalnih transformacij podatkov, ki 

določajo meje med podatkovnimi točkami na osnovi vnaprej določenih razredov ali oznak 

(Kanade 2022). Metoda podpornih vektorjev se pogosto uporablja pri obdelavi naravnega 

jezika. Podobno Ploj (2013, 9) izpostavlja, da je pri umeščanju zapisov v razrede izjemno 

koristno, če je identificirana možnost, da se podatki med seboj lahko linearno ločijo. Pri 
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metodi podpornih vektorjev se podatki transformirajo v obliko, ki omogoča linearno 

ločljivost in »pri tem upošteva le učne vzorce, ki so blizu odločitvene meje in jih imenuje 

podporni vektorji. Med preslikavo se prosti parametri jedrnih funkcij izberejo tako, da 

dobimo čim širši rob (angleško margin) med podatki različnih razredov« (Ploj 2013, 9). 

 

Gonzáles in Garrido (2021) navajata, da je BERT (angl. Bidirectional Encoder 

Representations from Transformers) model NLP, ki je bil zasnovan za predhodno 

usposabljanje globokih dvosmernih pomenov iz neoznačenega besedila z možnostjo, da se 

po usposabljanju izvedejo dodatne natančne nastavitve za izboljševanje modela (angl. Fine 

tuning) z uporabo označenega besedila za različne naloge NLP.  

 

»TensorFlow je sistem strojnega učenja, ki deluje v velikem obsegu in v heterogenih okoljih. 

Ta arhitektura daje razvijalcu aplikacije prilagodljivost ter omogoča eksperimentiranje z 

novimi metodami optimizacije in algoritmi za učenje. TensorFlow podpira različne 

aplikacije, s poudarkom na učenju in sklepanju z uporabo globokih nevronskih mrež. Izdan 

je kot odprtokodni projekt in se pogosto uporablja za raziskave strojnega učenja« 

(Tensorflow 2023). 

 

»TensorFlow Hub je repozitorij usposobljenih (naučenih) modelov, ki so bili predizdelani z 

uporabo strojnega učenja in ki so pripravljeni za natančno prilagajanje ter jih je mogoče 

uporabiti kjerkoli« (Tensorflow 2023). Namen repozitorija je uporaba že izdelanih modelov, 

kot je npr. BERT (2023), ki omogoča prilagajanje individualnim potrebam glede na zahteve 

po obdelavi podatkov (angl. Fine tunning). 

 

Za uspešno nadaljevanje izvedbe uporabe predizdelanih modelov ali izdelavo novih 

modelov je bila obvezna izvedba predhodnega delotoka, namenjenega izdelavi tematskih 

modelov. Izhodna vrednost prvega delotoka je predstavljala vhodno vrednost za obdelavo v 

drugem delotoku klasifikacije nestrukturiranih vsebin. 

 

Na sliki 26 je predstavljen sklop aktivnosti oziroma delotok učenja prepoznavanja 

nestrukturirane vsebine in izdelave izvedbenega modela klasifikacije vsebine na podlagi 

tematskih modelov. Proces oziroma delotok je sestavljen iz naslednjih sklopov: 

• zajem vhodnih zapisov, 

• predprocesiranje podatkov (podproces je bil vključen tako v delu uporabe 

predizdelanega modela kot tudi v delu uporabe metode odločitvenih dreves (angl. 

Decision tree learning) (Karabadji idr. 2017) in metode podpornih vektorjev (angl. 

Support vector machine − SVM) (Cervantes idr. 2020) ter 

• treniranje/učenje in izdelava izvedbenih odločitvenih modelov. 

 

Ker je tretji pristop z uporabo BERT (2023) in Tensorflow (2023) vključeval uporabo 

predizdelanega modela iz knjižnice TensorHub (Tensorflow 2023), je bil namen, da se 

preveri, ali bi lahko podproces predprocesiranja podatkov vplival na učinkovitost 

klasificiranja v primerjavi s pristopom brez izvedenega podprocesa predprocesiranja 

podatkov.  
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Slika 26: Celoten delotok vzpostavitve izvedbenega modela za klasifikacijo 

nestrukturiranih vsebin 

 
Vir: KNIME 2024. 

 

  



 

 86 

Slika 27: Zajem zapisov z nestrukturirano vsebino ter predprocesiranje in 

vektorizacija v primeru uporabe metod BERT, Decision tree learning in Support 

vector machine – SVM 

 
Vir: KNIME 2024. 

 

V tabeli 10 so predstavljene aktivnosti posameznih sklopov v delu zajema izvirnih zapisov, 

kot so prikazane na sliki 27. 
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Tabela 10: Zajem zapisov z nestrukturirano vsebino ter predprocesiranje in 

vektorizacija v primeru uporabe metod BERT, Decision tree learning in Support 

vector machine – SVM 

Faza Opis Vhodni/izhodni podatki 

Zajem zapisov z 

nestrukturirano 

vsebino in 

določenimi 

tematskimi 

modeli ter 

identificiranimi 

imenskimi 

entitetami. 

Zajem zapisov z nestrukturirano 

vsebino predstavlja aktivnost, v kateri 

se izvede uvoz individualnih zapisov z 

določenimi tematskimi modeli, 

vključno s seznamom ključnih besed in 

identificiranimi imenskimi entitetami. 

Format datotek za uvoz podatkov je 

CSV (2023), ki je bil izbran in 

predstavlja rezultat delotoka za 

izdelavo in določanje tematskih 

modelov in delotoka za prepoznavo 

imenskih entitet.  

Vhodna oblika: 

individualni zapisi, 

agregirani v CSV-formatu 

(CSV 2023).  

 

Izhodna oblika:  

tabela z besedilom zapisa, 

določenimi tematskimi 

modeli, seznamom ključnih 

besed, prepoznanimi 

imenskimi entitetami in 

ostalimi podatki iz 

prejšnjih delotokov. 

Časovno merjenje 

– začetek. 

Aktivnost je namenjena merjenju časa, 

ki je potreben za izvedbo delotoka 

prepoznavanja imenskih entitet. 

Aktivnost ne vpliva na vsebinsko ali 

strukturno obdelavo podatkov in ne 

spreminja obstoječih podatkov. 

 

Omejevanje 

obsega zapisov. 

V tej fazi je bila izvedena omejitev na 

50.000 individualnih zapisov. 

Aktivnost ni v ničemer vplivala na 

strukturo ali vsebino podatkov in ne 

spreminja obstoječih podatkov. 

 

Izločevanje 

podatkov. 

V okviru aktivnosti je bilo izvedeno 

izločevanje nepotrebnih podatkov iz 

prejšnjih delotokov. Omejitev je 

zajemala le besedilo izvirnega zapisa, 

izdelane tematske modele, seznam 

ključnih besed, identificiranih pri 

individualnem tematskem modelu, ter 

prepoznane imenske entitete. 

Vhodna oblika: 

tabela z besedilom zapisa, 

določenimi tematskimi 

modeli, seznamom ključnih 

besed, prepoznanimi 

imenskimi entitetami in 

ostali podatki iz prejšnjih 

delotokov. 

 

Izhodna oblika:  

tabela z besedilom zapisa, 

določenimi tematskimi 

modeli, seznamom ključnih 

besed ter prepoznanimi 

imenskimi entitetami. 
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Preimenovanje 

indeksov. 

V aktivnosti je bilo izvedeno 

preimenovanje določenih indeksov za 

lažjo nadaljnjo obdelavo podatkov.  

Vhodna oblika: 

tabela z besedilom zapisa, 

določenim tematskim 

modelom, seznamom 

ključnih besed ter 

prepoznanimi imenskimi 

entitetami. 

 

Izhodna oblika:  

tabela s preimenovanimi 

indeksi, besedilom zapisa, 

določenimi tematskimi 

modeli, seznamom ključnih 

besed ter prepoznanimi 

imenskimi entitetami. 

Pretvorba 

besedila v 

dokumente. 

Zaradi lažjega programskega 

obdelovanja besedila so bili zapisi  z 

besedilom pretvorjeni v programski 

objekt, imenovan »dokument«, ki 

omogoča lažjo obdelavo podatkov, 

posebej v delu možnega dodajanja 

opisnih vsebin. 

Vhodna oblika: 

tabela s preimenovanimi 

indeksi, besedilom zapisa, 

določenimi tematskimi 

modeli, seznamom ključnih 

besed ter prepoznanimi 

imenskimi entitetami. 

 

Izhodna oblika:  

tabela z besedilom zapisa, 

določenimi tematskimi 

modeli, seznamom ključnih 

besed ter prepoznanimi 

imenskimi entitetami, 

vključno z objektnim 

poljem tipa »dokument«.  

Vir: KNIME 2024. 

 

V primeru uporabe metod BERT (2023), Decision tree learning (Karabadji idr. 2017) in 

Support vector machine – SVM (Cervantes idr. 2020) je bil pred izvedbo pretvorbe izvirnih 

zapisov v vektorsko obliko dodan podpodproces predprocesiranje izvirnih zapisov (glej 

sliko 28). 
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Slika 28: Urejanje podatkov – izvedba predprocesiranja za namen zagotavljanja višje 

kakovosti podatkov 

 
 

 
Vir: KNIME 2024. 

 

V tabeli 11 so dokumentirane posamezne aktivnosti znotraj izvedbe podprocesa urejanja 

podatkov, kot so prikazane na sliki 28.  

 

Tabela 11: Urejanje besedil v delotoku učenja 

Faza/-e Opis Vhodni/izhodni podatki 

Podproces urejanja 

besedil v prvem delu 

vključuje aktivnosti, 

kot so izločevanje 

ločil, krajšanje 

besed, izločevanje, 

številk in pretvorba 

besedila iz velikih v 

male črke. Faza je 

namenjena 

zagotavljanju višje 

kakovosti podatkov. 

Začetne aktivnosti vključujejo 

podobne aktivnosti, kot so bile 

izvedene v okviru delotoka in 

urejanja besedil pri izdelavi 

tematskih modelov. Namen 

urejanja besedil je omejiti 

nekakovostne 

informacije/podatke in 

zagotoviti nabor besed ter 

urediti besedilo do te mere, da 

bo lažja izvedba izdelave 

odločitvenega modela. 

Vhodna oblika: 

tabela z besedilom zapisa, 

določenimi tematskimi modeli, 

seznamom ključnih besed ter 

prepoznanimi imenskimi 

entitetami, vključno z objektnim 

poljem »dokument«. 

 

Izhodna oblika:  

tabela s pretvorjenim objektnim 

poljem tipa »dokument« in 

obdelanim besedilom zapisa, ki 

ne vključuje velikih črk, ločil, 

številk in daljših besed, kot je 

dovoljeno. 
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Izdelovanje lem 

(kakovost podatkov). 

Izvede se krnjenje 

posameznih besed na njihovo 

osnovno obliko. 

Vhodna oblika: 

tabela s pretvorjenim objektnim 

poljem tipa »dokument« in 

obdelanim besedilom zapisa, ki 

ne vključuje velikih črk, ločil, 

številk in daljših besed, kot je 

dovoljeno. 

 

Izhodna oblika:  

tabela s pretvorjenim objektnim 

poljem »dokument« in 

besedilom zapisa, ki ne vključuje 

predhodno izločenih znakov,  

vključuje pa besede v osnovni 

krnjeni obliki. 

Ekstrakcija besedila 

iz programskega 

objekta »dokument« 

(samo v primeru 

klasifikacije BERT 

(2023)). 

Izvede se ekstrakcija besedila, 

ki vključuje urejeno besedilo 

izvirnih zapisov zaradi 

izvedbe delotoka izdelave 

modela in klasificiranja z 

uporabo arhitekture in modela 

BERT (2023).  

Vhodna oblika: 

tabela s pretvorjenim objektnim 

poljem tipa »dokument« in 

urejenim besedilom zapisa, ki 

vključuje predhodno urejene 

besede v osnovni obliki. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi ter 

prepoznanim in urejenim 

besedilom zapisa v obliki 

dokumenta in v obliki navadnega 

besedila (zapisa). 

Izločevanje podatkov 

(samo v primeru 

klasifikacije BERT  

(2023)). 

Izvedeno je bilo izločevanje 

nepotrebnih podatkov iz 

prejšnjih delotokov, kar 

pomeni, da omejitev zajema le 

besedilo, vključeno v izvirnih 

zapisih, in izdelane tematske 

modele, ki pripadajo 

posameznemu 

individualnemu zapisu.  

Vhodna oblika: 

tabela z besedilom zapisa ter 

določenimi tematskimi modeli in 

ostalimi podatki iz prejšnjih 

delotokov. 

 

Izhodna oblika:  

tabela z besedilom zapisa in 

določenimi tematskimi modeli. 

Izdelava skupin 

(vreč) besed. 

V aktivnosti se izvede 

izdelava skupin (vreč) 

ključnih besed, ki se glede na 

pogostost pojavljajo v 

individualnem izvirnem 

zapisu. 

Vhodna oblika: 

tabela s pretvorjenim objektnim 

poljem tipa »dokument« in 

urejenim besedilom zapisa, ki 

vključuje besede v osnovni 

obliki. 
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Izhodna oblika:  

tabela s pretvorjenim objektnim 

poljem »dokument« in urejenim 

besedilom zapisa, vključno z 

izdelanimi skupinami besed. 

Izločevanje skupin 

(vreč) besed. 

Izvede se združevanje 

identificiranih skupin (vreč) 

besed glede na število vseh 

zapisov in pojavnost 

prepoznanih ključnih besed v 

posameznih izvirnih zapisih. 

Dodatno se izvede filtriranje 

skupin (vreč) besed skladno z 

relativno pojavnostjo besed v 

izvirnih zapisih. 

Vhodna oblika: 

tabela s pretvorjenim objektnim 

poljem »dokument« in urejenim 

besedilom zapisa, vključno z 

izdelanimi skupinami besed. 

 

Izhodna oblika:  

tabela s pretvorjenim objektnim 

poljem tipa »dokument«, 

urejenim besedilom zapisa, 

vključno z izdelanimi skupinami 

besed, ter indeksom, 

nanašajočim se na relativnost 

ugotovljenih skupin (vreč) besed. 

Vir: KNIME 2024. 

 

Po zaključenem sklopu predprocesiranja podatkov sta bili izvedeni vektorizacija vsebine in 

izdelava tematskih modelov kot zadnji del sklopa za urejanje podatkov z namenom izdelave 

modela in klasifikacije z uporabo arhitekture in modela Decision tree learning (Karabadji 

idr. 2017) in Support vector machine – SVM (Cervantes idr. 2020) (glej sliko 26).  

 

V primeru izdelave modela in klasifikacije z uporabo arhitekture in modela BERT (2023) s 

predhodno urejenimi podatki koraki v delotoku sledijo enakim korakom, kot so 

dokumentirani v delu izvedbe klasifikacije z metodo BERT (2023) brez urejenih podatkov. 

Veja delotoka je preusmerjena takoj po izvedbi aktivnosti urejanja podatkov (kakovost 

podatkov). 

 

V tabeli 12 so dokumentirane individualne aktivnosti v prvem sklopu delotoka zajema 

izvirnih zapisov in izvedbe urejanja podatkov, kot so predstavljene na sliki 26. 

 

Tabela 12: Ekstrakcija tematskih modelov 

Faza Opis Vhodni/izhodni podatki 

Vektorizacija 

podatkov. 

V aktivnosti se izvede 

pretvorba zapisov v 

večdimenzijsko obliko, tj. 

bitne vektorje.  

Vhodna oblika: 

tabela s pretvorjenim objektnim 

poljem tipa »dokument«, 

urejenim besedilom zapisa, 

vključno z izdelanimi skupinami 

besed, ter indeksom, 
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nanašajočim se na relativnost 

ugotovljenih skupin (vreč) besed. 

 

Izhodna oblika:  

tabela s pretvorjenim objektnim 

poljem tipa »dokument« in 

določenimi indeksi 

identificiranih ključnih besed, ki 

so bile pretvorjene v vektorsko 

obliko glede na posamezen zapis 

in model, uporabljen za izvedbo 

vektorizacije. 

Izvoz tematskih 

modelov. 

V aktivnosti se izvede izvoz 

tematskih modelov, ki so bili 

določeni v prvem delotoku, z 

namenom izdelave 

izvedbenega modela za 

klasifikacijo vsebin. Izvoženi 

tematski modeli predstavljajo 

predvideno kategorizacijo za 

izvedbo klasifikacije, torej 

predstavljajo klasifikacijske 

oznake za izvedbo končne 

klasifikacije.  

Vhodna oblika: 

tabela s pretvorjenim objektnim 

poljem tipa »dokument« in 

določenimi indeksi 

identificiranih ključnih besed v 

vektorski obliki glede na 

posamezen zapis in model, 

uporabljen za izvedbo 

vektorizacije, vključno z 

določenimi parametri za izdelavo 

tematskega modela. 

 

Izhodna oblika:  

tabela s pretvorjenim objektnim 

poljem tipa »dokument« ter 

vektoriziranimi podatki in 

določenimi tematskimi modeli 

glede na individualen zapis. 

Izvoz podatkov v 

vektorski obliki. 

V aktivnosti se izvede izvoz 

podatkov v tabelarično obliko. 

Podatki se lahko uporabijo za 

nadaljnjo obdelavo na 

področju obdelave naravnega 

jezika. 

 

Vhodna oblika: 

tabela s pretvorjenim objektnim 

poljem tipa »dokument« ter 

vektoriziranimi podatki in 

identificiranimi tematskimi 

modeli glede na posamezen 

zapis. 

 

Izhodna oblika:  

Prazna tabela kot programski 

objekt in strukturirana shema. 

Vir: KNIME 2024. 
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V zadnjem delu krovnega delotoka za izvedbo klasifikacije nestrukturiranih besedil z 

uporabo strojnega učenja se je za zastavljene tri pristope, ki so del delotoka, izvedel postopek 

izdelave izvedbenega odločitvenega modela na podlagi učenja in izpeljala klasifikacija 

nestrukturiranih zapisov z uporabo izdelanega odločitvenega modela glede na predhodno 

določene tematske modele (glej sliko 29).  

 

Slika 29: Izdelava izvedbenih odločitvenih modelov za klasifikacijo nestrukturiranih 

besedil 

 
Vir: KNIME 2024. 
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V tabeli 13 so po individualnih korakih predstavljene aktivnosti za različne tri pristope 

izdelave odločitvenega modela skladno s predhodno identificiranimi tematskimi modeli in 

izvirnimi zapisi (glej sliko 29). 

 

Tabela 13: Postopek izdelave odločitvenih modelov 

Faza Opis Vhodni/izhodni podatki 

Ločevanje podatkov 

na podatke, 

namenjene učenju, in 

na podatke, 

namenjene 

preizkušanju 

izdelanega modela. 

V aktivnosti se izvede 

ločevanje podatkov oziroma 

izvirnih posameznih zapisov 

na del podatkov, ki je 

namenjen in uporabljen za 

učenje iz vsebine in izdelavo 

modela za izvedbo 

klasifikacije, in na del 

podatkov, ki je namenjen in 

uporabljen za preizkušanje 

izdelanega odločitvenega 

modela. Podatki so ločeni v 

razmerju 70 % za izvedbo 

učenja ter 30 % za izvedbo 

preizkušanja – izvirni zapisi 

so bili izbrani po načelu 

naključnih zapisov. 

Vhodna oblika: 

tabela s pretvorjenim objektnim 

poljem tipa »dokument« in 

izdelanimi podatki v vektorski 

obliki, vključno z določenim 

tematskim modelom za 

individualen izvirni zapis. 

 

Izhodna oblika:  

tabela s podatki, ki so 

pripravljeni za izdelavo 

odločitvenega modela za izvedbo 

učenja v t. i. ločenem razmerju za 

izvedbo učenja. 

 

Tabela z izvirnimi zapisi, ki so 

namenjeni testiranju natančnosti 

in učinkovitosti izdelanih 

odločitvenih modelov. 

Izbira 

predizdelanega 

modela – le v 

primeru uporabe 

metode BERT 

(2023). 

Korak delotoka je omejen le 

na obdelavo podatkov z 

uporabo metode BERT – 

Tensorflow (BERT 2023; 

Tensorflow 2023). V fazi se 

izvede izbira predizdelanega 

modela iz knjižnice 

HuggingFace (2024), ki je 

prosto dostopna na spletu. 

Uporabljena sta bila modela 

Roberta-large (2023) in Bert-

base-multilingual-cased 

(2023), ki sta optimizirana 

modela za naravno jezikovno 

obdelavo podatkov (NLP). 

Vhodna oblika: 

določitev parametra za izbiro 

predizdelanega modela iz 

knjižnice HuggingFace (2024). 

 

Izhodna oblika:  

uvožen in pripravljen 

predizdelan model za izvedbo 

izdelave odločitvenega modela. 

Izdelava 

prediktivnega 

V tem koraku oziroma 

aktivnosti se izvede učenje na 

obsegu podatkov (izvirnih 

Vhodna oblika: 

tabela s podatki, ki so namenjeni 

učenju in izdelavi odločitvenih 
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odločitvenega 

modela. 

zapisov), ki so pripravljeni za 

izvedbo učenja, in na podlagi 

predhodno določene 

klasifikacije v obliki 

identificiranih tematskih 

modelov. V primeru uporabe 

metode BERT (2023) se je 

izdelava odločitvenega 

modela izvedla z uporabo 

predizdelanega modela. 

modelov za izvedbo klasifikacije 

in v primeru uporabe metode 

BERT (2023), in izbrani 

predizdelan model. 

 

Izhodna oblika:  

izdelan izvedbeni odločitveni 

model, vključno s specifikacijo 

za izvedbo samostojne 

klasifikacije vsebine, ki je 

pripravljen za neposredno 

izvedbo klasifikacije besedil. 

Uporaba izdelanega 

prediktivnega 

odločitvenega 

modela. 

V aktivnosti se z uporabo 

izdelanega prediktivnega 

odločitvenega modela izvede 

klasificiranje podatkov v 

obsegu, kot je bil določen v 

fazi ločevanja na del, 

nanašajoč se na izdelavo 

modela, in na del, nanašajoč 

se na preizkušanje 

učinkovitosti izdelanega 

modela. Namen aktivnosti je 

pridobiti podatke za izvedbo 

meritve učinkovitosti in 

uspešnosti izvedene 

klasifikacije glede na 

predhodno razpoložljive 

podatke o klasifikacijskih 

oznakah individualnega 

izvirnega zapisa.  

Vhodna oblika: 

izdelani odločitveni model s 

specifikacijo za izvedbo 

samostojne klasifikacije vsebine, 

ki je pripravljen za neposredno 

izvedbo klasifikacije besedil. 

 

Tabela s podatki, tj. izvirnimi 

zapisi v obliki dokumentov, ki so 

namenjeni preizkušanju 

učinkovitosti in uspešnosti 

izdelanih odločitvenih modelov. 

 

Izhodna oblika:  

tabela z izvirnimi zapisi v obliki 

dokumentov, ki so predstavljali  

testne podatke, ter predhodno 

identificirana in dokumentirana 

klasifikacija v obliki določenega 

tematskega modela za vsak 

posamezen izvirni zapis. V tabeli 

so dodatno dokumentirane uteži 

in verjetnosti glede na 

posamezen določen tematski 

model in individualno določena 

klasifikacija glede na posamezen 

izvirni zapis, ki so bili vključeni 

v nabor podatkov za izvedbo 

preizkušanja izvedbenega 

odločitvenega modela. 
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Poročilo o 

izvedenem merjenju 

učinkovitosti in 

uspešnosti pri 

uporabi izdelanega 

odločitvenega 

modela. 

V aktivnosti se opravi pregled 

in primerjava izvedene 

klasifikacije na podlagi 

uporabe izdelanega 

odločitvenega modela glede 

na predhodno določene 

klasifikacijske oznake v obliki 

določenih tematskih modelov, 

ki so bili rezultat delotoka 

določanja tematskih modelov. 

Poročilo vključuje analitični 

prikaz dodeljene klasifikacije 

na podlagi izdelanega 

odločitvenega modela v 

povezavi s predhodno znanimi 

in določenimi tematskimi 

modeli. 

Vhodna oblika: 

tabela z izvirnimi zapisi v obliki 

dokumentov, ki so predstavljali 

testne podatke, ter predhodno 

identificirana in dokumentirana 

klasifikacija v obliki določenega 

tematskega modela za vsak 

posamezen izvirni zapis. V tabeli 

so dodatno dokumentirane uteži 

in verjetnosti glede na 

posamezen določen tematski 

model in individualno določena 

klasifikacija glede na posamezen 

izvirni zapis, ki so bili vključeni 

v nabor podatkov za izvedbo 

preizkušanja izvedbenega 

odločitvenega modela. 

 

Izhodna oblika:  

statistični in analitični prikaz 

določenih klasifikacijskih oznak 

na podlagi uporabe izdelanega 

odločitvenega modela glede na 

predhodno določene klasifikacije 

v obliki določenih tematskih 

modelov in odstopanja določenih 

klasifikacij (tematskih modelov) 

glede na izhodiščno določene 

tematske modele v okviru vseh 

zajetih nestrukturiranih zapisov.  

Časovno merjenje – 

zaključek. 

Aktivnost je namenjena 

merjenju časa, ki je potreben 

za izvedbo delotoka izdelave 

modela in izvedbe 

klasifikacije. Aktivnost ne 

vpliva na vsebinsko ali 

strukturno obdelavo podatkov 

in ne spreminja obstoječih 

podatkov. Aktivnost ustavi in 

v sekundah izmeri čas, ki je bil 

potreben za izvedbo vseh faz 

in aktivnosti delotoka.  

 

Vir: KNIME 2024. 
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3.3.8 Izdelava naslova popisne enote in končne oblike popisne enote z izvozom podatkov v 

izvirno obliko 

 

V tretjem delotoku je bil za potrebe izdelave naslova popisne enote uporabljen predizdelan 

model za izvedbo krnjenja besedila oziroma krajšanje in povzemanje vsebine individualnih 

izvirnih zapisov.  

 

Kot navajajo Allahyari idr. (2017) je naloga samodejnega povzemanja besedila ustvariti 

jedrnat in smiseln povzetek ob ohranjanju vsebine ključnih informacij in zagotavljanju 

splošnega pomena. V zadnjih letih so bili razviti številni pristopi za samodejno povzemanje 

besedila. Danes lahko najpogosteje zasledimo uporabo povzemanja vsebine v obliki 

povzetkov pri uporabi internetnih brskalnikov in iskanju po vsebinah, ki jih imajo 

indeksirane. Glavni cilj samodejnega povzemanja je tako ustvariti povzetek, ki vključuje 

glavne ideje ali sporočila izvirne vsebine v čim krajšem obsegu besedila in s čim manjšim 

ponavljanjem besedila. Namen je, da končni uporabnik takšnih povzetkov pridobi ključne 

informacije, ne da bi moral prebrati celoten dokument, s tem pa tudi prihranek na času za 

preverjanje celotne vsebine izvirnega zapisa (El-Kassas idr. 2020). 

 

Allahyari idr. (2017) podajajo dodatno obrazložitev, da je samodejno povzemanje besedila 

zelo zahtevno, saj ko ljudje povzemajo del besedila, ga običajno preberejo v celoti, da se 

praviloma razvije razumevanje vsebine in šele nato izvede pisanje povzetka, v katerem se 

izpostavlja glavne točke oziroma pomembno vsebino. 

 

Metod za izvedbo povzemanja je več, zadnje čase se večinoma uporabljata dve: 

• ekstrakcijsko povzemanje (angl. extractive summarization) in 

• abstraktno povzemanje (angl. abstract summarization). 

 

Ekstrakcijsko povzemanje je metoda, kjer povzemanje vključuje izbiranje najbolj ustreznih 

in relevantnih delov besedila in njihovo sistematično organiziranje. Besedilo, ki sestavlja 

povzetek, je tako identično prevzeto iz izvornega gradiva. Na splošno je samostojno 

ekstrakcijsko povzemanje sestavljeno iz treh glavnih faz: predhodne obdelave, ocenjevanja 

stavkov in izbire stavkov. V fazi predhodne obdelave se običajno izvedejo aktivnosti, kot so 

tokenizacija (izdelava t. i žetonov) ter segmentacija stavkov in odstavkov. V fazi 

ocenjevanja stavkov so stavki prednostno razvrščeni glede na določene kriterije, vsak stavek 

pa se nato individualno ocenjuje. Nazadnje so v fazi izbire stavkov izbrani najboljši oziroma 

najbolje ocenjeni (relevantni) stavki, ki bodo vključeni v končni povzetek. Poseben vpliv in 

enega od temeljnih izzivov pri povzemanju večje količine ločenih zapisov predstavlja 

redundanca, saj je bolj verjetno, da bodo podobni stavki večkrat prikazani v različnih zapisih, 

zato je namen, da so izbrani najpomembnejši stavki z najmanjšo redundanco (Bidoki idr. 

2020). 

 

V nasprotju z ekstrakcijskim povzemanjem predstavlja abstraktno povzemanje v primeru 

izdelave naslova ustreznejši pristop. Zmožnost ustvarjanja unikatnih povzetkov, ki 

združujejo pomembne informacije iz izvirnih zapisov, je ena od osnov za uspešno 
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ustvarjanje naslova popisne enote, predvsem v smeri povzemanja do te mere, da povzetek 

predstavlja čim krajšo obliko besedila, ki najbolje predstavlja vsebino. Abstraktni povzetek 

vsebino predstavi v logični, dobro organizirani in slovnično neoporečni obliki. Kakovost 

povzetka je mogoče bistveno izboljšati, če je vsebina enostavno berljiva oziroma je 

zagotovljena višja jezikovna kakovost (Shafiq idr. 2022). Suleiman in Awajan (2020) 

dodajata, da abstraktno povzemanje besedila zahteva razumevanje dokumenta za ustvarjanje 

povzetka, vzporedno s tem pa so potrebne napredne tehnike strojnega učenja in obsežna 

obdelava naravnega jezika. Zato je izvedba abstraktnega povzemanje težja kot izvedba 

ekstrakcijskega povzemanja, saj abstraktno povzemanje zahteva realno poznavanje vsebine 

in izvedbo ustrezne semantične analize. Z vidika pridobljenih rezultatov pa je abstraktno 

povzemanje lahko tudi bolj razumljivo oziroma učinkovito od ekstrakcijskega, saj je 

povzetek približna predstavitev povzetka, kot bi ga ustvaril človek, zaradi česar se šteje, da 

je glede na analizirano vsebino bolj smiseln.  

 

Za izdelavo naslova popisne enote je bil uporabljen pristop z uporabo odprtokodne platforme 

za strojno učenje Tensorflow (2023) ter t.i. arhitekture oziroma modela BART (2019) z 

uporabo predizdelanega modela distilbart-xsum-6-6 (2023).  

 

Slika 30: Izdelava naslova popisne enote z uporabo predizdelanega modela 

 
Vir: KNIME 2024. 

 

V tabeli 14 so dokumentirane aktivnosti za izdelavo naslova popisne enote, kot so 

predstavljene na sliki 30. 
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Tabela 14: Izdelava naslova popisne enote z uporabo predizdelanega modela 

Faza Opis Vhodni/izhodni podatki 

Zajem zapisov z 

nestrukturirano 

vsebino, določenimi 

tematskimi modeli in 

prepoznanimi 

imenskimi 

entitetami. 

Zajem zapisov z 

nestrukturirano vsebino 

predstavlja uvoz posameznih 

zapisov z določenimi 

tematskimi modeli oziroma 

prepoznanimi imenskimi 

entitetami. Izbrani format 

datotek za uvoz podatkov je 

CSV (2023), ki predstavlja 

izvozno vrednost delotokov za 

izdelavo tematskih modelov 

in delotoka za prepoznavo 

imenskih entitet. 

Vhodna oblika: 

individualni zapisi, agregirani v 

CSV-formatu (CSV 2023). 

 

Izhodna oblika:  

tabela z besedilom zapisa, 

določenimi tematskimi modeli in 

prepoznanimi imenskimi 

entitetami ter ostalimi podatki iz 

prejšnjih delotokov. 

Časovno merjenje – 

začetek. 

Aktivnost je namenjena 

merjenju časa, ki je potreben 

za izvedbo delotoka 

prepoznavanja imenskih 

entitet. Aktivnost ne vpliva na 

vsebinsko ali strukturno 

obdelavo podatkov in ne 

spreminja obstoječih 

podatkov. 

 

Izločevanje 

podatkov. 

V okviru aktivnosti je bilo 

izvedeno izločevanje 

nepotrebnih podatkov iz 

prejšnjih delotokov. 

Vhodna oblika: 

tabela z besedilom zapisa, 

določenimi tematskimi modeli, 

seznamom ključnih besed,  

prepoznanimi imenskimi 

entitetami in ostalimi podatki iz 

prejšnjih delotokov. 

 

Izhodna oblika:  

tabela z besedilom izvirnega 

zapisa. 

Uporaba modela za 

izdelavo naslova 

popisne enote. 

V tej fazi se izvede 

prepoznava besedila za namen 

povzemanja vsebine v obliko, 

primerno za izdelavo naslova 

popisne enote na podlagi 

individualnih izvirnih zapisov 

in predizdelanega modela.  

 

Vhodna oblika: 

predizdelan model za izvedbo 

povzemanja besedila s 

specifikacijo za določanje obsega 

in oblike izvedbe povzemanja ter 

tabela z izvirnim besedilom 

zapisov. 

 



 

 100 

Uporabljen predizdelan 

model: 

- za angleški jezik: 

BART – distilbart-

xsum-6-6 (2023),  

- za slovenski jezik: 

SloSummarizer – t5-

headline (Žagar in 

Robnik Šikonja 2021). 

Izhodna oblika:  

tabela z izdelanimi naslovi 

popisnih enot oziroma povzetki 

glede na individualen izvirni 

zapis. 

Združevanje 

podatkov. 

V aktivnosti delotoka se 

izvede združevanje podatkov 

izdelanih naslovov popisnih 

enot glede na individualen 

izvirni zapis. 

Vhodna oblika: 

tabela, ki vključuje izvirno 

besedilo zapisov, in tabela, kjer 

se nahajajo izdelani naslovi 

popisnih enot. 

 

Izhodna oblika:  

tabela, kjer so združeni izvirni 

zapisi in izdelani naslovi 

popisnih enot. 

Shranjevanje 

podatkov v 

individualne 

datoteke. 

Namen aktivnosti je vrnitev 

izvirnih zapisov iz tabelarne 

oblike v njihovo prvotno 

tekstno obliko. 

Vhodna oblika: 

tabela, ki vključuje izvirno 

besedilo zapisov. 

 

Izhodna oblika:  

individualne tekstovne datoteke 

za vsak individualen izvirni 

zapis. 

Dodajanje ostalih 

podatkov. 

V tej fazi se poleg že 

identificiranih podatkov o 

klasifikaciji, imenskih 

entitetah in izdelanem naslovu 

popisne enote izvede še 

dodajanje fiksnih podatkov za 

zapolnitev sheme po 

standardu ISAD(G) (2000). 

Vhodna oblika: 

tabela, ki vključuje izvirno 

besedilo zapisov prepoznane 

imenske entitete in izdelane 

naslove popisnih enot. 

 

Izhodna oblika:  

tabela kjer so združeni izvirni 

zapisi, prepoznane imenske 

entitete, izdelani naslovi 

popisnih enot in ostali podatki za 

dopolnitev popisne sheme po 

standardu ISAD(G) (2000). 

Časovno merjenje – 

zaključek. 

Aktivnost je namenjena 

merjenju časa, ki je potreben 

za izvedbo delotoka 
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prepoznavanja imenskih 

entitet. Aktivnost ne vpliva na 

vsebinsko ali strukturno 

obdelavo podatkov in ne 

spreminja obstoječih 

podatkov. Aktivnost ustavi in 

v sekundah izmeri čas, ki je bil 

potreben za izvedbo vseh faz 

in aktivnosti delotoka. 

Vir: KNIME 2024. 

 

3.4 Rezultati  

 

Ker je namen izvedbe delotokov obdelava vsebine in besedil v nestrukturirani obliki, so 

besedila in vsebina v enaki obliki, kot so bila prevzeta s portala The Guardian Open Platform 

(2022) oziroma s portala CLARIN (CLARIN.SI 2022), in predstavljajo izvirno obliko zapisa 

za izvedbo vseh delotokov. Zaradi primerljivosti obdelane vsebine se je skozi vse faze 

delotokov ohranila tudi izvirna oblika zapisov in uporabila tudi kot del končnega rezultata 

izhodnih vrednosti procesa oziroma delotoka, vključno z novo obdelanimi vsebinami in 

podatki. 

 

V določenih delotokih se je izvedla tudi faza urejanja oziroma »čiščenja podatkov« z 

namenom preverjanja, ali kakovost podatkov lahko vpliva na končni rezultat.  

 

3.4.1 Delotok za prepoznavanje imenskih entitet v angleškem jeziku 

 

Prva faza izdelave popisne enote je vključevala dva pristopa: pristop z učenjem in izdelavo 

modela za prepoznavanje imenskih entitet na podlagi slovarjev ter pristop s prepoznavo 

imenskih entitet na podlagi predizdelanih modelov. 

 

Delotok za izdelavo modela za prepoznavanje imenskih entitet na podlagi slovarjev 

 

Delotok za izdelavo imenskih entitet je bil vzpostavljen kot prvi delotok za izvedbo 

celotnega procesa urejanja besedil in izdelave popisne enote. Vhodno besedilo je bilo 

predhodno obdelano na način, da je vsak posamezen vnos (vrstica) v tabeli predstavljal 

individualen članek oziroma individualno enoto zapisa. 

 

Na sliki 31 je prikazana struktura podatkov za začetek izvedbe delotoka.  
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Slika 31: Primer zajetega besedila v angleškem jeziku za namen izvedbe prepoznave 

imenskih entitet 

 
Vir: KNIME 2024; The Guardian Open Platform 2022. 

 

Delotok za prepoznavanje imenskih entitet z uporabo modela, ki se je učil na podlagi 

predpripravljenih slovarjev, je vključeval tri različne tipe imenskih entitet (glej sliko 32): 

• organizacije, 

• lokacije in 

• osebe. 

 

Slika 32: Primer zajetega besedila slovarja v angleškem jeziku za namen izdelave 

modela za prepoznavo imenskih entitet 

 
Vir: KNIME 2024; Finkel idr. 2005.  

 

Pri izdelavi modela za prepoznavo imenskih entitet je bilo treba ločiti slovarje glede na 

posamezni tip imenskih entitet ter izdelati model za prepoznavo imenskih entitet glede na 
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posamezni tip. V okviru delotoka je bilo nato izvedeno združevanje pridobljenih rezultatov 

posameznega odločitvenega modela glede na posamezni tip entitete. Ob tem je bila 

zagotovljena konsistentnost podatkov glede na uporabljene izvirne zapise.  

 

Na sliki 33 je prikazan rezultat prepoznave imenskih entitet v primeru uporabe modela, ki je 

bil izdelan na podlagi predpripravljenih slovarjev, kjer so združeni rezultati prepoznave 

imenskih entitet, ki so bili predmet obdelave.  

 

Slika 33: Rezultat prepoznave imenskih entitet v angleškem jeziku v primeru uporabe 

modela, ki je bil izdelan na podlagi slovarjev  

 
Vir: KNIME 2024; Finkel idr. 2005. 

 

Iz prikazanega rezultata je razvidno, da je imel model precejšnje težave s prepoznavanjem 

celotnega obsega imenskih entitet, kar se nanaša predvsem na obseg in kakovost slovarjev, 

ki so bili uporabljeni v primeru izdelave modela. Ker se je model učil iz razpoložljivih 

podatkov, je bila tudi učinkovitost prepoznave imenskih entitet v precejšnji meri odvisna od 

obsega besed, ki so bile podlaga za izdelavo modela. Ker je bila izdelava modelov ločena na 

prepoznavo različnih tipov entitet, se tudi rezultati prepoznave oziroma učinkovitost lahko 

razlikuje glede na uporabljeni model in vrsto tipa imenskih entitet, ki je bila predmet 

prepoznave. 

 

Na sliki 34 je na enem izvirnem zapisu prikazana primerjava prepoznave treh tipov imenskih 

entitet na podlagi osebnega (fizičnega) prepoznavanja in prepoznavanja, izvedenega na 

osnovi izdelanega modela. Iz slike ja razvidno, da je izdelani model glede na razpoložljive 

slovarje dobro prepoznal le tip imenske entitete »lokacija«, medtem ko je pri ostalih dveh 

tipih entitet rezultat precej slabši. Razlog za to je pomanjkljiva vsebina slovarjev oziroma 

premajhen vsebinski obseg slovarjev, ki so bili uporabljeni za izdelavo modela.  

 

  



 

 104 

Slika 34: Primerjava prepoznave treh tipov imenskih entitet v angleškem jeziku na 

podlagi osebnega (fizičnega) prepoznavanja in prepoznavanja, izvedenega na osnovi 

izdelanega modela 

 

 
Vir: KNIME 2024. 

 

Celoten delotok je za predhodno obdelavo podatkov, izdelavo modela za prepoznavanje 

imenskih entitet ter izvedbo prepoznavanja potreboval slabih 16 ur časa brez uporabe 

specializiranih jeder grafične kartice (glej sliko 35).  

 

Slika 35: Čas, potreben za predhodno obdelavo podatkov, izdelavo modela za 

prepoznavanje imenskih entitet ter izvedbo prepoznavanja v angleškem jeziku 

 

 
Vir: KNIME 2024. 
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Delotok za prepoznavanje imenskih entitet na podlagi predizdelanih modelov 

 

Delotok za izdelavo imenskih entitet na podlagi predizdelanih modelov je bil vzpostavljen 

kot drugi delotok za izvedbo celotnega procesa urejanja besedil in izdelave popisne enote. 

Vhodno besedilo z vidika zagotavljanja višje kakovosti podatkov predhodno ni bilo 

obdelano, ravno tako je vsak posamezen vnos (vrstica) v tabeli predstavljal individualen 

članek oziroma individualno enoto zapisa. Edina razlika v okviru predobdelave podatkov je 

bila pri metodi Stanford Named Entity Recognizer (Finkel idr. 2005), kjer je bilo dodatno 

izvedeno izdelovanje lem.  

 

Zaradi primerjanja učinkovitosti prepoznavanja imenskih entitet so bili preverjeni trije  

različni predizdelani modeli in povezane arhitekture: 

• Stanford Named Entity Recognizer (Finkel idr. 2005), 

• BERT Named Entity Recognizer – bert-large-NER (Devlin idr. 2018; BERT-large-

NER 2023), 

• SPACY EntityRecognizer – en-core-web-lg (En-core-web-lg 2023).  

 

Delotok za prepoznavanje imenskih entitet z uporabo predizdelanih modelov je vključeval 

štiri različne tipe imenskih entitet: 

• organizacije, 

• lokacije, 

• osebe in 

• datum. 

 

Na sliki 36 je prikazan rezultat prepoznave imenskih entitet z uporabo Stanford Named 

Entity Recognizer (Finkel idr. 2005), kjer so poleg identificiranih imenskih entitet ob vsaki 

imenski entiteti razvidni tudi tipi entitet.  

 

Slika 36: Rezultat delotoka prepoznave imenskih entitet z uporabo modela Stanford 

Named Entity Recognizer v angleškem jeziku 

 
Vir: KNIME 2024. 
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Na sliki 37 je prikazan rezultat prepoznave imenskih entitet z uporabo modela in arhitekture 

BERT (Devlin idr. 2018; BERT-large-NER (2023), kjer so poleg identificiranih imenskih 

entitet ob vsaki imenski entiteti razvidni tudi tipi entitet. 

 

Slika 37: Rezultat delotoka prepoznave imenskih entitet z uporabo modela in 

arhitekture BERT v angleškem jeziku 

 
Vir: KNIME 2024. 

 

Na sliki 38 je prikazan rezultat prepoznave imenskih entitet z uporabo modela in knjižnice 

SPACY (2023), kjer so poleg identificiranih imenskih entitet ob vsaki imenski entiteti 

razvidni tudi tipi entitet. 

 

Slika 38: Rezultat delotoka prepoznave imenskih entitet z uporabo SPACY v 

angleškem jeziku 

Vir: KNIME 2024. 

 

Za preverjanje učinkovitosti je bila na enem izvirnem zapisu izvedena primerjava rezultatov 

prepoznave imenskih entitet z uporabo vseh treh modelov. Rezultati vseh treh modelov so 

bili dodatno primerjani s predhodnim ročnim pregledom in indeksacijo izvirnega zapisa. Za 

preverjanje pravilnosti prepoznanih imenskih entitet je bila pri ročnem pregledu in 

indeksaciji dodana opredelitev tipa prepoznanih imenskih entitet.  
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Na sliki 39 je prikazana primerjava rezultatov prepoznave vseh treh modelov, vključno z 

ročno indeksiranimi vrednostmi. Iz rezultatov je razvidno, da sta na podlagi izbranih 

predizdelanih modelov boljše rezultate zagotovila pristopa z uporabo modela in arhitekture 

Stanford NER (Finkel idr. 2005) in SPACY NER (SPACY 2023) oziroma sta bila vsaj glede 

na preverjeni izvirni zapis enako učinkovita. Model in arhitektura BART (Devlin idr. 2018; 

BERT-large-NER 2023) je ravno tako zagotovil dobre rezultate z možnostjo dodatnega 

podrobnejšega učenja modelov (angl. Fine tuining). Ob uporabi dodatnih virov bi mogoče 

lahko zagotovili še boljše rezultate, kar pa je predvsem odvisno od kakovosti in obsega vira 

za dodatno učenje. Pri rezultatu prepoznanih imenskih entitet z uporabo modela BART 

(Devlin idr. 2018; BERT-large-NER 2023) izstopa predvsem slabša identifikacija tipa 

imenskih entitet »oseba«. Pri vseh treh modelih ni bilo treba izvesti dodatnega učenja (angl. 

Fine tuning), saj so že obstoječi modeli zagotovili dobre rezultate pri prepoznavanju vseh 

predvidenih tipov imenskih entitet.  
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Slika 39: Primerjava rezultatov prepoznave vseh treh modelov, vključno z ročno 

indeksiranimi vrednostmi v angleškem jeziku  

Vir: Lastni 2024. 

 

Za nadaljnjo obdelavo podatkov so bili uporabljeni rezultati modela in pristopa Stanford 

Named Entity Recognizer (Finkel idr. 2005). Glede na pridobljene rezultate bi lahko bili 

uporabljeni tudi rezultati, pridobljeni z modelom SPACY NER (SPACY 2023). 

 

Na sliki 40 je prikazan primer koncentracije individualno prepoznanih imenskih entitet glede 

na pogostost pojavljanja v gruči izvirnih zapisov. Prepoznane imenske entitete, ki se 
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pojavljajo bliže izvorni klasifikacijski oznaki oziroma določenemu tematskemu modelu (glej 

tabelo 8), so pogostejše pri identifikaciji entitet glede na gručo posameznih izvirnih zapisov 

 

Slika 40: Primer koncentracije individualno prepoznanih imenskih entitet glede na 

pogostost pojavljanja v izvirnih zapisih 

 
Vir: KNIME 2024. 

 

Celoten delotok je za prepoznavanje imenskih entitet v postopku uporabe modela in pristopa 

Stanford Named Entity Recognizer (Finkel idr. 2005) potreboval 55 minut, brez uporabe 

specializiranih jeder grafične kartice (glej sliko 41).  

 

Slika 41: Čas v sekundah, potreben za izvedbo delotoka prepoznavanja imenskih 

entitet uporabe modela in pristopa Stanford Named Entity Recognizer v angleškem 

jeziku 

 
Vir: KNIME 2024. 

 



 

 110 

3.4.2 Delotok za prepoznavanje nestrukturirane vsebine in klasifikacijo vsebine v angleškem 

jeziku 

 

Druga faza izdelave popisne enote je vključevala izdelavo tematskih modelov v okviru 

prepoznavanja nestrukturirane vsebine ter izdelavo modela za samostojno izvedbo 

klasifikacije vsebine na podlagi prepoznanih tematskih modelov. Krovni delotok je bil tako 

razdeljen na dva dela zaradi večje preglednosti nad izvajanjem procesa in nadzora nad 

doseganjem ciljev v vsakem od delotokov. 

 

Namen izdelave prvega delotoka je bil v prvi vrsti prepoznava nestrukturirane vsebine na 

način, da je bilo možno določiti skupne lastnosti individualnim zapisom, ki bi predstavljali 

osnovo za izvedbo drugega delotoka, tj. izdelavo modela za klasifikacijo vsebine in nato na 

podlagi izdelanega modela tudi njeno izvedbo.  

 

Izdelava tematskih modelov 

 

Za prepoznavo skupnih lastnosti je bil uporabljen pristop izdelave tematskih modelov z 

uporabo metode LDA (Blei idr. 2003, 993−1022). Del delotoka za izdelavo tematskih 

modelov je bilo predhodno tudi urejanje besedila z namenom zagotavljanja čim višje 

kakovosti podatkov, ki so bili predmet obdelave. Ker v tej fazi ni bilo vzpostavljenega 

pristopa za uporabo predizdelanih modelov oziroma ta ni bila potrebna, je bila kakovost 

podatkov ključnega pomena za učinkovito izdelavo tematskih modelov. 

 

Postopek izdelave tematskih modelov je bil prek vhodnih parametrov LDA (Blei idr. 2003, 

993−1022) nastavljen na način, da zasleduje cilj izdelave petih različnih tematskih modelov.  

 

Slika 42: Primer zajetih vhodnih zapisov v angleškem jeziku z izvirnimi zapisi in 

prepoznanimi imenskimi entitetami  

 
Vir: KNIME 2024. 

 

Slika 42 prikazuje začetno obliko delotoke za izdelavo tematskih modelov. Enako obliko je 

predstavljal izhodni rezultat delotoka za prepoznavanje imenskih entitet. Pri tem se je 

ohranila tudi izvirna oblika zapisov. 
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Da bi omogočili čim boljšo prepoznavo vsebine, je bilo treba izvesti podproces urejanja 

podatkov posebej v delu odstranjevanja nepotrebnih delov besedila, ki bi lahko vplivali na 

kakovost izdelave tematskih modelov. Pri tem se je izvedlo tudi filtriranje nedovoljenih 

besed in pretvorba v obliko, ki je olajšala nadaljnjo obdelavo podatkov. 

 

Na sliki 43 je viden rezultat podprocesa urejanja podatkov, tj. zagotavljanja višje kakovosti 

podatkov za nadaljnjo obdelavo. 

 

Slika 43: Rezultat podprocesa urejanja podatkov v angleškem jeziku 

 
Vir: KNIME 2024. 

 

Na slikah 44 in 45 je prikazan rezultat delotoka za identifikacijo in izdelavo tematskih 

modelov, iz katerega so razvidni določeni tematski modeli, ključne besede, ki so bile 

določene individualnemu tematskemu modelu, izvirni zapisi ter prepoznane imenske 

entitete, poleg tega pa tudi uteži posameznih ključnih besed. Rezultati so razvrščeni glede 

na vsebino izvirnih zapisov. Iz uteži je možno razbrati, kakšno težo pri oblikovanju 

posameznega tematskega modela je imela posamezna ključna beseda, ki je bila uvrščena v 

nabor besed, ki so tvorile posamezen tematski model. 

 

Slika 44: Rezultat izdelave tematskih modelov v angleškem jeziku 

 
Vir: KNIME 2024. 
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Slika 45: Pregled uteži posameznih ključnih besed v angleškem jeziku glede na 

posamezen tematski model 

 
Vir: KNIME 2024. 

 

Na sliki 46 je prikazano število izvirnih zapisov, ki pripadajo določenim identificiranim 

tematskim modelom. 

 

Slika 46: Število izvirnih zapisov v angleškem jeziku, ki pripadajo določenim 

identificiranim tematskim modelom 

 
Vir: KNIME 2024. 

 

Predhodno je bil izpostavljen proces urejanja podatkov predvsem v okviru pristopa 

zagotavljanja višje kakovosti podatkov za izdelovanje tematskih modelov. Na podlagi 

urejenosti podatkov je možno doseči boljše rezultate in učinkovitejšo izvedbo delotoka 

izdelovanja tematskih modelov. 

 

Iz slik 47 in 48 je razvidna razlika v primeru izvedenega podprocesa urejanja podatkov in 

brez izvedenega podprocesa urejanja podatkov. 
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Slika 47: Izdelani tematski modeli brez predhodno izvedenega podprocesa urejanja 

podatkov v angleškem jeziku 

 
Vir: KNIME 2024. 

 

Slika 48: Izdelani tematski modeli s predhodno izvedenim podprocesom urejanja 

podatkov v angleškem jeziku 

  

 
Vir: KNIME 2024. 

 

Iz slike 48 je razvidno, da podproces urejanja podatkov ključno vpliva na učinkovitost in 

preglednost izdelanih tematskih modelov, saj je vsebinska opredelitev možna že na podlagi 

identificiranih ključnih besed, ki se nanašajo na posamezen izdelan tematski model. Obseg 

tematskih modelov se lahko poljubno spremeni glede na pridobljene rezultate. Za nadaljnjo 

obdelavo podatkov je bil obseg petih tematskih modelov ustrezno določen in tudi uporabljen. 

 

Ker je bil namen osnovno razumeti predhodno neznane zapise v nestrukturirani obliki v 

njihovi kategorični obliki, je bil z izdelavo tematskih modelov ta cilj dosežen.  

 

Za razliko od delotoka, kjer je bil izveden podproces urejanja vsebine, je rezultat, kjer 

omenjeni podproces ni bil izveden, vidno slabši oziroma ima kakovost podatkov velik vpliv 

na učinkovito izdelavo tematskih modelov. Iz slike 47 je razvidno, da je brez izvedbe 

podprocesa urejanja podatkov za izdelavo tematskih modelov zajetih preveč nepotrebnih 

podatkov, zaradi česar je tudi rezultat primerljivo mnogo slabši. Osnovna vsebinska 

opredelitev posameznega tematskega model in povezanih izvirnih zapisov je tako 

problematična oziroma niti ni možna. 

 

Na sliki 49 je prikazana analiza gruč izvirnih zapisov, ki so bili vključeni v izdelavo 

tematskih modelov, in njihova umeščenost pri izdelavi tematskih modelov glede na 

uporabljene pristope za izvedbo analize. Iz analize je razvidno, da so vse gruče približno 

enakovredno dimenzionirane. 
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Slika 49: Analiza gruč vseh izvirnih zapisov, ki so bili predmet izdelave tematskih 

modelov  

 
Vir: KNIME 2024. 

 

Na sliki 50 je prikazan primer povezanosti določenih individualnih tematskih modelov glede 

na identificirane ključne besede. Iz slike je razvidno, da gre za unikatno razporeditev 

ključnih besed v primeru treh izdelanih tematskih modelov, v primeru dveh izdelanih 

tematskih modelov pa gre za povezljivost le na eni skupni ključni besedi, kar predstavlja 

kakovostno distribucijo in izvirnost posameznega izdelanega tematskega modela. 
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Slika 50: Povezanost določenih individualnih tematskih modelov glede na 

identificirane ključne besede 

 
Vir: KNIME 2024. 

 

Celoten delotok za izdelavo tematskih modelov z izvedbo podprocesa urejanja podatkov je 

potreboval 36 minut, brez uporabe specializiranih jeder grafične kartice (glej sliko 51). 

 

Slika 51: Čas v sekundah, potreben za izvedbo delotoka izdelave tematskih modelov v 

angleškem jeziku z izvedbo podprocesa urejanja podatkov 

 
Vir: KNIME 2024. 

 

Izdelava modela za samostojno klasifikacijo vsebine 

 

Drugi delotok v postopku prepoznave vsebine in klasifikacije zapisov je vključeval postopek 

za izdelavo treh različnih odločitvenih modelov. Vsi trije odločitveni modeli so bili izdelani 

neposredno iz zapisov, ki so bili del izdelave tematskih modelov, eden od modelov pa je bil 

izdelan tudi na podlagi predizdelanega modela, vključno s podrobnejšim izboljševanjem 

modela (angl. Fine tuning), tj. na podlagi klasificiranih izvirnih zapisov. 
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Zaradi primerjanja učinkovitosti izvedbe klasifikacije izvirnih zapisov so bili izvedeni trije  

različni pristopi: 

• uporaba metode odločitvenih dreves (angl. Decision tree learning) (Karabadji idr. 

2017), 

• uporaba metode podpornih vektorjev (angl. Support vector machine − SVM) 

(Cervantes idr. 2020) in 

• uporaba arhitekture in modela BERT (2023).  

 

Pri vseh metodah je bil dodatno izveden podproces urejanja podatkov. Pri uporabi 

arhitekture in modela BERT (2023) je bil proces vzporedno izveden tudi brez izvedbe 

podprocesa urejanja podatkov. 

 

Vhodni podatki za izvedbo delotoka so bili podatki, kot so bili pripravljeni v okviru delotoka 

izdelave predhodnih delotokov, ki so vključevali izvirne zapise, identificirane imenske 

entitete ter določene tematske modele kot obliko klasifikacije. Oblika zapisa se je ohranila 

skozi vse korake obdelav podatkov. 

 

V postopku klasifikacije je bilo pri vseh izdelanih modelih uporabljeno enako razmerje 

razdelitve izvirnih zapisov za učenje in preverjanje pravilnosti izvedene klasifikacije. Obseg 

izvirnih zapisov je bil razdeljen na naključnih 70 % vseh zapisov za izdelavo odločitvenega 

modela in naključnih 30 % vseh zapisov za izvedbo klasifikacije in preverjanja pravilnosti 

izvedene klasifikacije. 

 

Na sliki 52 sta prikazana rezultat in pravilnost izvedene klasifikacije na podlagi modela, ki 

je bil izdelan z metodo odločitvenih dreves (Karabadji idr. 2017). 

 

Slika 52: Rezultat in pravilnost izvedene klasifikacije v angleškem jeziku na podlagi 

modela, ki je bil izdelan z metodo odločitvenih dreves 

 
Vir: KNIME 2024. 

 

Slika 53 prikazuje prerez in hierarhijo izvedene klasifikacije na podlagi modela metode 

Decision tree learning (Karabadji idr. 2017) s pregledom vrednotenja uteži posameznih 

ključnih besed glede na identificirane tematske modele. 
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Slika 53: Prikaz hierarhije odločitvenega modela metode »odločitveno drevo« v 

angleškem jeziku 

 
Vir: KNIME 2024. 

 

Slika 54 prikazuje rezultat in pravilnost izvedene klasifikacije na podlagi modela, ki je bil 

izdelan z metodo podpornih vektorjev (angl. Support vector machine − SVM) (Cervantes 

idr. 2020). 
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Slika 54: Rezultat in pravilnost izvedene klasifikacije v angleškem jeziku na podlagi 

modela, ki je bil izdelan z metodo SVM  

 
Vir: KNIME 2024. 

 

Slika 55 prikazuje rezultat in pravilnost izvedene klasifikacije na podlagi modela, ki je bil 

izdelan z arhitekturo in modelom BERT (2023), brez izvedbe podprocesa urejanja podatkov. 

 

Slika 55: Rezultat in pravilnost izvedene klasifikacije na podlagi modela, ki je bil 

izdelan z arhitekturo in metodo BERT v angleškem jeziku, brez izvedbe podprocesa 

urejanja podatkov 

 
Vir: KNIME 2024.  

 

Slike 52, 54 in 55 prikazujejo rezultat izvedbe delotoka klasifikacije vsebine. Iz rezultatov 

je razvidno, da je bila natančnost klasifikacije izmerjena skladno z uporabo individualnega 

odločitvenega modela glede na določen obseg za izvedbo izdelave odločitvenega modela in 

izvedbo klasifikacije na podlagi izdelanega odločitvenega modela.  

 

Natančnost klasifikacije si sledi v naslednjem vrstnem redu od najnatančnejšega 

odločitvenega modela do najmanj natančnega: 

• 94 % natančnost – uporaba arhitekture in modela BERT (2023), 

• 91 % natančnost – uporaba metode podpornih vektorjev – SVM (Cervantes idr. 

2020), 

• 79 % natančnost – uporaba metode odločitvenih dreves (Karabadji idr. 2017). 

 

Pri merjenju natančnosti je bila najbolj natančna izvedba klasifikacije z uporabo arhitekture 

in metode BERT (2023), ki je predstavljala izdelavo odločitvenega modela na podlagi 

predizdelanega modela. Visoko natančnost je med ostalim možno pripisati tudi uporabi 

predizdelanega modela, ki je bil izdelan/učen na podlagi izjemno velikega obsega podatkov. 

 

Izjemno dober rezultat je bil izmerjen tudi v primeru klasifikacije z uporabo metode 

podpornih vektorjev – SVM (Cervantes idr. 2020), ki pa za razliko od predhodnega metoda, 

kjer je bila izmerjena najvišja natančnost, ni bil na voljo predizdelan model, ampak je bil 
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odločitveni model izdelan izključno na podlagi izvirnih zapisov in izdelanih tematskih 

modelov. 

 

V primerjavi z rezultati prvih dveh metod in odločitvenih modelov je bil precej slabši rezultat 

izmerjen v primeru klasifikacije z uporabo metode odločitvenih dreves (Karabadji idr. 

2017), ki je bil za 12 do 15 % manj natančen. 

 

V okviru raziskave je bilo pri najbolj natančnem pristopu z uporabo arhitekture in metode 

BERT (2023) preverjeno tudi, ali bi bila natančnost klasifikacije višja s predhodno 

izvedenim podprocesom urejanja podatkov glede na to, da je bil predizdelani model izdelan 

na podlagi polnih besedil. 

 

Slika 56 prikazuje rezultat in pravilnost izvedene klasifikacije na podlagi modela, ki je bil 

izdelan z arhitekturo in modelom BERT (2023) z izvedbo podprocesa urejanja podatkov. 

 

Slika 56: Rezultat in pravilnost izvedene klasifikacije na podlagi modela, ki je bil 

izdelan z arhitekturo in metodo BERT v angleškem jeziku z izvedbo podprocesa 

urejanja podatkov 

 
Vir: KNIME 2024.  

 

Iz rezultatov je razvidno, da je natančnost izvedene klasifikacije na podlagi modela, ki je bil 

izdelan z arhitekturo in modelom BERT (2023) z izvedbo podprocesa urejanja podatkov, 

manjša (91 %) od natančnosti v okviru postopka klasifikacije, ki je bil izveden brez izvedbe 

podprocesa urejanja podatkov (94 %), kar je možno pripisati arhitekturi predizdelanega 

modela BERT (2023), ki je v osnovi »maskirani jezikovni model« (angl. Masked language 

model), pri izdelavi katerega je bil uporabljen postopek prekrivanja določenega dela 

podatkov, da bi se lahko doseglo uporabno predvidevanje za pravilnost podatkov. Glede na 

to, da je bil predizdelani model učen/treniran na velikih količinah podatkov, je vključeval 

tudi veliko nepotrebnih podatkov, ki pa pri izdelavi odločitvenega modela niso ključno 

vplivali na učinkovitost izvedene klasifikacije. 

 

Celoten delotok za izdelavo odločitvenega modela in izvedbo klasifikacije izvirnih zapisov 

je glede na individualen pristop zahteval naslednji čas (slike 57, 58 in 59): 

• 20 ur in 37 minut – uporaba arhitekture in model BERT (2023) – z uporabo 

procesorskih jeder grafične kartice, 

• 15 ur in 35 minut – uporaba metode podpornih vektorjev – SVM (Cervantes idr. 

2020) – brez uporabe procesorskih jeder grafične kartice, 
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• 1 ura in 6 minut – uporaba metode odločitvenih dreves (Karabadji idr. 2017) – brez 

uporabe procesorskih jeder grafične kartice. 

 

Slika 57: Čas v sekundah, potreben za izvedbo delotoka izdelave odločitvenega modela 

in izvedbo klasifikacije izvirnih zapisov v angleškem jeziku – arhitektura in model 

BERT 

 
Vir: KNIME 2024. 

 

Slika 58: Čas v sekundah, potreben za izvedbo delotoka izdelave odločitvenega modela 

in izvedbo klasifikacije izvirnih zapisov v angleškem jeziku – metoda podpornih 

vektorjev – SVM 

 
Vir: KNIME 2024. 

 

Slika 59: Čas v sekundah, potreben za izvedbo delotoka izdelave odločitvenega modela 

in izvedbo klasifikacije izvirnih zapisov v angleškem jeziku – metoda odločitvenih 

dreves 

 
Vir: KNIME 2024. 

 

Uvodoma je bila predstavljena omejitev uporabe procesorskih jeder grafične kartice v 

primeru, da aktivnosti v posamezni veji delotoka ne bi bile izvedljive v času do 72 ur. V 

primeru izdelave modela in izvedbe klasifikacije izvirne vsebine so bila grafična procesorska 

jedra uporabljena le v primeru arhitekture in modela BERT (2023), kar kaže na to, da je bil 

za izdelavo končnega modela uporabljen obsežen predizdelan model, ki je za izvedbo 

celotnega delotoka zahteval veliko več procesorske moči kot pri ostalih pristopih. 

 

Vsi izmerjeni časi tudi na splošno kažejo, kako zelo procesorsko obremenjujoč je proces 

izdelave odločitvenih modelov, ki pa se še naprej veča z velikostjo obsega izvirnih zapisov, 

na podlagi katerih se izvaja učenje in posledično klasifikacija vsebine. 

 

3.4.3 Delotok za izdelavo naslova popisne enote v angleškem jeziku 

 

Tretja faza izdelava popisne enote je vključevala izdelavo naslova popisne enote in 

dodajanje ostalih fiksnih podatkov skladno za zapolnitev sheme po standardu ISAD(G) 

(2000). 
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Na sliki 60 je prikazan rezultat izdelave naslova popisne enote glede na pristop abstraktnega 

povzemanja. Parametri izdelave naslova popisne enote so bili nastavljeni na način, da izdela 

naslov v obliki ene povedi.  

 

Slika 60: Rezultat izdelave naslova popisne enote v angleškem jeziku 

 
Vir: KNIME 2024. 

 

Celoten delotok za izdelavo naslovov popisne enote na podlagi vsebine izvirnih zapisov je 

potreboval 63 ur in 11 minut, brez uporabe specializiranih jeder grafične kartice (glej sliko 

61). 

 

Slika 61: Čas v sekundah, potreben za izvedbo delotoka izdelave naslovov popisne 

enote v angleškem jeziku 

 
Vir: KNIME 2024. 

 

Iz časa, ki je bil potreben za izdelavo naslovov popisne enote, je možno zaključiti, da gre za 

najbolj procesorsko obremenjen del aktivnosti izmed vseh aktivnosti v vseh delotokih, ki so 

bili predmet raziskave. 

 

V zadnjem delu delotoka izdelave popisne enote so bili dodani fiksni podatki (glej sliko 62), 

ki so skupaj s podatki, ki so bili ustvarjeni v predhodnih delotokih, vključno z izdelanimi 

naslovi popisne enote, tvorili končno obliko popisne enote.  

 

Slika 62: Dodajanje fiksnih podatkov za izdelavo končne oblike popisne enote v 

angleškem jeziku 

 
Vir: KNIME 2024. 

 

Izhodna vrednost delotoka za izdelavo naslova popisne enote, ki je hkrati predstavljala tudi 

končno oziroma izhodno vrednost vseh delotokov, je tekstovna datoteka, ki je vključevala 

naslednje podatke: 

• individualen izvirni zapis, 

• prepoznane imenske entitet, nanašajoče se na individualen izvirni zapis, 
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• določena klasifikacija na podlagi izdelanih tematskih modelov – v povezavi z 

individualnim izvirnim zapisom, 

• izdelani naslov popisne enote – nanašajoč se na individualen izvirni zapis, 

• fiksni podatki za dopolnitev sheme ISAD(G) (2000) – z izjemo oznake popisne 

enote, enako za vse izvirne zapise. 

 

Na sliki 63 je prikazan individualen zapis v izvoženi tekstovni datoteki, ki vključuje vse 

podatke za izvedbo predogleda popisne enote.  

 

Slika 63: Prikaz individualnega zapisa v angleškem jeziku v izvoženi tekstovni 

datoteki, ki vključuje vse podatke za izvedbo predogleda popisne enote 

 
Vir: Lastni 2024. 

 

3.4.4 Delotok za prepoznavanje imenskih entitet v slovenskem jeziku  

 

Namen obdelave izvirnih zapisov v slovenskem jeziku je bil, da se preveri ustreznost vseh 

izdelanih delotokov in njihovo uporabnost v primeru, da gre pri obdelavi za izvirne zapise, 

ki so v drugih jezikih in ne zgolj v angleškem. Vsi nadaljnji opisi rezultatov bodo 

osredotočeni na opis pridobljenih rezultatov in morebitna odstopanja ali spremembe od 

izdelanih delotokov, ki so bili izvedeni za doseganje pridobljenih rezultatov. 

 

Prva faza izdelave popisne enote, tj. prepoznava imenskih entitet, je vključevala samo en 

postopek za razliko od delotoka, v katerem so bili obdelani izvirni zapisi v angleškem jeziku, 

in sicer pristop s prepoznavo imenskih entitet na podlagi predizdelanih modelov. Iz delotoka 

za prepoznavo imenskih entitet na podlagi slovarjev v angleškem jeziku je bilo razvidno, da 

pristop ni učinkovit, če ni na voljo dovolj obsežnih slovarjev za izdelavo modela, kar jih v 

primeru slovenskega jezika tudi ni bilo. Posledično je bila izvedena prepoznava imenskih 

entitet na podlagi predizdelanih modelov. 

 

Delotok za prepoznavanje imenskih entitet na podlagi predizdelanih modelov 

 

V delotoku za prepoznavanje imenskih entitet v slovenskem jeziku sta bila z vidika 

učinkovitosti prepoznave preverjena dva pristopa, ki sta že pri prepoznavanju imenskih 

entitet v angleškem jeziku zagotovila najboljše rezultate. Uporabljen je bil pristop z uporabo 
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Stanford Named Entity Recognizer (Finkel idr. 2005) ter pristop z uporabo SPACY 

EntityRecognizer – sl-core-news-lg (SL_core__news_lg 2023). 

 

V primeru pristopa z uporabo Stanford Named Entity Recognizer (Finkel idr. 2005) ni bilo 

izvedenih nobenih sprememb v primerjavi s prepoznavo v angleškem jeziku, tudi model za 

prepoznavo imenskih entitet je ostal enak. 

 

V primeru pristopa z uporabo SPACY EntityRecognizer – sl-core-news-lg 

(SL_core__news_lg 2023) je bila izvedena sprememba pri izbiri predizdelanega modela, 

kjer je bil uporabljen model, treniran/učen na podlagi besedila v slovenskem jeziku. 

 

Delotok za prepoznavanje imenskih entitet z uporabo predizdelanih modelov je za razliko 

od prepoznave imenskih entitet v angleškem jeziku vključeval tri različne tipe imenskih 

entitet: 

• organizacije, 

• lokacije in 

• osebe. 

 

Na sliki 64 je prikazana primerjava rezultatov prepoznave dveh modelov, vključno z ročno 

indeksiranimi vrednostmi. Rezultati prikazujejo, da je izmed obeh predizdelanih modelov 

večjo natančnost prepoznave dosegel pristop z uporabo SPACY EntityRecognizer – sl-core-

news-lg (SL_core__news_lg 2023). Pri uporabi Stanford Named Entity Recognizer (Finkel 

idr. 2005) poleg manjše učinkovitosti prepoznavanja imenskih entitet izstopa predvsem 

neustrezno določanje tipov entitet, kar je v prvi vrsti možno pripisati dejstvu, da gre za širok 

predizdelan model, ki ni bil treniran/učen izključno na besedilih, ki so bila v slovenskem 

jeziku. 

 

Iz prikazanih rezultatov je razvidno, da je za večjo učinkovitost priporočljivo, da se uporabi 

predizdelane modele, ki so bili trenirani/učeni na osnovi besedila, ki je v jeziku, v katerem 

je namen izvajati prepoznavo imenskih entitet.  
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Slika 64: Primerjava rezultatov prepoznave dveh modelov, vključno z ročno 

indeksiranimi vrednostmi v slovenskem jeziku 

 
Vir: Lastni 2024. 

 

Za nadaljnjo obdelavo podatkov so bili uporabljeni rezultati modela in pristopa SPACY 

(2023). 

 

Celoten delotok je za prepoznavanje imenskih entitet v postopku uporabe modela in pristopa 

SPACY (SPACY 2023) potreboval 11 minut, brez uporabe specializiranih jeder grafične 

kartice (glej sliko 65). 

 

Slika 65: Čas v sekundah, potreben za izvedbo delotoka prepoznavanja imenskih 

entitet uporabe modela in pristopa SPACY v slovenskem jeziku 

 
Vir: KNIME 2024. 

  

3.4.5 Delotok za prepoznavanje nestrukturirane vsebine in klasifikacijo vsebine v 

slovenskem jeziku 

 

Druga faza izdelave popisne enote v slovenskem jeziku je vključevala enake korake in 

metode, kot so bili opredeljeni pri obdelavi izvirnih zapisov v angleškem jeziku. Vhodni 

podatki so bili pripravljeni na enak način (glej sliko 66). 
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Postopek izdelave tematskih modelov v slovenskem jeziku je bil prek vhodnih parametrov 

LDA (Blei idr. 2003, 993−1022) nastavljen na način, da zasleduje cilj izdelave petih 

različnih tematskih modelov. 

 

Slika 66: Primer zajetih vhodnih zapisov z izvirnimi zapisi in prepoznanimi imenskimi 

entitetami v slovenskem jeziku 

 
Vir: KNIME 2024. 

 

Na podlagi delotoka je bil za izdelavo tematskih modelov v slovenskem jeziku ravno tako 

izveden podproces urejanja podatkov. 

 

Iz prikaza na sliki 67 je razviden rezultat podprocesa urejanja podatkov, tj. zagotavljanja 

višje kakovosti podatkov za nadaljnjo obdelavo. 

 

Slika 67: Rezultat podprocesa urejanja podatkov v slovenskem jeziku 

 
Vir: KNIME 2024. 

 

Na slikah 68 in 69 je prikazan rezultat delotoka za izdelavo tematskih modelov, iz katerega 

so razvidni določeni tematski modeli, ključne besede, ki pripadajo posameznemu 

tematskemu modelu, izvirni zapisi ter prepoznane imenske entitete, poleg tega pa tudi uteži 

posameznih ključnih besed.  
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Slika 68: Rezultat delotoka izdelave tematskih modelov v slovenskem jeziku 

 
Vir: KNIME 2024. 

 

Slika 69: Pregled uteži posameznih ključnih besed v slovenskem jeziku glede na 

posamezen tematski model 

 
Vir: KNIME 2024. 

 

Na sliki 70 je prikazano število izvirnih zapisov, ki pripadajo določenim identificiranim 

tematskim modelom. 
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Slika 70: Število izvirnih zapisov v slovenskem jeziku, ki pripadajo določenim 

identificiranim tematskim modelom 

 
Vir: KNIME 2024. 

 

Predhodno je bil izpostavljen proces urejanja podatkov predvsem z namenom zagotavljanja 

višje kakovosti podatkov za izdelavo tematskih modelov. Na podlagi urejenosti podatkov je 

možno doseči boljše rezultate in učinkovitejšo izvedbo delotoka izdelave tematskih 

modelov. 

 

Iz slik 71 in 72 je razvidna razlika v primeru izvedenega podprocesa urejanja podatkov in 

brez izvedenega podprocesa urejanja podatkov.  

 

Slika 71: Izdelani tematski modeli v slovenskem jeziku brez predhodno izvedenega 

podprocesa urejanja podatkov 

 
Vir: KNIME 2024. 

 

Slika 72: Izdelani tematski modeli v slovenskem jeziku s predhodno izvedenim 

podprocesom urejanja podatkov 

 
Vir: KNIME 2024. 

 

Iz slike 72 je razvidno, da podproces urejanja podatkov ključno vpliva na učinkovitost in 

preglednost izdelanih tematskih modelov, saj je vsebinska opredelitev možna že na podlagi 

identificiranih ključnih besed, ki se nanašajo na posamezen izdelan tematski model. Obseg 

tematskih modelov se lahko poljubno spremeni glede na pridobljene rezultate. Za nadaljnjo 

obdelavo podatkov je bil obseg petih tematskih modelov ustrezno določen in tudi uporabljen. 

 

Ker je bil namen razumeti predhodno neznane zapise v nestrukturirani obliki v njihovi 

kategorični obliki, je bil z izdelavo tematskih modelov ta cilj dosežen.  

 

Za razliko od delotoka, kjer je bil izveden podproces urejanja vsebine, je rezultat, kjer 

omenjeni podproces ni bil izveden, vidno slabši oziroma ima kakovost podatkov velik vpliv 

na učinkovito izdelavo tematskih modelov. Iz slike 71 je razvidno, da je bilo brez izvedbe 

podprocesa urejanja podatkov v izdelavo tematskih modelov zajetih preveč nepotrebnih 

podatkov, zaradi česar je tudi rezultat primerljivo mnogo slabši.  
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Izdelava modela za samostojno klasifikacijo vsebine 

 

Drugi delotok v postopku prepoznave vsebine in klasifikacije zapisov je vključeval postopek 

za izdelavo treh različnih odločitvenih modelov. Dva od odločitvenih modelov sta bila 

izdelana neposredno iz zapisov, ki so bili del izdelave tematskih modelov, eden od modelov 

pa je bil izdelan na osnovi predizdelanega modela, vključno s podrobnejšim izboljševanjem 

modela (angl. Fine tuning) na podlagi klasificiranih izvirnih zapisov. 

 

Zaradi primerjanja učinkovitosti izvedbe klasifikacije izvirnih zapisov so bili izvedeni trije  

različni pristopi: 

• uporaba metode odločitvenih dreves (Karabadji idr. 2017), 

• uporaba metode podpornih vektorjev (Cervantes idr. 2020) in 

• uporaba arhitekture in modela BERT (2023).  

 

Pri vseh metodah je bil dodatno izveden podproces urejanja podatkov, pri uporabi 

arhitekture in modela BERT (2023) je bil proces vzporedno izveden tudi brez izvedbe 

podprocesa urejanja podatkov. 

 

Vhodni podatki za izvedbo delotoka so bili podatki, kot so bili pripravljeni v okviru delotoka 

izdelave predhodnih delotokov, ki so vključevali izvirne zapise, identificirane imenske 

entitete in določene tematske modele kot obliko klasifikacije.  

 

V postopku klasifikacije je bilo pri vseh izdelanih modelih uporabljeno enako razmerje 

razdelitve izvirnih zapisov za učenje in preverjanje pravilnosti izvedene klasifikacije. Obseg 

izvirnih zapisov je bil razdeljen na 70 % vseh zapisov za izdelavo odločitvenega modela in 

30 % vseh zapisov za izvedbo klasifikacije in preverjanja pravilnosti izvedene klasifikacije. 

 

Slika 73 prikazuje rezultat in pravilnost izvedene klasifikacije na podlagi modela, ki je bil 

izdelan z metodo odločitvenih dreves (angl. Decision tree learning) (Karabadji idr. 2017). 

 

Slika 73: Rezultat in pravilnost izvedene klasifikacije v slovenskem jeziku na podlagi 

modela, ki je bil izdelan z metodo odločitvenih dreves 

 
Vir: KNIME 2024. 

 

Slika 74 prikazuje prerez in hierarhijo izvedene klasifikacije na podlagi modela metode 

odločitvenih dreves (Karabadji idr. 2017). 
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Slika 74: Prikaz hierarhije odločitvenega modela metode odločitvenih dreves v 

slovenskem jeziku 

 
Vir: KNIME 2024. 

 

Slika 75 prikazuje rezultat in pravilnost izvedene klasifikacije na podlagi modela, ki je bil 

izdelan z metodo podpornih vektorjev (angl. Support vector machine − SVM) (Cervantes 

idr. 2020). 
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Slika 75: Rezultat in pravilnost izvedene klasifikacije v slovenskem jeziku na podlagi 

modela, ki je bil izdelan z metodo SVM  

 
Vir: KNIME 2024. 

 

Slika 76 prikazuje rezultat in pravilnost izvedene klasifikacije na podlagi modela, ki je bil 

izdelan z arhitekturo in modelom BERT (2023), brez izvedbe podprocesa urejanja podatkov. 

 

Slika 76: Rezultat in pravilnost izvedene klasifikacije v slovenskem jeziku na podlagi 

modela, ki je bil izdelan z arhitekturo in metodo BERT brez izvedbe podprocesa 

urejanja podatkov 

 
Vir: KNIME 2024.  

 

Slike 73, 75 in 76 prikazujejo rezultat izvedbe delotoka klasifikacije vsebine v slovenskem 

jeziku. Z izjemo uporabe drugačnega predizdelanega večjezičnega modela v primeru 

pristopa arhitekture in modela BERT (2023) so rezultati glede na natančnost podobni, kot 

so bili v primeru obdelave izvirnih zapisov v angleškem jeziku. 

 

Natančnost klasifikacije pri obdelavi izvirnih zapisov v slovenskem jeziku si sledi v 

naslednjem vrstnem redu od najnatančnejšega odločitvenega modela do najmanj 

natančnega: 

• 81 % natančnost – uporaba arhitekture in modela BERT (2023), 

• 76 % natančnost – uporaba metode podpornih vektorjev – SVM (Cervantes idr. 

2020), 

• 57 % natančnost – uporaba metode odločitvenih dreves (Karabadji idr. 2017). 

 

Podobno kot v primeru obdelave izvirnih zapisov v angleškem jeziku je možno tudi v 

primeru obdelave izvirnih zapisov v slovenskem jeziku pripisati boljše rezultate pristopu z 

uporabo predizdelanega modela na podlagi tega, da je bila osnova za izdelavo odločitvenega 

modela ravno tako predizdelan model, ki je bil treniran/učen na večjem obsegu podatkov. 
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Iz pridobljenih rezultatov obdelave izvirnih zapisov v slovenskem jeziku na podlagi izvedbe 

delotoka in korakov, kot so bili uporabljeni pri obdelavi izvirnih zapisov v angleškem jeziku, 

lahko zaključimo, da je izvedba predvidene oblike delotoka in povezane aktivnosti 

učinkovita tudi v primeru izvirnih besedil, ki so v različnih jezikih. 

 

3.4.6 Delotok za izdelavo naslova popisne enote v slovenskem jeziku  

 

Tretja faza izdelava popisne enote v slovenskem jeziku je enako kot v primeru obdelave 

izvirnih zapisov v angleškem jeziku vključevala izdelavo naslova popisne enote in dodajanje 

ostalih fiksnih podatkov skladno za zapolnitev sheme po standardu ISAD(G) (2000). 

 

Na sliki 77 je prikazan rezultat izdelave naslova popisne enote v slovenskem jeziku z 

uporabo pristopa abstraktnega povzemanja.  

 

Slika 77: Rezultat izdelave naslova popisne enote v slovenskem jeziku 

 
Vir: KNIME 2024. 

 

V zadnjem delu delotoka izdelave popisne enote v slovenskem jeziku so bili dodani fiksni 

podatki (glej sliko 78), ki so skupaj s podatki, ki so bili ustvarjeni v predhodnih delotokih, 

vključno z izdelanimi naslovi popisne enote, tvorili končno obliko popisne enote. 

 

Slika 78: Dodajanje fiksnih podatkov za izdelavo končne oblike popisne enote v 

slovenskem jeziku 

 
Vir: KNIME 2024. 

 

Izhodna vrednost delotoka za izdelavo naslova popisne enote v slovenskem jeziku, ki je 

hkrati predstavljala tudi končno oziroma izhodno vrednost vseh delotokov, je tekstovna 

datoteka, ki je enako kot v primeru obdelave izvirnih zapisov v angleškem jeziku vključevala 

naslednje podatke: 

• individualen izvirni zapis, 

• prepoznane imenske entitete, nanašajoče se na individualen izvirni zapis, 

• določeno klasifikacijo na podlagi izdelanih tematskih modelov – nanašajoč se na 

individualen izvirni zapis, 

• izdelan naslov popisne enote – nanašajoč se na individualen izvirni zapis, 

• fiksne podatke za dopolnitev sheme ISAD(G) (2000) – z izjemo oznake popisne 

enote, enako za vse izvirne zapise. 
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Na sliki 79 je prikazan individualen zapis v slovenskem jeziku v izvoženi tekstovni datoteki, 

ki vključuje vse podatke za izvedbo predogleda popisne enote. V prvi vrstici so predstavljeni 

nazivi popisnih elementov, v nadaljnjih vrsticah pa so zajeti izvirni zapisi s pripadajočimi 

rezultati, izdelanimi z izvedbenimi aplikativnimi modeli. 

 

Slika 79: Prikaz individualnega zapisa v slovenskem jeziku v izvoženi tekstovni 

datoteki, ki vključuje vse podatke za izvedbo predogleda popisne enote 

 
Vir: Lastni 2024. 

 

3.4.7 Pregledovalnik popisnih enot v angleškem in slovenskem jeziku 

 

Na slikah 80 in 81 je prikazano aplikativno grafično okolje za pregledavanje zapisov 

izdelanih popisnih enot. Vhodna vrednost je tekstovna datoteka, ki je bila izvožena iz 

zadnjega delotoka procesa izdelave popisne enote. Grafični vmesnik je bil razvit kot 

namizna programska oprema, ki ne potrebuje posebnega namestitvenega postopka. 
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Slika 80: Prikaz aplikativnega grafičnega okolja za ogled zapisov izdelanih popisnih 

enot v angleškem jeziku 

 
Vir: Lastni 2024. 

 

Slika 81: Prikaz aplikativnega grafičnega okolja za ogled zapisov izdelanih popisnih 

enot v slovenskem jeziku 

 
Vir: Lastni 2024. 
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Pregledovalnik je sestavljen iz štirih sekcij, ki so namenjene izbiri izdelanih popisnih enot 

in izvedbi predogleda posamezne popisne enote (glej sliko 82): 

• sekcija 1 prikazuje možnost izbire jezika izdelanih popisnih enot in funkcijo izbire 

tekstovne datoteke, kjer se nahajajo zapisi. Pri tem je izbira tekstovne datoteke 

omejena na obliko, kot je bila ustvarjena v delu izvoza podatkov v zadnjem delotoku, 

ustvarjenem v programski opremi KNIME (2024); 

• sekcija 2 prikazuje zavihke, kjer se nahajajo izdelani popisni elementi, ki so ločeni 

glede na skupine popisnih podatkov. Na prvem zavihku se neposredno nahaja tudi 

podatek o klasifikaciji zapisa. Vsi podatki v teh sekcijah (in vseh zavihkih) se 

prikažejo z izbiro individualnega naslova popisne enote; 

• sekcija 3 prikazuje izdelane naslove popisnih enot in je stalno vidna v 

prikazovalniku. Z izbiro naslova se aktivira prikaz vseh podatkov individualne 

popisne enote v vseh poljih za predogled individualnega zapisa; 

• sekcija 4 prikazuje vsebino individualnega zapisa in prepoznane imenske entitete. 

 

Namen ločevanja sekcij je bil predvsem doseči čim boljši pregled nad pridobljenimi 

rezultati. 

 

Slika 82: Prikaz sekcij grafičnega okolja za ogled zapisov izdelanih popisnih enot v 

angleškem jeziku  

 
Vir: Lastni 2024. 
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3.5 Razprava 

 

Uvodoma je bilo izpostavljeno, da je bil cilj raziskave vzpostaviti delujoč teoretičen in 

aplikativen izvedbeni model za samodejno masovno urejanje in popisovanje nestrukturiranih 

besedil ter skušati odgovoriti na naslednja vprašanja:  

• Kako različna pojavna oblika posameznih digitalnih zapisov vpliva na možnost 

vsebinske analize z uporabo strojnega učenja? 

• Kako nestrukturiranost podatkov vpliva na možnost vsebinske analize z uporabo 

strojnega učenja? 

• Kakšna je učinkovitost masovnega urejanja in popisovanja nestrukturiranih zapisov 

z uporabo strojnega učenja?  

 

V povezavi z zgoraj zastavljenimi vprašanji so bila na osnovi ugotovitev in predvidenih 

odgovorov postavljena dodatna podvprašanja: 

• Ali je v primeru nestrukturiranih besedil za namen popisovanja možno izdelati model 

samodejne klasifikacije vsebin z uporabo strojnega učenja? 

• Ali je v primeru nestrukturiranih besedil za namen popisovanja možno izdelati model 

samodejne identifikacije imenskih entitet z uporabo strojnega učenja? 

• Ali je v primeru nestrukturiranih besedil za namen popisovanja možno izdelati model 

izdelave naslova individualne popisne enote z uporabo strojnega učenja? 

 

Urejanje in popisovanje nestrukturiranih besedil z uporabo strojnega učenja je izvedljivo, 

pomembna sta predvsem pristop in oblika obdelave predvidenih podatkov. Da bi dosegli 

dobre rezultate, je bilo treba poizkusiti različne pristope, saj je bilo ravno na podlagi 

povratnih informacij različnih individualnih aktivnosti potem lažje ugotoviti, kateri pristop 

in pod kakšnimi pogoji daje boljše rezultate. 

 

V raziskavi smo ugotovili, da je izdelava strukturiranega pristopa, tj. modela urejanja in 

popisovanja nestrukturiranih besedil z uporabo strojnega učenja, ravno tako v celoti 

izvedljiva bodisi v obliki izvajanja aktivnosti za dosego le enega od ciljev, npr. identifikacija 

in dokumentiranost imenskih entitet, ali pa kot celosten pristop z doseganjem končnega cilja 

t. i. izdelave popisne enote. 

 

Pojavna oblika posameznih digitalnih zapisov lahko vpliva na možnost vsebinske obdelave. 

Predvsem je omejitev izkazana v delu, da morajo biti podatki strojno berljivi, če je namen, 

da se obdelava izvede v digitalni obliki z uporabo strojnega učenja. Vhodno vrednost tako 

predstavljajo zapisi, ki so v digitalni obliki ali pa so bili pretvorjeni v digitalno obliko na 

način, da je možna kakovostna prepoznava besedila. 

 

Poleg pojavne oblike je bila določena pozornost posvečena tudi obdelavi podatkov v 

primeru, da gre za različne jezike besedil, pri čemer se skuša zadržati unificiran pristop pri 

izvedbi vseh aktivnosti, tj. standardizaciji korakov, potrebnih za dosego ciljev. Iz rezultatov 

je razvidno, da je model urejanja in popisovanja nestrukturiranih besedil z uporabo strojnega 
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učenja stabilen in izvedljiv tudi v primeru večjezične vsebine. V določenih primerih je sicer 

treba vzpostaviti specifične vire za obdelavo podatkov, kot so npr. predizdelani modeli, 

nanašajoči se na specifično jezično področje, vendar pa je sam model urejanja in popisovanja 

nestrukturiranih besedil koherenten v delu izvajanj aktivnosti ne glede na jezik, ki je 

uporabljen v besedilu. 

Preverjeno je bilo tudi, kako nestrukturiranost podatkov vpliva na možnost vsebinske analize 

z uporabo strojnega učenja. Ugotovljeno je bilo, da zgolj »nestrukturiranost« vidno ne vpliva 

na možnost obdelave podatkov oziroma na rezultate. Obdelava podatkov je namreč 

pokazala, da je bila arhitektura modela in povezanih aktivnosti usmerjena na način, da je 

bilo besedilo obdelano v svoji izvirni obliki tako na nivoju celote kot na nivoju individualnih 

enot besedila (besed), pri čemer ni bilo izpostavljenih omejitev za uporabo strojnega učenja. 

V zadnjem sklopu prvega dela vprašanj je bilo preverjeno tudi, kakšna je učinkovitost 

masovnega urejanja in popisovanja nestrukturiranih zapisov z uporabo strojnega učenja. Pri 

preverjanju učinkovitosti je bilo osnovno izhodišče doseganje čim boljšega rezultata z 

zasledovanjem dveh možnih pristopov, in sicer z izdelavo modela urejanja in popisovanja 

nestrukturiranih besedil na način, da so bili v celoti izdelani individualni odločitveni modeli, 

in s pristopom, kjer je bila vključena izdelava modelov na podlagi predizdelanih modelov.  

Doseganje čim boljših rezultatov za določen sklop nestrukturiranih besedil je odvisen 

predvsem od vzpostavitve pristopa iteracij, pri čemer se izvaja izboljševanje modela na 

podlagi pridobljenih povratnih informacij predhodnih iteracij in posledično na določanju 

parametrov končne oblike modela. Kot primer se tako lahko izpostavi npr. določanje števila 

tematskih modelov za določen sklop besedil, kjer se lahko na podlagi rezultatov iteracij 

določi parametre za učinkovitejšo obdelavo podatkov (angl. Fine tuning) ali npr. število 

ciklov in obseg podatkov za učenje modelov v primeru izdelave odločitvenih modelov za 

izvedbo klasifikacije vsebine itd. Izvedba iteracij je bila pomembna tudi z vidika optimizacij 

delotokov, saj so povratne informacije ponudile dovolj informacij za oceno nujnosti 

individualnih korakov in vpliva posameznih korakov na rezultate. Posledično se je 

zasledoval tudi cilj vzpostavitve t. i. vitkega oziroma optimiziranega modela. 

Učinkovitost je bila merjena na način, da se je preverjalo točnost pridobljenih rezultatov 

glede na predvidene cilje. Pri tem se je zasledovalo razmerje, da je vsaj 75 % pridobljenih 

rezultatov sprejemljivih, ustreznih oziroma pravilnih. Glede na rezultate je bil prag 

uspešnosti in učinkovitosti v vseh treh glavnih ciljih dosežen, v določenih primerih pa tudi 

močno presežen. Ob tem je treba izpostaviti, da je bila učinkovitost lahko kvantitativno 

merjena le v delu, kjer je bila takšna meritev možna, npr. pri izvedbi klasifikacije vsebine 

ali pri prepoznavi imenskih entitet. Precej težje je bilo izvesti kvantitativno merjenje v delu, 

kjer takšno merjenje ni bilo smiselno ali izvedljivo, npr. pri izdelavi naslova popisne enote 

ali pri določanju obsega izdelanih tematskih modelov. Pri slednjih je kvalitativni pristop 

merjenja učinkovitosti odvisen predvsem od pridobivanja povratnih informacij v okviru 

iteracij obdelave podatkov in kriterijev (parametrih), ki jih določi izdelovalec modela. 
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Posledično se tudi rezultati lahko razlikujejo glede na pogled npr. arhivista, ki je zadolžen 

za popisovanje gradiva.  

 

Skladno s pridobljenimi rezultati in postavljeno arhitekturo izdelave modela so bili v okviru 

raziskave doseženi cilji, ki so bili predstavljeni na začetku raziskave: 

• vsebinski pregled oblik in možnosti klasifikacije vsebin nestrukturiranih besedil z 

uporabo strojnega učenja, 

• vsebinski pregled oblik in možnosti pristopov k identifikaciji imenskih entitet z 

uporabo strojnega učenja, 

• vsebinski pregled oblik in možnih pristopov k ekstrakciji informacij, potrebnih za 

izdelavo naslova individualne popisne enote, 

• izdelava teoretičnega modela urejanja in popisovanja nestrukturiranih besedil z 

uporabo strojnega učenja, ki bo vključeval popis procesov, delotokov in posameznih 

aktivnosti, potrebnih za samostojno urejanje in popisovanje nestrukturiranih besedil, 

• temeljit pregled, kateri dejavniki ključno vplivajo na kakovost pridobljenih 

rezultatov, 

• razvoj izvedbenega aplikativnega modela za urejanje in popisovanje nestrukturiranih 

besedil z uporabo strojnega učenja, 

• opredelitev specializiranih orodij ter navodil in priporočil za samostojno izdelavo 

aplikativnega modela za urejanje in popisovanje nestrukturiranih besedil z uporabo 

strojnega učenja. 

 

Glede na opredeljeni raziskovalni problem, izpostavljena raziskovalna vprašanja in 

predvidene pristope k razvoju modela urejanja in popisovanja nestrukturiranih besedil z 

uporabo strojnega učenja so bile izpostavljene tri hipoteze: 

 

H1: Izdelava modela samodejne klasifikacije vsebin z uporabo strojnega učenja v primeru 

prepoznavanja nestrukturiranih besedil je izvedljiva in uporabna za potrebe popisovanja 

individualnih zapisov. 

 

H2: Izdelava modela samodejne identifikacije imenskih entitet z uporabo strojnega učenja v 

primeru prepoznavanja nestrukturiranih besedil je izvedljiva in uporabna za potrebe 

popisovanja individualnega zapisa. 

 

H3: Izdelava modela samodejne izdelave naslova individualne popisne enote z uporabo 

strojnega učenja v primeru prepoznavanja nestrukturiranih besedil je izvedljiva in uporabna 

za potrebe popisovanja individualnega zapisa.  

 

H1: Izdelava modela samodejne klasifikacije vsebin z uporabo strojnega učenja v primeru 

prepoznavanja nestrukturiranih besedil je izvedljiva in uporabna za potrebe popisovanja 

individualnih zapisov? 
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Raziskava je pokazala, da je izdelava modela in pristopa samodejne klasifikacije vsebin z 

uporabo strojnega učenja v primeru prepoznavanja nestrukturiranih besedil izvedljiva in 

uporabna za potrebe popisovanja individualnih zapisov.  

Pri tem je treba izpostaviti, da sta učinkovitost in posledično uporabnost odvisni predvsem 

od izbranega pristopa in določanja ciljev s strani osebe, ki določa kriterije za obdelavo 

podatkov.  

 

Pomemben vidik zagotavljanja učinkovitosti delovanja modela je tudi v tem, da ga je vedno 

možno dopolnjevati ali spreminjati v delu, ki se nanaša na vsebinsko prepoznavo 

nestrukturiranih besedil in normativov za izvedbo klasifikacije gradiva. Pri tem je 

priporočljiv pristop z uporabo iteracij in pridobivanjem povratnih informacij o delovanju 

modela in pričakovanih rezultatih ter prilagajanjem modela na podlagi zastavljenih ciljev.  

 

Pri izvedbi klasifikacije nestrukturiranih besedil lahko na odločitev, kateri pristop in 

izvedbeni model predstavlja boljšo možnost, vpliva tudi dinamika potencialnega 

spreminjanja ali dopolnjevanja izvedbenega modela, kar je odvisno predvsem od vhodnih 

podatkov, ki so predmet obdelave ali kriterijev posameznega uporabnika, ki želi model 

uporabiti. 

 

Določen kriterij, ki lahko vpliva na izbiro izvedbenega modela, je tudi, ali so na voljo 

predizdelani modeli, ki lahko olajšajo izvedbo določenih delov procesa obdelave podatkov, 

kot je npr. izločitev faze »urejanja podatkov«, če takšna obdelava ni potrebna. 

 

H2: Izdelava modela samodejne identifikacije imenskih entitet z uporabo strojnega učenja 

v primeru prepoznavanja nestrukturiranih besedil je izvedljiva in uporabna za potrebe 

popisovanja individualnega zapisa. 

 

Raziskava je pokazala, da je izdelava modela in pristopa identifikacije imenskih entitet z 

uporabo strojnega učenja v primeru prepoznavanja nestrukturiranih besedil izvedljiva in 

uporabna za potrebe popisovanja individualnega zapisa. 

 

Pri izdelavi pristopa in modela prepoznavanja imenskih entitet je eden od ključnih kriterijev 

izbira obsega tipov imenskih entitet, ki naj bi bile prepoznane v okviru obdelave 

nestrukturiranih besedil, iz tega pa izhaja tudi nivo zahtevnosti izdelave modela ali uporabe 

predizdelanega modela. 

 

V primeru izdelave lastnega odločitvenega modela za prepoznavo imenskih entitet je 

pomemben predvsem pristop za izdelavo takšnega modela, saj so s tem lahko povezane 

zahteve po zagotavljanju zadostnih virov za izdelavo modela posebej v delu, ko se 

potrebujejo ustrezne količine podatkov za izvedbo učenja.  

 

Pomemben vidik doseganja ciljev prepoznavanja imenskih entitet je tudi zagotavljanje 

kakovosti podatkov, ki lahko vpliva na končen rezultat prepoznane vsebine in prepoznanih 

imenskih entitet. 



 

 139 

 

H3: Izdelava modela samodejne izdelave naslova individualne popisne enote z uporabo 

strojnega učenja v primeru prepoznavanja nestrukturiranih besedil je izvedljiva in uporabna 

za potrebe popisovanja individualnega zapisa.  

 

Raziskava je pokazala, da je izdelava modela in pristopa samodejne izdelave naslova 

individualne popisne enote z uporabo strojnega učenja v primeru prepoznavanja 

nestrukturiranih besedil izvedljiva in uporabna za potrebe popisovanja individualnega 

zapisa. 

 

Izdelava pristopa in modela za samodejno izdelavo naslova individualne popisne enote je 

predstavljala poseben izziv predvsem z vidika merjenja učinkovitosti uporabe takšnega 

modela in uporabnosti za namen popisovanja gradiva. V tem delu je bilo težko izvesti 

kvantitativno meritev ustreznosti pridobljenih rezultatov, saj je bil rezultat takšne obdelave 

tudi v klasičnem smislu, tj. brez uporabe strojnega učenja, predvsem odvisen od individualne 

interpretacije vsebine s strani posameznega popisovalca (arhivista) in zato individualnega 

tolmačenja in izdelave naslova popisne enote, ki bi ustrezno odražala vsebino izvirnega 

zapisa. 

 

Glede na izhodišče, da so predmet obdelave nestrukturiranih besedil obseg in oblika ter 

količina podatkov v številu, ki za obdelavo s strani posamezne osebe ne bi bilo racionalno 

izvedljivo, in da izdelani naslovi individualnih popisnih enot predstavljajo ustrezen in 

pravilen odraz vsebine gradiva, je bil cilj izdelave naslova popisne enote, ki je uporabna za 

namen popisovanja gradiva, dosežen. Tako kot pri ostalih obdelavah podatkov sta 

kvalitativni kriterij in doseženi rezultat odvisna predvsem od kriterijev osebe, ki določa 

parametre za izvedbo obdelave podatkov na podlagi izvedenih iteracij in pridobljenih 

povratnih informacij. 

 

3.5.1 Gradniki modela za samodejno masovno urejanje in popisovanje nestrukturiranih 

besedil 

 

V raziskavi so bili natančno predstavljeni vsi koraki, ki so bili uporabljeni za doseganje 

ciljev in preverjanje hipotez. Izdelani model je predstavljen skozi serijo gradnikov, ki tvorijo 

funkcionalno celoto za izvedbo vseh aktivnosti, ki so potrebne za izvedbo obdelave 

podatkov. Med gradnike se tako všteva: 

• strojna oprema za obdelavo podatkov, 

• programska oprema za obdelavo podatkov, 

• definicije delotokov za izvedbo aktivnosti (procesne opredelitve), 

• vhodni podatki oziroma izvirno gradivo, ki je predmet obdelave, 

• pristopi za obdelavo podatkov, 

• arhitekture in predizdelani modeli za strojno učenje, 

• izhodni podatki, pripravljeni za nadaljnjo obdelavo, in 

• predogled izdelanih popisnih enot. 
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Strojna oprema za obdelavo podatkov 

 

Strojna oprema je bila v okviru raziskave izbrana in uporabljena na način, da po zmogljivosti 

predstavlja obliko povprečne delovne postaje srednjega cenovnega razreda. Namen 

raziskave je bil vzporedno ponuditi enostavno možnost reproduciranja pridobljenih 

rezultatov na način, ki ne terja poglobljenega znanja s področja informacijskih tehnologij. V 

okviru specifik strojne opreme je treba izpostaviti potencialno dodatno uporabo grafične 

kratice in uporabo grafičnih jeder za hitrejše izvajanje določenih aktivnosti pri obdelavi 

podatkov. Ustrezna strojna oprema tako predstavlja prvi pogoj in gradnik za izdelavo modela 

za samodejno masovno urejanje in popisovanje nestrukturiranih besedil. 

 

Programska oprema za obdelavo podatkov 

 

Izbira ustrezne programske opreme za izdelavo modela je predstavljala največji izziv pri 

snovanju celotnega sistema, saj je bilo osnovno izhodišče, da bi morali biti gradniki z izjemo 

strojne opreme, ki bi bili uporabljeni za izdelavo in uporabo modela, prosto dostopni za 

uporabo komurkoli, ki bi želel takšen model izdelati ali brez omejitev uporabiti. Specifičen 

izziv je predstavljala precejšnja razdrobljenost individualnih funkcionalnih enot obdelave 

podatkov, ki je terjala določen pristop z vidika konsolidacije zaradi lažjega izvajanja opravil 

in organiziranja izvajanja aktivnosti. Za osrednjo programsko rešitev je bila izbrana 

odprtokodna programska oprema za analizo podatkov KNIME (2024), ki je bila v prvi vrsti 

namenjena t. i. orkestraciji oziroma združevanju vseh individualnih programov, ki so 

omogočali izvedbo celotnega procesa obdelave podatkov. Ob tem je treba izpostaviti, da 

končna rešitev pri uporabi programske opreme predstavlja neposredno izvedljivo 

funkcionalnost obdelave podatkov prek uporabe grafičnega vmesnika na način, da sta bili v 

čim večji meri poenostavljeni uporaba in izvedba vseh procesov obdelave podatkov za 

končnega uporabnika. Celotna funkcionalnost je predstavljala integrirano funkcionalnost 

izbrane programske opreme kot tudi integrirano funkcionalnost v obliki individualnih 

programov ali skript, ki so bile podprto dodane v izvajanje procesa. Končni uporabnik pri 

uporabi delotokov v orodju KNIME (2024) tako ne potrebuje dodatnih programov ali drugih 

orodij za izvedbo vseh aktivnosti, povezanih z obdelavo podatkov. Treba je izpostaviti, da 

je za določeno izvajanje aktivnosti in uporabo namenskih programskih jezikov predhodno 

treba zagotoviti ustrezno izvajalno okolje za podporo izvajanju določenih programskih 

jezikov, kot je npr. ustvarjanje ustreznega okolja za izvajanje programske kode, napisane s 

programskim jezikom »python« (Python.org 2024), v primeru uporabe specializiranih jeder 

grafične kartice pa tudi programsko opremo in gonilnike, ki omogočajo uporabo takšne 

strojne opreme. 

 

Med programsko opremo je treba všteti tudi razvoj oziroma izdelavo specifične programske 

opreme za pregled pripravljenih izhodnih podatkov, tj. popisne enote. Ob tem je bil znova 

upoštevan pristop, da se zagotovi čim enostavnejšo obliko programske opreme z uporabo 

grafičnega uporabniškega vmesnika, ki bi končnemu uporabniku omogočal enostavno 

premikanje med uvoženimi podatki s specifičnim poudarkom na vizualizaciji podatkov, ki 
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so bili osrednji del raziskave oziroma predogled klasifikacije identificiranih imenskih entitet 

in izdelanih naslovov popisnih enot.  

 

Uporaba odprtokodne programske opreme za analizo podatkov, vključno z novorazvito 

programsko opremo za predogled izdelanih popisnih enot, tako predstavlja celovito rešitev 

za izdelavo in uporabo modela za samodejno masovno urejanje in popisovanje 

nestrukturiranih besedil ter predogled pridobljenih rezultatov uporabe takšnega modela. 

 

Definicije delotokov za izvedbo aktivnosti (procesne opredelitve) 

 

Zaradi obsežnosti raziskave v delu izdelave modela za samodejno masovno urejanje in 

popisovanje nestrukturiranih besedil in še bolj natančno v delu vseh aktivnosti, ki so 

potrebne za doseganje ciljev, ki bi predstavljali zadovoljive rezultate, je bilo treba izbrati 

pristop, ki bi dovolj pregledno in jasno prikazoval vse korake, ki so bili uporabljeni. Pri tem 

je bil izbran pristop z izdelavo delotokov, v okviru katerih so bili natančno dokumentirani 

vsi koraki, ki so bili potrebni za izdelavo in uporabo modela za samodejno masovno urejanje 

in popisovanje nestrukturiranih besedil. Zaradi precejšnje razvejanosti aktivnosti so bili 

delotoki razdeljeni v tri krovne delotoke, ki so zasledovali tri ločene, vendar povezljive cilje:  

• izdelavo procesa za samostojno prepoznavo imenskih entitet, 

• izdelavo procesa za samostojno klasifikacijo vsebin in 

• izdelavo procesa za samostojno izdelavo naslova popisne enote. 

 

Delotoki in povezane aktivnosti so bili izdelani na način, da so skozi zaporedje korakov 

zagotovili takšno obdelavo podatkov, ki zagotavlja preglednost vseh vhodnih oblik oziroma 

potrebnih parametrov ter potencialnih predizdelanih modelov in vseh izhodnih oblik, 

vključno z jasno opredelitvijo celotne aktivnosti in pričakovanih rezultatov. 

Dokumentiranost delotokov tako predstavlja najboljši pregled na vsemi koraki, ki so 

potrebni za reprodukcijo rezultatov in doseganje ciljev. V določenih krovnih delotokih so 

bili vključeni tudi t. i. podprocesi ali manjši delotoki, ki so predstavljali zaključeno celoto 

določenega obsega aktivnosti znotraj obstoječega procesa, predvsem z namenom ponuditi 

možnost opcijske uporabe takšnih podprocesov. Delotoki ne vključujejo komponent, ki so 

nespremenljive ali nedefinirane, vsak korak delotoka pa je jasno dokumentiran in vizualno 

predstavljen na način, da je vedno vidna umeščenost tega koraka in povezljivost s prejšnjimi 

ali naknadnimi koraki. 

 

Delotoki so bili ravno tako pripravljeni na način, da se lahko kot celote s podatki ali brez 

njih izvozijo iz uporabljene odprtokodne programske opreme in uporabijo v enaki obliki v 

enaki programski opremi na drugih delovnih postajah ali informacijskih okoljih. Skozi 

raziskavo je bila izvedena jasna dokumentiranost posameznih delotokov in povezanih 

aktivnosti z namenom izdelave modela kot specifikacije korakov za izvedbo vseh potrebnih 

aktivnosti za doseganje zadanih ciljev, zato lahko končni uporabnik uporabi tudi drugo 

programsko opremo in na podlagi izdelanega modela izgradi lasten model za samodejno 

masovno urejanje in popisovanje nestrukturiranih besedil oziroma razvije svojo lastno 

rešitev, ki bo vključevala dokumentirane korake izdelanega modela v okviru te raziskave. 
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Posamezni koraki so bili dokumentirani na način, da so vključevali definicijo potrebnih 

vhodnih podatkov in informacij kot tudi rezultate izvedene obdelave podatkov. 

 

Delotoki so bili izdelani v treh ločenih segmentih z zasledovanjem treh različnih ciljev tudi 

zaradi možnosti zasledovanja zgolj enega od ciljev, zaradi česar tudi izhodne vrednosti 

individualnega delotoka ne predstavljajo omejitev za izvedbo drugega delotoka, končni 

uporabnik pa je tisti, ki sprejema odločitev o obsegu uporabe izdelanega modela. Če je npr. 

namen izvesti le prepoznavo imenskih entitet, se lahko izvede le ta delotok brez povezane 

obveznosti izvajanja ostalih dveh delotokov. 

 

Delotoki, ki so del izdelanega modela, omogočajo posodobitve in nadgradnje ter 

modifikacije tako, da lahko končni uporabnik modela in delotokov izvede poljubne 

prilagoditve oziroma tudi spremeni arhitekturo in delovanje modela glede na lastne potrebe. 

S tem doseže, da se lahko izdelani model uporabi kot končno rešitev ali pa predstavlja 

izhodišče za nadaljnje raziskave ali razvoj novih modelov.  

 

Pri izdelavi delotokov in uporabljenih programov je bil zasledovan cilj, da se uporabi le 

programska oprema, ki je odprtokodna ali prosto dostopna za končnega uporabnika in nima 

povezanih komercialnih licenc ali drugačnih omejitev pogojev uporabe. Kjer je bilo možno 

in izvedljivo oziroma ni predstavljalo predhodno že objavljene izvorne kode, je bila 

predstavljena in dokumentirana tudi izvorna koda določenih aktivnosti ali individualnih 

programov, kot so npr. aktivnosti ali deli aktivnosti, ki so predstavljali skripte ali 

individualno razvito programsko opremo, ko so npr. dodane skripte »python« (Python 2024).  

 

Vhodni podatki oziroma izvirno gradivo, ki je predmet obdelave 

 

Naslednji gradnik, ki je bil kritičen za izdelavo modela, so bili podatki oziroma natančneje 

nestrukturirano besedilo, ki je predstavljalo izvirne zapise za obdelavo. Vhodni podatki so 

bili za namen raziskave kot vhodna vrednost pripravljeni v tekstovni obliki, o kateri ni bilo 

vnaprej znanih nobenih lastnosti, ki bi na kakršenkoli način omogočale lažje ali enostavnejše 

doseganje zastavljenih ciljev. Ob tem je treba izpostaviti, da namen raziskave ni bila 

obdelava katerihkoli drugih oblik zapisov v nestrukturiranih podatkih z izjemo besedil. 

 

Izdelani model eksplicitno ne omejuje vhodne oblike in se lahko ta v prvem koraku prilagodi, 

da je možen uvoz podatkov (besedil) iz različnih formatov, dokler je osnova za obdelavo 

podatkov tabela, ki vključuje individualen nestrukturiran zapis (besedilo) v eni vrstici tabele. 

Posledično lahko končni uporabnik prilagodi uvoz podatkov na način, da izvede uvoz 

podatkov iz različnih formatov ali s predhodno obdelavo, npr. uvozi formate elektronske 

pošte, s prepoznavo besedil iz slikovnih formatov itd. 

 

Vhodni podatki so bili izbrani kot vsebina člankov novinarskih hiš, ki so omogočile dostop 

do omenjenih podatkov za namene raziskav. Namen izbire člankov novinarskih hiš je bil 

predvsem v tem, da se uporabi čim bolj razpršeno vsebino, ki vnaprej ni znana in se ne 

nanaša na specifično področje delovanja neke specifične organizacije. Pri tem je bil 
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zasledovan cilj, da uporabljeni podatki ne vsebujejo dodatne vsebine, ki bi omogočala ali 

olajšala lažjo izvedbo izdelave modela, kot so npr. metapodatki o posameznem izvirnem 

zapisu. Če je kakšen izvirni zapis vključeval takšne metapodatke, so bili pred nadaljnjo 

obdelavo izločeni.  

 

Pri izdelavi modela za samodejno masovno urejanje in popisovanje nestrukturiranih besedil 

je bila posebna pozornost namenjena preverjanju uporabnosti izdelanega modela v primeru 

novega jezika besedila. Izkazalo se je, da je bil model ravno tako učinkovit, tudi če je bil 

uporabljen drug jezik besedila. Ob tem je treba izpostaviti, da se boljši rezultati lahko 

dosežejo z izbiro parametrov individualnih aktivnosti v delotoku, ki se nanašajo na 

specifičen jezik. Izdelava in uporaba modela za samodejno masovno urejanje in popisovanje 

nestrukturiranih besedil tako predstavlja univerzalno večjezično rešitev za različne 

uporabnike. 

 

Pristopi za obdelavo podatkov 

 

Metode in pristopi za obdelavo podatkov so razvidni predvsem iz individualnih aktivnosti, 

ki predstavljajo zaključene funkcije za obdelavo podatkov. Vsak individualen korak ali 

aktivnost v delotoku ima določeno funkcijo, bodisi kot del neposredne obdelave podatkov 

ali pa kot del merjenja učinkovitosti oziroma uspešnosti izvajanja delotoka in povezanih 

aktivnosti. Aktivnosti so lahko tudi povezane v določene sklope obdelav podatkov, kot je 

npr. »urejanje podatkov« kot opcijska izvedba, odvisno od izbranega pristopa in potrebe po 

uporabi takšnih sklopov obdelav podatkov. Med njih lahko prištevamo predvsem naslednje: 

• urejanje besedil (formatiranje, krnjenje, izločevanje nedovoljenih simbolov, 

pretvorba v male/velike črtke itd.), 

• ocenjevanje ustreznosti besedil (izločevanje besedil, izdelovanje lem, izračun 

frekvenc izrazov itd.), 

• pretvorba besedil (programski objekti, vektorska oblika, vizualni elementi, izdelava 

skupin besed itd.), 

• izdelava in uporaba odločitvenih modelov. 

 

Večina aktivnosti v posameznem delotoku je del integrirane funkcionalnosti oziroma 

razpoložljivih možnosti znotraj krovne odprtokodne programske opreme, ki je bila 

uporabljena za obdelavo podatkov (KNIME 2024). V določenih primerih, aktivnostih ali 

nizu aktivnosti, ki jih omenjena programska oprema ni mogla zagotoviti, pa je bil 

zagotovljen dodaten razvoj funkcionalnosti prek vmesnikov za dodajanje novih programov 

kot del omogočanja dodatnih funkcionalnosti znotraj uporabe KNIME (2024), tj. pisanje 

dodatnih skriptov, ki pa so v zaključni fazi integrirani kot končna rešitev in del delotoka za 

uporabo izdelanega modela. 

 

Pristop k obdelavi podatkov je zasledoval tudi vključitev izvirnih zapisov skozi izvedbo vseh 

korakov delotokov posebej z namenom povezovanja pridobljenih rezultatov z izvirnimi 

zapisi kot tudi zaradi primerjanja vmesnih rezultatov (učinkovitosti) za namen posodabljanja 

parametrov individualni aktivnosti. Namen povezovanja izvirnih zapisov s pridobljenimi 
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rezultati je bil tudi, da je bil skozi vse korake zagotovljen nadzor nad konsistentnostjo 

podatkov po vsaki uporabljeni obdelavi oziroma sklopu obdelave podatkov. Osnovni cilj je 

bil, da je izhodna vrednost delotokov enaka vhodni vrednosti, vključno s pridobljenimi 

rezultati. 

 

Del izvedbe delotokov in uporabe različnih pristopov ter metod je bilo tudi merjenje časovne 

učinkovitosti izvajanja celotnih delotokov. Pri vsakem delotoku je bilo izvedeno merjenje, 

koliko časa je potrebnega, da se delotok izvede od uvoza podatkov v prvo aktivnost do 

izvoza podatkov za naslednji delotok. Koliko časa je potrebnega za izvedbo celotnega 

delotoka, tj. kako dolgo traja izvajanje vseh aktivnosti delotoka, je predvsem odvisno od 

količine podatkov in zahtevnosti operacij, ki se izvajajo v okviru individualne aktivnosti. 

Osnovne operacije, kot so npr. aktivnosti, ki se nanašajo na urejanje besedil, niso časovno 

potratne, na drugi strani pa so določene aktivnosti, ki so računsko obremenjujoče, v 

precejšnji meri tudi časovno potratne, kot je npr. izdelava odločitvenega modela.  

 

Na hitrost obdelave podatkov predvsem v delu izdelave odločitvenih modelov lahko močno 

vpliva izbira strojne opreme, saj omenjene aktivnosti v prvi vrsti predstavljajo najbolj 

obremenjujoč del delotoka, posebej zaradi potrebe po intenzivni računski obdelavi t. i. 

»procesiranja podatkov«. Večina operacij se lahko pospeši z uporabo namenskih grafičnih 

kartic, ki omogočajo uporabo grafičnih jeder za hitrejše preračunavanje. Izhodišče raziskave 

je bilo namreč preveriti, ali se lahko v določenem časovnem okviru (96 ur) izvede vsak od 

treh delotokov v delu ene od izbranih možnosti zgolj z uporabo procesorja delovne postaje 

in brez uporabe namenske grafične kartice. Vsi delotoki so na podlagi uporabljene strojne 

opreme z izjemo ene od izbranih možnosti izvedljivi zgolj z uporabo procesorja delovne 

postaje. Edina možnost, ki ni bila izvedljiva v predvidnem časovnem okviru, je bila možnost 

izbire izdelave odločitvenega modela za klasifikacijo vsebine z uporabo arhitekture in 

predizdelanega modela BERT (2023). 

 

Omenjeno vsekakor ne pomeni, da izdelava odločitvenega modela ni časovno izvedljiva brez 

uporabe jeder grafične kartice, le da je časovno neučinkovita. Pri uporabi arhitekture in 

predizdelanega modela BERT (2023) so bila za izdelavo odločitvenega modela zato 

uporabljena jedra grafične kartice, ki so močno pospešila izvedbo aktivnosti, tudi z uporabo 

jeder grafične kartice pa je bila omenjena aktivnost ena od aktivnosti, ki je potrebovala 

največ časa za zaključek vseh operacij. 

 

Časovni okvir izvajanja aktivnosti je pomemben predvsem tudi zaradi pridobivanja 

povratnih informacij zaradi izvajanja natančnejših nastavitev (angl. Fine tuning), ki terja 

izvajanje večkratnih iteracij obdelave enakih podatkov. Če bi vsaka iteracija vzela preveč 

časa, bi to lahko ravno tako predstavljalo časovno neučinkovit pristop k izvedbi vseh 

potrebnih aktivnosti. 

 

Določena izbira računske in posledično časovne obremenitve se za končno uporabo lahko 

opredeljuje tudi skozi individualizacijo potrebnega izvajanja posamezne aktivnosti. Npr. 

izdelava odločitvenega modela je računsko obremenjujoč del delotoka le v delu, ko je takšno 
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aktivnost treba izvesti, nadalje pri uporabi izdelanega odločitvenega modela takšne 

aktivnosti ni treba vnovič izvajati, saj je model že izdelan in se ga zgolj uporabi. V takšnem 

primeru se lahko končni uporabnik odloči, da več časa »investira« v izdelavo npr. 

odločitvenega modela, če se ta v praksi pogosto ne bo spreminjal, in zato ne bo treba znova 

izvajati procesno in časovno obremenjujočega dela delotoka. 

 

Boljše rezultate z vidika časovne učinkovitosti je tako možno doseči z bolj zmogljivo strojno 

opremo, odločitev pa je odvisna predvsem od dinamike obdelav podatkov in potrebe po 

vnovični izdelavi odločitvenih modelov. 

 

Arhitekture in predizdelani modeli za strojno učenje  

 

Del raziskave je bil poleg zasledovanju temeljnih ciljev namenjen vzpostavitvi pristopa, v 

okviru katerega je bil namen izdelati model za samodejno masovno urejanje in popisovanje 

nestrukturiranih besedil z izdelavo odločitvenih modelov z uporabo predizdelanih modelov 

ali brez njih. Ob tem je bilo ključno preveriti, katere arhitekture in kateri predizdelani modeli 

predstavljajo optimalno izbiro. Izbrani pristopi za izdelavo končnega modela so tako 

zasledovali metode in pristope, ki so zagotavljali najboljše rezultate pri obdelavi podatkov, 

v določenih primerih tudi kombinacijo različnih pristopov.  

 

V vseh treh delotokih je bilo iz pridobljenih rezultatov razvidno, da so bili boljši rezultati 

zagotovljeni z izdelavo odločitvenih modelov na podlagi predizdelanih modelov, kar je bilo 

pričakovano, saj so bili predizdelani modeli učeni/trenirani na izjemno velikih količinah 

podatkov. Ne glede na to, da so odločitveni modeli, ki so bili izdelani na podlagi 

predizdelanih modelov, učinkovitejši, pa je izbira predizdelanega modela ravno tako zelo 

pomembna za doseganje dobrih rezultatov, saj je pomembno, na kakšnih podatkih se je 

predizdelani model učil in ali ti zagotavljajo trajnejšo obliko za stabilno obdelavo podatkov, 

predvsem z vidika vzdrževanja predizdelanih modelov. 

 

Izpostavljeno je predvsem pomembno tudi z vidika operacij ali ciljev, ki jih želimo doseči z 

uporabo takšnega predizdelanega modela. V primeru, da želimo uporabiti predizdelani 

model za npr. prepoznavo imenskih entitet ali za izvedbo klasifikacije vsebine, je treba 

izbrati predizdelani model, ki podpira omenjene pristope oziroma je bil učen z namenom, da 

podpre omenjene pristope, zaradi česar so tudi rezultati pri uporabi takšnega modela boljši. 

 

Iz rezultatov raziskave pri npr. uporabi klasifikacije vsebine z izdelavo odločitvenega 

modela na podlagi predizdelanega modela je tako razvidno, da kakovost podatkov ne vpliva 

na učinkovitost in pravilnost klasifikacije, ravno obratno, rezultati so bili slabši, če se je 

predhodno izvedel podproces urejanja besedil. Omenjeno je predvsem posledica tega, da je 

bil uporabljeni predizdelani model učen/treniran na celotnih besedilih z vsemi t. i. 

»nepotrebnimi« informacijami, zato je bil izdelani odločitveni model natančnejši in 

učinkovitejši brez predhodnega urejanja besedil. Izdelava odločitvenega modela na podlagi 

takšnega predizdelanega modela predstavlja tudi določeno prednost, saj pri takšnih 
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obdelavah podatkov ni treba »skrbeti« za kakovost podatkov, kar lahko precej poenostavi 

delotok za klasifikacijo vsebine. 

 

Drugi vidik, ki je pomemben za doseganje čim boljših rezultatov, je potencialna uporaba 

večjezičnega predizdelanega modela, predvsem v delu obdelave podatkov, ki predstavljajo 

večjezično vsebino.  

 

Ne glede na to, da predizdelani modeli predstavljajo odlično podlago za izdelavo lastnih 

odločitvenih modelov, pa je z uporabo ustreznih metod možna tudi izdelava učinkovitih 

odločitvenih modelov na osnovi omejenega obsega podatkov, namenjenega učenju modela. 

Iz rezultatov raziskave je tako razvidno, da je npr. klasifikacija vsebine izdelave 

odločitvenega modela na podlagi metode SVM (Cervantes idr. 2020) dala izredno dobre 

rezultate brez uporabe predizdelanega modela. Na drugi strani pa je lahko izdelava 

odločitvenih modelov tudi močno odvisna od obsega in kakovosti podatkov, kar je npr. 

razvidno iz rezultatov izdelave odločitvenega modela za prepoznavo imenskih entitet z 

uporabo slovarjev, kjer bi za izdelavo splošno učinkovitega odločitvenega modela 

potrebovali izjemno obsežne slovarje različnih tipov imenskih entitet. Postopek bi bil zaradi 

tega zelo procesorsko in časovno obremenjujoč. Uporaba predizdelanega modela lahko sicer 

precej skrajša postopek izdelave odločitvenega modela, vendar je celoten čas izdelave 

izvedbenega modela še vedno precej odvisen od načina uporabe predizdelanega modela. 

zlasti pri določanju parametrov učenja na podlagi predizdelanega modela (angl. Fine tuning). 

 

Izhodni podatki, pripravljeni za nadaljnjo obdelavo 

 

Da bi lahko združevali vse izhodne podatke različnih delotokov, je bilo treba vzpostaviti 

pristop povezovanja vseh pridobljenih rezultatov. Za ta namen je bil izbran najenostavnejši 

pristop, in sicer priprava in prenos izhodnih podatkov posameznega delotoka v obliko, ki je 

predstavljala vhodno obliko za naslednji delotok. Na takšen način se je zadržala osnovna 

struktura izvirnih zapisov, vključno s pridobljenimi rezultati vseh delotokov. Ob tem v 

okviru delotokov ni omejitev glede obsega izvoza podatkov. Zaradi praktičnih razlogov so 

bili podatki, namenjeni za izvoz, omejeni le na tisti del, ki je bil nujno potreben za nadaljnjo 

obdelavo podatkov. Končni uporabnik lahko v okviru delotoka poljubno razširi obseg 

podatkov, ki jih želi izvoziti kot rezultat npr. poleg klasifikacijske oznake, ki ga v praksi 

predstavlja. Določen tematski model lahko izvozi tudi podatke o ključnih besedah, ki tvorijo 

posamezen tematski model oziroma določeno klasifikacijo. Takšen pristop je lahko koristen 

zaradi lažjega razumevanja določanja klasifikacijskih oznak ali pa zaradi ocenjevanja 

ustreznosti izvedenih odločitvenih modelov.  

 

Izhodne vrednosti podatkov so bile izvožene v tekstovni obliki zaradi lažje potencialne 

naknadne obdelave. Namen uporabe standardiziranega tekstovnega formata je bil tudi v tem, 

da je z uporabo enostavnih programskih orodij za predogled tekstovne oblike vedno možno 

preveriti vmesne pridobljene rezultate in konsistentnost gradiva, pa tudi obliko, ki omogoča 

enostavno ekstrakcijo podatkov za namen optimizacije modela. Pri tem je bila posebna 

pozornost namenjena ustrezni dokumentiranosti podatkov, tj. preglednosti v obliki izdelanih 
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povezanih metapodatkov. Cilj raziskave je bila izdelava modela za samodejno masovno 

urejanje in popisovanje nestrukturiranih besedil, pri čemer se je zasledovalo tri glavne cilje, 

ki so bili tudi glavni del izhodne vrednosti podatkov: prepoznane imenske entitete, določene 

klasifikacije ter izdelani naslovi individualnih zapisov. Poleg omenjenih informacij so kot 

del izhodnih podatkov dodani še ostali fiksni podatki zaradi lažjega dokumentiranja 

(metapodatki) individualne popisne enote na podlagi individualnega izvirnega zapisa. 

Celotna obdelava podatkov je bila izvedena v kodnem načinu, ki je zadržal ustrezno 

strukturo podatkov skozi vse korake obdelave, od uvoza podatkov skozi morebitno urejanje 

podatkov do izvoza podatkov.  

 

Izdelani model tako kot v primeru vhodnih podatkov eksplicitno ne omejuje izhodne oblike 

in se lahko v prvem koraku prilagodi, da je možen izvoz podatkov v različne strukture ali 

formate, odvisno od potreb končnega uporabnika. Ravno tako večjezičnost ne vpliva na 

izhodno obliko podatkov, saj je izvoz primarnih podatkov namenjen strukturiranju podatkov 

za potencialno nadaljnjo obdelavo in ne dodatni vsebinski obdelavi. 

 

Predogled izdelanih popisnih enot 

 

Eden od namenov raziskave in izdelave modela za samodejno masovno urejanje in 

popisovanje nestrukturiranih besedil je bil preveriti uporabnost izdelanega modela in 

pridobljenih rezultatov. Za ta namen je bil za predogled pridobljenih rezultatov razvit 

grafični vmesnik, ki omogoča jasen in pregleden način pregledovanja izvirnih zapisov in 

povezanih pridobljenih rezultatov. 

 

Predogled rezultatov je namenjen tako končnim uporabnikom, ki lahko z vsebinskega vidika 

ocenjujejo ustreznost pridobljenih rezultatov, kot tudi snovalcem oziroma osebam, ki 

optimizirajo model, da lahko ocenjujejo delovanje oziroma uporabo modela. Namen uporabe 

modela za samodejno masovno urejanje in popisovanje nestrukturiranih besedil ni omejitev 

uporabe le na eno kategorijo uporabnikov, npr. uporabo zgolj s strani informatikov ali 

razvijalcev sistemov za strojno učenje, ampak je namenjen predvsem uporabi s strani 

arhivistov kot končnih uporabnikov, zato je pomembno, da je tudi končna rešitev čim bolj 

prijazna do končnega uporabnika. 

 

Glede na to, da so izhodni podatki v tekstovni obliki oziroma da ni praktičnih omejitev v 

okviru delotokov, v kakšni obliki se podatki lahko izvozijo, lahko končni uporabnik modela 

prilagodi izvoz rezultatov v obliko, ki mu najbolj ustreza za vizualizacijo ali uporabo v 

drugih programskih orodjih. 

 

Grafični vmesnik, ki je bil razvit za potrebe predogleda pridobljenih rezultatov, je omejen 

na predogled pridobljenih rezultatov izključno v izhodni obliki, kot je bila vzpostavljena v 

zadnjem delotoku izdelave popisne enote. V primeru spreminjanja strukture izvoženih 

podatkov je potreben dodaten razvoj, da se zagotovi podpora obdelavi podatkov za izvedbo 

pravilnega predogleda izdelanih popisnih enot ali pa izvoz podatkov v eno od standardnih 

metapodatkovnih struktur, ki se uporabljajo na področju popisovanja arhivskega gradiva. 
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4 ZAKLJUČEK  

 

Uvodoma je bil opredeljeno, da je temeljni problem pri velikih količinah gradiva v digitalni 

obliki, ki ima neznano vsebino in nestrukturirano obliko v tem, da je lahko pri izjemno 

velikih količinah takšnega gradiva težko zagotoviti hitro in učinkovito ter ustrezno 

vsebinsko obravnavo za namen klasificiranja gradiva oziroma za namen urejanja in 

popisovanja gradiva v digitalni obliki. 

 

Izdelani model za samodejno masovno urejanje in popisovanje nestrukturiranih besedil je 

eden od možnih odgovorov, kako se lahko pristopi k reševanju omenjenega problema. 

Raziskava je pokazala, da je možno izdelati rešitve, ki omogočajo učinkovito obdelavo 

večjih količin gradiva na način, da sta zagotovljeni ustrezna kakovost in varnost obdelanega 

gradiva. Pri tem ključno vlogo igra izbira ustrezne tehnologije in metod ter pristopov, s 

katerimi so bili cilji lažje doseženi.  

 

Velike količine besedil z nestrukturirano vsebino so realnost, s katero se arhivisti srečujejo 

dnevno, količine takšnega gradiva pa so ravno tako iz dneva v dan večje. Tradicionalni 

pristopi za urejanje in popisovanje gradiva v večjih količinah brez uporabe modernih 

tehnologij so že danes neizvedljivi ali neuporabni. Pristop, kjer bi se izvedlo urejanje in 

popisovanje gradiv na t. i. ročni način s strani posameznega arhivista za vsak individualen 

zapis, časovno ni vzdržen in niti izvedljiv glede na prirast takšnega gradiva. 

 

Raziskava je bila razdeljena na zasledovanje treh ciljev: 

• ali je možna vsebinska opredelitev (klasifikacija) besedil z nestrukturirano vsebino,  

• ali je možna prepoznava imenskih entitet v besedilih z nestrukturirano vsebino in  

• ali je možna izdelava naslova za posamezno popisno enoto gradiva, t. i. »izvirni 

zapis« z nestrukturirano vsebino. 

 

Identifikacija omenjenih kategorij informacij bi lahko močno olajšala delo arhivistov 

oziroma dokumentalistov v primeru urejanja in popisovanja gradiva, pri tem pa je bilo treba 

realno oceniti tudi morebitne omejitve ali probleme, ki niso bili rešeni v izvedeni raziskavi 

in predstavljajo možnosti za dodatne raziskave in razvoj izboljšav, ki bi omogočale 

učinkovitejšo izdelavo modela za samodejno masovno urejanje in popisovanje 

nestrukturiranih besedil. 

 

4.1 Vsebinska klasifikacija gradiva 

 

Vsebinska klasifikacija je eden od možnih načinov, s pomočjo katerega se lahko izvede 

določena oblika vrednotenja gradiva predvsem v smislu ocenjevanja potreb po izvedbi 

urejanja in popisovanja gradiva. Vse gradivo, ki nastaja, še ne predstavlja tudi gradiva, ki ga 

je treba hraniti, zato je pomembno, da se z vidika optimizacije del gradiva loči na tisti del, 

ki ga je treba urejati in popisovati, od tistega gradiva, ki se ga lahko izloči oziroma za 

katerega urejanje in popisovanje ni potrebno. 



 

 149 

Rezultati raziskave so pokazali, da vsebinska klasifikacija z uporabo strojnega učenja 

predstavlja učinkovito rešitev za reševanje temeljnega problema obdelave nestrukturiranih 

besedil v velikih količinah. Obstoječa tehnologija, metode in pristopi so zreli in stabilni za 

izdelavo odločitvenih modelov za izvedbo klasifikacije, ravno tako se postopoma 

poenostavlja uporaba takšnih tehnologij v obliki naprednih programskih orodij, 

standardizacij, ugotovitev obstoječih raziskav in dokumentiranosti pristopov. Rezultati 

vsebinske klasifikacije tako lahko predstavljajo podlago za končno obliko popisanega 

gradiva, saj lahko omogočajo nadaljnjo obdelavo v kontekstu združevanja podatkov, iskanja 

povezav med različnimi zapisi ali pa kot zelo pomemben del vrednotenja gradiva.  

 

Ob tem se pri izbranem pristopu v okviru raziskave pojavlja dodatno nerešeno vprašanje 

oziroma problem potencialnih subjektivnih kriterijev pri izbiri klasifikacijskega okvira za 

izvedbo klasifikacije, tj. obseg izdelanih tematskih modelov. Učinkovitost in smiselnost 

vsebinske klasifikacije se tako še vedno nanaša na opredelitev obsega in strukture izdelave 

tematskih modelov s strani snovalca sistema (delotoka) za izdelavo tematskih modelov. V 

primeru, da se kriterij obsega tematskih modelov za izvedbo klasifikacije zastavi preširoko 

ali preozko, se lahko takšni kriteriji prenesejo na končne rezultate vsebinske klasifikacije in 

ne predstavljajo najbolj optimalne oblike za popisovanje gradiva ali npr. za vrednotenje 

gradiva. Lahko predstavljajo tudi neustrezno klasifikacijo gradiva. V tem delu bi bila 

vsekakor potrebna dodatna raziskava kako pristopiti k zmanjševanju subjektivnih kriterijev 

snovalcev sistema kot dejavnik vpliva na končne rezultate obdelave podatkov. Ena od 

možnih rešitev bi lahko bil sistem z več kontrolami, ki bi bile namenjene večplastnemu 

preverjanju ustreznosti sprejetih odločitev, ali pa pristop, ki bi vključeval več strokovnih 

deležnikov za potrjevanje sprejetih odločitev. 

 

Dobra praksa pri uporabi modela za samodejno masovno urejanje in popisovanje 

nestrukturiranih besedil za namen vsebinske klasifikacije je tudi izbira ustreznega pristopa 

z uporabo predizdelanih modelov ali brez nje. Omenjeno je predvsem odvisno od vhodne 

oblike podatkov. V tem delu je zlasti mišljeno, v kakšnem jeziku se nahaja gradivo in ali je 

potrebna kakršnakoli predhodna obdelava besedila, kot je npr. »urejanje podatkov« z 

namenom zagotavljanja višje kakovosti podatkov. Za ta namen je dobra praksa, da se 

predhodno vsaj osnovno pregleda in preveri vhodno obliko podatkov in ustrezno prilagodi 

parametre za izvedbo delotokov, da bo uporaba modela za samodejno masovno urejanje in 

popisovanje nestrukturiranih besedil čim bolj učinkovita. 

 

4.2 Prepoznava imenskih entitet 

 

Prepoznava imenskih entitet z uporabo modela za samodejno masovno urejanje in 

popisovanje nestrukturiranih besedil omogoča identifikacijo osnovnih informacij, na podlagi 

katerih je naknadno možno lažje uporabljati popisano gradivo. Prepoznane imenske entitete 

lahko tako poleg prepoznanih entitet omogočajo tudi potencialno lažjo predvsem pa hitrejšo 

kontekstualizacijo vsebine v navezi z vsebinsko klasifikacijo gradiva.  
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Pomemben del procesa prepoznavanja imenskih entitet je odločitev glede obsega tipov 

imenskih entitet, ki bi jih radi prepoznali, zato je tudi pristop k izdelavi modela ali uporabi 

predizdelanih modelov lahko drugačen. Enako velja za vsebinsko klasifikacijo, za katero je 

v primeru prepoznave imenskih entitet ključno predhodno jasno določanje ciljev in 

pričakovanih rezultatov, saj je od tega, tj. določanja parametrov izvedbe, potem odvisna 

oblika uporabe izdelanega modela.  

 

Kot v primeru vsebinske klasifikacije so tudi na področju prepoznavanja imenskih entitet 

obstoječe tehnologije, metode in pristopi zreli in stabilni za izdelavo odločitvenih modelov 

oziroma prepoznavanje imenskih entitet. Z ustrezno nastavitvijo parametrov pri uporabi 

predizdelanih modelov ali z dovolj velikim obsegom podatkov za učenje omogočajo zelo 

učinkovito prepoznavanje. 

 

V raziskavi smo se pri prepoznavi imenskih entitet soočili s specifičnim problem, ki sicer ni 

v celoti vplival na izvedbo delotokov, je pa lahko v izjemno majhnem in izoliranem obsegu 

vplival na potencialno kakovost pridobljenih rezultatov. Večpomenskost imenskih entitet je 

v določenem delu lahko vplivala na pravilnost določitve tipa imenske entitete. Npr. beseda 

»petek« je lahko identificirana kot tip imenske entitete »oseba« kot tudi tip imenske entitete 

»čas«. Zaradi pomanjkanja ustreznih mehanizmov za ločevanje ugotavljanja ustreznosti 

pripadnosti pravemu tipu imenske entitete je model določil imensko entiteto večkratno za 

vsak identificiran tip entitete. Omenjeni problem zato lahko povzroči neustrezno določanje 

tipa imenskih entitet in uvrščanje neustrezno prepoznane imenske entitete v končni rezultat 

obdelave besedila.  

 

Drug pomemben vidik oziroma dobra praksa pri izbiri pristopa za prepoznavo imenskih 

entitet in uporabo potencialnega predizdelanega modela je predhodno preverjanje, v katerem 

jeziku se nahaja besedilo. V primeru uporabe predizdelanih modelov sledi izbira ustreznega 

predizdelanega modela. Prepoznava določenih vsebin oziroma entitet in povezana 

terminologija sta lahko precej zahtevni, če odločitveni modeli niso učeni/trenirani na 

vsebini, ki je primerljiva oziroma v ustreznem enakem jeziku, kot je jezik, v katerem 

izvajamo prepoznavo.  

 

4.3 Izdelava naslova popisne enote 

 

Izmed vseh zastavljenih ciljev se je izdelava naslova z uporabo strojnega učenja izkazala za 

najzahtevnejši cilj, ker je ocenjevanje ustreznosti doseženih rezultatov precej odvisno od 

kriterijev sprejemljivosti, ki so odvisni od posameznega uporabnika modela. Ena od 

temeljnih nalog popisovanja gradiva je zagotoviti pregleden in reprezentativen naslov 

popisne enote glede na vsebino gradiva. Različni popisovalci bi tako v praksi isto enoto 

gradiva praviloma naslovili drugače glede na lastno interpretacijo in razumevanje vsebine, 

zato bi se tudi v realnosti z omenjenim tradicionalnim načinom lahko za popisno enoto 

dokumentiralo različne naslove popisne enote. 
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Pri izdelavi naslova popisne enote tako ni bila v ospredju t. i. točnost ali učinkovitost, saj bi 

jo bilo, kot je bilo omenjeno v prejšnjem odstavku, težko meriti ali ocenjevati. V tem delu 

je bila edina meritev, ki je bila izvedena, subjektivna ocena, ali je izdelani naslov pregleden 

in ali predstavlja ustrezen vsebinski opis vsebine gradiva.  

 

Za izdelavo naslova je bila uporabljena metoda abstraktnega povzemanja, ki se za razliko 

od ekstrakcijskega povzemanja skuša izogniti zgolj povzemanju vsebine na najbolj 

reprezentativen stavek ali skupek besed iz besedila, temveč je bil namen, da naslov skozi 

abstraktno povzemanje predstavlja svojo novo obliko opisa vsebine v skladu z 

razumevanjem vsebine. 

 

Določen problem, ki se pri izbrani metodi povzemanja lahko pojavlja, je ponavljanje 

oziroma podobna sintaksa pri izbiri besed in tvorjenju reprezentativne vsebine v obliki 

stavkov. Da bi se lahko izognili potencialnemu ponavljanju bodisi oblik stavkov ali izbire 

besed, bi bila v tem delu smiselna dodatna raziskava, ki bi se lahko osredotočila na 

raziskovanje in izdelavo bolj dinamične oblike naslova oziroma diferenciacijo sintakse za 

izdelavo naslova. Ena od možnih rešitev bi lahko bilo omejevanje že uporabljenih struktur 

ali besed v določenem vzorcu obdelanega besedila. 

 

4.4 Model za samodejno masovno urejanje in popisovanje nestrukturiranih besedil 

 

Uvodoma je bilo opredeljeno, da količina nestrukturiranih podatkov nezadržno raste in že 

danes predstavlja glavnino vseh podatkov, do leta 2025 pa se bo predvidoma ta delež še 

dvignil do predvidenih 80 % vseh podatkov (Burgener 2021). Glede na to, da danes še ne 

razpolagamo z celovitimi enostavnimi produkcijskimi sistemi, ki bi nam omogočili 

enostavno obdelavo večjih količin nestrukturiranih podatkov z uporabo strojnega učenja, je 

treba k reševanju temeljnega problema in izdelavi takšnih modelov ter povezanih rešitev 

pristopiti čim prej. V raziskavi je bil izdelan model za samodejno masovno urejanje in 

popisovanje nestrukturiranih besedil, ki predstavlja možno celovito rešitev za reševanje 

omenjene problematike tako z vidika izdelave načrtnega referenčnega okvira kot z vidika 

zagotavljanja informacijskega sistema kot praktične rešitve za končnega uporabnika.  

 

Izdelani model za samodejno masovno urejanje in popisovanje nestrukturiranih besedil je 

pripravljen za takojšnjo uporabo v praksi z ustrezno izvedbo nastavitev s strani končnega 

uporabnika tako v aplikativni kot dokumentacijski obliki na podlagi jasno dokumentiranih 

aktivnosti, ki jih je zagotovila raziskava, in s preglednostjo nad vključenimi koraki in 

pričakovanimi rezultati. 

 

Ob vseh rezultatih in funkcionalni vzpostavitvi modela za samodejno masovno urejanje in 

popisovanje nestrukturiranih besedil pa je treba izpostaviti trenutno največji problem 

oziroma rezultat obdelave podatkov, ki ga ta raziskava ni zajela, in sicer, kako ravnati z 

nepravilno in neustrezno obdelanimi podatki oziroma s t. i. »nepravilnimi rezultati«. Npr. v 

primeru klasifikacije vsebine je znašal najboljši rezultat, ki je bil izmerjen, 94 % točnosti 

izvedene klasifikacije glede na predhodno znano klasifikacijo posameznega izvirnega zapisa 
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iz delotoka določanja tematskih modelov. Pri obsegu 50.000 izvirnih zapisov, kolikor je 

predstavljal obseg gradiva, 6 % napačno klasificiranih izvirnih zapisov predstavlja 3000 enot 

popisnega gradiva, ki niso bile pravilno klasificirane.  

 

V primeru prepoznave imenskih entitet je merjenje učinkovitosti izvedene prepoznave 

izjemno težko, saj neznano besedilo v nestrukturirani obliki predhodno ne vključuje 

prepoznanih entitet, da bi lahko takšno primerjavo izvedli, zato je bil edini način, da se 

preveri učinkovitost prepoznavanja, da se izvede t. i. »ročno« prepoznavanje in primerja 

rezultate s tistimi, ki so bili pridobljeni z uporabo modela. Slednji pristop nam ravno tako ne 

ponudi odgovora, kakšna je učinkovitost na celotnem obsegu vseh izvirnih zapisov, ki so 

bili predmet obdelave.  

 

Kot je že bilo omenjeno, se podobna težava pojavlja tudi v primeru izdelave naslova popisne 

enote, kjer je ravno tako izjemno težko meriti učinkovitost in pravilnost končnih rezultatov, 

saj so pogojeni s subjektivnimi kriteriji glede ustreznosti opisa vsebine.  

 

V osnovi se kot največji problem, ki ga raziskava ni zajela, kaže v tem, kako ravnati in 

obdelati nepravilne ali neustrezne rezultate, da bi dosegli čim boljši učinek z vidika 

celovitosti obdelave. Dodatna raziskava za obravnavo potencialnih rešitev za reševanje 

omenjenega problema bi vsekakor ponudila velik korak k zagotavljanju celovite rešitve za 

izdelavo modela za samodejno masovno urejanje in popisovanje nestrukturiranih besedil, ki 

bi vključeval tudi dodatno obdelavo t. i. »nepravilnih rezultatov«.  

 

Na področju klasifikacije vsebine je omenjeni izziv mogoče malce enostavnejši, saj je z 

izdelavo tematskih modelov zagotovljena referenčna predklasifikacija, ki je lahko rešitev za 

analizo odstopanj in prilagajanje izdelave tematskih modelov v bolj optimalno obliko. 

Možna bi bila tudi npr. uporaba uteži in presojanja, ali je izvirni zapis možno pod določeno 

verjetnostjo uvrstiti med obstoječe klasifikacijske razrede (tematske modele). Sledilo bi 

potencialno izločevanje in preusmeritev v posebno obravnavo. Spet ena od možnih rešitev 

bi bila večdimenzijska uporaba modelov, kjer bi se lahko uporabljale gruče različnih 

izdelanih tematskih modelov iz različnih vsebin itd.  

 

Večja težava se kaže v primeru prepoznave imenskih entitet in izdelave naslova popisne 

enote, kjer sta obseg in oblika rešitve odvisna predvsem od uporabnika, npr. obseg tipov 

imenskih entitet ali maksimalna dolžina besed, ki lahko tvorijo naslov popisne enote. 

Identifikacija, ali je bilo nekaj nepravilno, pomanjkljivo ali neustrezno narejeno, se lahko 

opravi le z osebnim oziroma »ročnim pregledom«, kar pa v primeru velikih količin podatkov 

ni racionalno. Zato to ostaja problem, ki ga je treba raziskati in zanj poskušati najti optimalne 

rešitve, ki bi dvignile kakovost končnih rezultatov. Hkrati je treba zagotoviti merljive 

normative, ki bi lahko bili uporabljeni za preverjanje kakovosti tako pridobljenih rezultatov.  

 

Raziskava je pokazala, da je izdelava modela za samodejno masovno urejanje in popisovanje 

nestrukturiranih besedil izvedljiva, uporaba modela pa učinkovita rešitev za reševanje 

temeljnega problema kako pristopiti k urejanju in popisovanju nestrukturiranih besedil. 
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